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ABSTRAKT

Tato prace predstavuje datamining a testuje ucinnost jednotlivych technik na benchmark
datasetech Iris a Wine. Prvni ¢ast se vénuje detailnimu popisu dataminingu jako procesu
ziskavani informaci z dat, popisu datovych typi, jejich vizualizaci a ptedzpracovani pro
ucely dataminingovych algoritma. V druhé ¢asti jsou detailné popsany jednotlivé datasety,
dale jsou predstaveny moderni datamining algoritmy a jejich funkce je testovdna a
porovnana. Mezi techniky pouzivané témito modernimi algoritmy patii: fuzzy logika,

umélé neuronové sité, evoluéni technologie a heuristika.

Kli¢ovéa slova: Datamining, clustering, fuzzy logika, neuronové sité, evoluéni technologie,

heuristika, preprocessing, RS, DE, DBSCAN, FKM, KMPP, Iris, Wine, dataset.

ABSTRACT

This thesis is presenting datamining and testing functionality of some datamining tech-
niques on benchmark datasets Iris and Wine. The first part is focused on detailed descrip-
tion of datamining as a process of knowledge discovery in data, data attribute types de-
scription, visualization of data and data preprocessing. Datasets and modern datamining
techniques are described and tested in the second part of this thesis. Modern datamining
techniques include: fuzzy logic, artificial neural networks, evolution technologies and heu-

ristic.

Keywords: Datamining, clustering, fuzzy logic, neural networks, evolution technologies,
heuristic, preprocessing, RS, DE, DBSCAN, FKM, KMPP, Iris, Wine, dataset.
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UvVOD

V dnesni moderni spolecnosti, diky technologickému pokroku a rozsifenosti vypocetni
techniky, denné vznika nepieberné mnozstvi dat. Tato data se rizné (lokalni pocitace,
databaze, cloudova ulozisté, datova centra) ukladaji k dalSimu zpracovani, na které uz se
ve velkém mnozstvi piipadl ani nedostane. Jednoduse je tato prace, pokud je vykondvéana
manualné, velmi ¢asové a finanéné narocnd, navic pii rychlosti, se kterou data vznikaji,
neni ani mozné data rucné¢ zpracovat. Nicmén¢ znamy citat, casto spojovany
(neprokazateln¢€) se Sirem Francisem Baconem, zni: ,,Scientia potentia est™ - védéni je sila.
A protoze je cena informaci vycislitelna, a v mnohych odvétvich velmi vysoka
(finan¢nictvi, akciové trhy, elektronika, apod.), roste poptivka po automatizovaném

ziskavani informaci z dat.

Datamining je tedy rychle se rozvijejici védni disciplinou, ktera vyuziva znalosti z riiznych
védnich obort, jako jsou: Statistika a analyza dat, informacni technologie, evolu¢ni
technologie, fuzzy logika, teoretickd matematika, diskrétni matematika, kombinatorika a

umeéla inteligence.

Velmi zajimavou ¢asti této védni discipliny jsou algoritmy evolu¢nich technologii, coz
jsou algoritmy inspirované zivotem a jeho vznikem. Vyuziva se zde teorie evoluce, ktera
popisuje vznik a vyvoj zivota na zakladé pfirozeného vybéru, kiizeni a mutace jedinct

populace.

Nemén¢ zajimava je fuzzy logika vyuzivajici k ohodnoceni vyrokt a nalezitosti do mnozin
pravdépodobnost, namisto binarnich hodnot, které pouziva klasickd Booleova logika.
Fuzzy logika je ¢lov€ku blizsi, protoZe je bliZ8i pfirozenému jazyku. Pfikladem miiZze byt
popis teploty vody ve sklenici. Zatimco podle Booleovy logiky se da vyjadfit pouze
dvoustavovou hodnotou (tepld/studend). Fuzzy logika, stejn¢ jako ¢lovék, dokaze rozliSit
vetsi mnozZstvi stavil, napt. Ledova, studend, chladna, vlaznd, tepla, horka, vafici. Tato
logika se velmi hojné vyuziva v dataminingu napiiklad pti klasifikaci dat, kde jsou
jednotliva pravidla vytvofena pravé z prvkl fuzzy logiky. Vyuziti umélé inteligence
Vv dataminingu je také dulezité¢ a to pfedevSim vyuziti strojového uceni, které je velmi
vhodné ke klasifikaci dat.

Pod pojmem moderni techniky v nazvu této diplomové prace jsou mysleny predevSim
techniky vyuZzivajici hybridizace a paralelizace vySe zminénych metod, jako je naptiklad

vyuziti evolu¢nich algoritmii pro vygenerovani pravidel klasifikatoru dat vyuzivajiciho
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prvky fuzzy logiky nebo pouziti evolu¢nich vypocetnich technik pro vhodné nastaveni

neuronove site.

Prvni Cast této prace je vénovana detailnimu pohledu na datamining a moznostem jeho
nasazeni. Jsou zde zminény jak zdkladni pojmy a tkoly dataminingovych procesu, tak i
ukony spojené s ptipravou dat pro dataminingové algoritmy. Data, jako takova, jsou blize

specifikovdna a jednotlivé Casti preprocessingu jsou rozebrany do detailu.

Druhé cast se vénuje testovani jiz existujicich, klasickych i hybridnich, algoritmt na dvou
znamych benchmark datasetech Iris a Wine. Cilem datamining procesu na jednotlivych
datasetech je klasifikace druhti kosatcti a vina do tfid. K tomuto ucelu byly vybrany
algoritmy, které vyuzivaji fuzzy logiku, umélé neuronové sité, evolucni technologie a
heuristiku. Cilem prace je ukazat, Ze moderni clustering algoritmy jsou na takové Urovni,

ze je lze pouzit i pro klasifikacni ulohy.



UTB ve Zliné, Fakulta aplikované informatiky

13

. TEORETICKA CAST
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1 DATAMINING

Datamining Ize definovat rizné, v této praci ovSem bude pouzita nasledujici definice:

Def. 1.: Datamining je proces, ktery nalézd uZitecné vzory a trendy ve velké mnoziné dat.
[1]

Termin datamining je ve skuteCnosti vytvofen Spatn€, protoze pokud vychazime
z piedpokladu, ze vznikl spojenim slov, stejné jako napiiklad t¢Zba zlata (angl. gold
mining), kde se z kameni a pisku t€Zi zlato, pak by se mélo pouzit spiSe oznaéeni tézba
informaci/znalosti (angl. knowledge mining). Takové oznaceni ovSem nenaznacuje, ze se
informace ziskavaji z velké mnoziny dat a oznaceni tezba informaci z dat (angl. knowledge

mining from data) je zase piili§ dlouhé, proto se zazilo ozna¢eni datamining. [2]

Datamining byva ¢asto povazovan za synonymum k jinému pouzivanému terminu, KDD
(Knowledge Discovery in Data). V KDD je terminem datamining oznacen jeden krok

tohoto procesu. [2]

V této praci jsou terminy datamining a KDD zaménitelné, tedy datamining oznacuje cely
proces ziskavani informaci z dat v¢etné jejich pfedzpracovani (preprocessingu) a nasledné

prezentace.

Z pohledu datového skladist¢ miize byt datamining vnimén jako pokrocila faze OLAP
(Online Analytical Processing). Datamining vSak jde daleko dal, nez jen k sumarizacnimu
analytickému zpracovani dat v datovych skladistich. Datamining piidavd pokrocilé

techniky analyzy dat. [3]

Na trhu je mnozstvi software oznacenych jako datamining systémy, n¢které z nich ovSem
nespliuji zdkladni pozadavky na takovy systém. Systém analyzujici data, ktery ovSem
nezvlada jejich velké mnoZzstvi by mohl byt 1épe kategorizovan jako systém strojového
uceni, nastroj pro statistickou analyzu dat nebo experimentalni systémovy prototyp.
Systém, ktery pouze ziskava data nebo informace vcetné nalezeni agregovanych hodnot,
nebo systém pouzivajici deduktivni zodpovidani dotazii na velkych databazich by mohl byt
1épe kategorizovan jako databdzovy systém, systém ziskavani informaci nebo deduktivni

databazovy systém. [3]

Datamining zahrnuje integraci technik z velkého mnozstvi disciplin — databazove
technologie, technologie datovych skladist,, statistika, strojové uceni, vykonné vypocetni

technologie, rozpozndvani vzorti a trendii, neuronové sité, vizualizace dat, ziskdvani
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informaci, zpracovani signalti, zpracovani obrazu, analyza prostorovych dat, analyza
docasnych dat, evolu¢ni technologie. Z databdzového hlediska je kladen diiraz predevsim
na efektivitu a $kalovatelnost technik dataminingu. Skélovatelny algoritmus je takovy,
jehoz Cas béhu roste linearne s velikosti dat bez pouziti nadbytecnych systémovych zdroja

(vypocetni vykon, pamét). [3]

Aplikaci dataminingu jsou z databazovych systémil ziskdvany zajimavé informace,
zékonitosti a informace vyssi urovné. Tyto informace jsou déale zkoumany z riznych uhli a
mohou byt vyuzity k rozhodovani, fizeni procesli, informa¢nimu managementu a
zpracovani dotazi. Proto je datamining povazovan za velmi dualezity nastroj

v databazovych a informacnich systémech. [3]

1.1 Priklady vyuziti dataminingu

Podle MGI (McKinsey Global Institute) reportu [4] vétSina americkych spolecnosti, s vice
nez tisicem zaméstnanct, prumérné skladuje 200 TB dat. MGI ptfedpokladé, ze mezironé
vzroste objem generovanych dat o 40%. Tato skutecnost vytvafi prostor pro spole¢nosti
zabyvajici se snizovanim mnozstvi dat, které je tfeba ukladat. Podle MGI mohou tyto
spolecnosti ocekavat nartst ziski az 60%. I spolecnosti, které téchto sluzeb jiz vyuzivaji,

by mohly uSetfit mnohem vice, pokud by zvysily efektivitu a kvalitu procesu.

Vroce 2012 probéhla v Americe volba prezidenta, pii které podle technologického
posudku MIT (Massachusetts Institute of Technology) [5] pfedevsim efektivni vyuziti
dataminingu pomohlo prezidentu Barracku Obamovi k vitézstvi nad Mittem Romneym.
Obamtv tym nejprve pouzil datamining pro uréeni voli¢i Barracka Obamy a poté se
zaméfil na to, aby je kampan pfiméla jit k volbam. Jiny datamining model byl vyuzit pro
predpovézeni vysledkli voleb v jednotlivych volebnich okrscich. Ve velmi dileZitém
nerozhodném volebnim okrsku Hamilton v Ohiu model pfedpovédél, ze Obama ziska
56.4% hlast, ve skutecnosti obdrzel 56.6% hlast. Tak pfesny model umoZznil idealni

vyuziti prostiedkil na kampani a Barrack Obama volby vyhral.

Meésicné kontaktuje zdkaznické centrum zapadniho pobiezi Bank of America az 13 miliont
zékazniku. V minulosti si kazdy zdkaznik vyslechl stejné marketingové nabidky, at’ uz
byly v jeho zajmu, ¢i nikoliv. Misto nabizeni stejného produktu v§em Bank of America
zacala vyuzivat informace o zdkaznicich pro lepsi cileni marketingu, ke kterému vyuZziva

technik dataminingu. [6]
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1.2 Nepravdy o dataminingu

V této casti jsou vycteny jednotlivé nepravdivé predstavy o dataminingu, se kterymi se
dnes miZeme setkat.

1.2.1 Automaticky dataminingovy nastroj

Klamna ptedstava, ze existuji datamining nastroje, které mohou byt pustény na datovych

zdrojich a naleznou pozadované feSeni automaticky.

Realita je takova, ze neexistuji automatické dataminingové nastroje, které by mechanicky
vytesily problém za uzivatele bez jeho pfi¢inéni. Datamining je spiSe proces, ktery je tieba

implementovat. [1]

1.2.2 Proces dataminingu je autonomni

Predstava, Ze datamining proces je autonomni, a vyZzaduje pouze malé mnozstvi dohledu

uzivatele, je taktéz nepravdiva.

Dataminingové nastroje nejsou kouzelné, bez interakce zkuSeného uzivatele tyto nastroje
poskytnou pouze Spatné odpovédi na Spatné otdzky aplikované na Spatnych datech. Je tieba
poznamenat, Ze $patna analyza dat, je hor$i, nez zadna analyza. Spatnd analyza vede ke
Spatnym obchodnim rozhodnutim. I po nasazeni vhodného modelu vstup novych dat ¢asto

vyzaduje upraveni modelu a kontrolu kvality, coz je prace pro zkusené analytiky. [1]

1.2.3 Datamining je rychle navratna investice

Navratnost procesu dataminingu se li§i v zavislosti na pofizovacich nakladech, platech
analytikt, cené pripravy datovych skladist’ a dalSich faktorech. [1]

1.2.4 Datamining software Ize jednoduse pouZzivat

Tato predstava neni Uplné zavadéjici, ale pro jednoduché pouziti datamining software je
potieba, aby mél uzivatel zdkladni znalosti technik dataminingu, pfipravy dat, analytiky a
byl seznamen s feSenym datamining problémem. [1]

1.2.5 Datamining identifikuje priciny obchodnich/vyzkumnych problémii

Datamining proces pouze odhali vzory a trendy, nalezeni pficin uz je na uzivatelich. [1]
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1.2.6 Datamining automaticky procisti databazi

Tento ukol je na obsluze databaze, kterd bude muset pfipravit data pro proces dataminingu,

Casto i data, na ktera se roky nesahalo. [1]

1.2.7 Datamining vZidy poskytuje pozitivni vysledky
Neni zaru€eno, ze pouziti technik dataminingu povede k nalezeni pouzitelnych dat. OvSem
pokud jsou datamining techniky aplikovdny zkuSenymi analytiky, ktefi maji pfehled o

cilich a pozadavcich, pak mize datamining poskytnout pouzitelné vysledky. [1]

1.3 CRISP-DM

Tato Cast se vénuje meziprimyslovému standardu, ktery popisuje datamining jako proces,

ktery je tfeba implementovat.

CRISP-DM (The Cross-Industry Standard Practice for Data Mining) [7] je
meziprimyslovy standard, ktery vznikl za ucelem sjednoceni implementace dataminingu
do strategie feSeni problému v obchodnich a vyzkumnych jednotkach. CRISP-DM je dilem
analytikt Daimler-Chrysler, SPSS (Statistical Package for the Social Sciences) a NCR. [1]

N

Business / Research Data Understnnding

Understanding Phase Phase '\
Deployment Phase Data Preparation
Phase
Evaluation Phase Modeling Phase

S

Obr. 1. CRISP-DM. [1]
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Vyznam popiskll v obrazku (Obr. 1) je nésledujici:

Business/Research Understanding Phase — faze pochopeni obchodu/vyzkumu, Data
Understanding Phase — faze pochopeni dat, Data Preparation Phase — faze ptipravy dat,
Modeling Phase — fiaze modelovani, Evaluation Phase - faze vyhodnocovani,

Deployment Phase — faze nasazeni.

Datamining projekt se podle CRISP-DM sklada z Sesti fazi, které jsou zobrazeny na

obrazku (Obr. 1). Sekvence fazi je adaptivni, tedy nasledujici faze v sekvenci Casto zavisi

vvvvvv

Sipkami. Pokud je napfiklad aktudlni fdze modelovani, pak v zdvislosti na chovani a
charakteristice modelu mtze byt nésledujici fazi névrat do faze ptipravy dat pro vylepSeni

modelu pfed posunutim vpied do faze vyhodnocovani. [1]

Iterativni stranka CRISP-DM je naznafena vn&j§im kruhem Sipek. Casto je feSeni
konkrétniho obchodniho/vyzkumného problému pouze zdrojem dalSich otazek, na které
muze byt opét pouzit stejny proces. ZkusSenosti z predchozich projektti by mély byt pouzity
jako vstup do novych projektt. [1]

Problémy, které nastanou béhem faze vyhodnocovani mohou zpisobit névrat do kterékoliv

z predchazejicich fazi. [1]

Jednotlivé faze se skladaji z n€kolika krokt a jsou popsany nize.

1.3.1 Faze pochopeni obchodu/vyzkumu
Kroky:

1. Pfesné stanoveni cilii a omezeni projektu v terminech obchodu/vyzkumné jednotky
jako celku.

2. Prelozeni téchto cili a omezeni tak, aby vznikla formulace, kterd definuje
datamining problém.

3. Priprava predbézné strategie pro dosazeni téchto cili. [7]
1.3.2 Faze pochopeni dat

Kroky:

1. Sbér dat.
2. Pouziti vyzkumné analyzy dat k sezndmeni se s daty a vznik po¢atecniho néhledu.

3. Vyhodnoceni kvality dat.



UTB ve Zliné, Fakulta aplikované informatiky 19

4. Vybér zajimavych podmnozin dat, které mohou obsahovat hledané vzory. [7]

1.3.3 Faze pripravy dat

Tato Casové naroCna faze obsahuje veskeré kroky, které je tfeba provést pro ziskani

finalniho datasetu, na ktery budou aplikovany nasledujici faze.
Kroky:

1. Vybér ptipadi a proménnych, které se budou analyzovat a jsou vhodné pro
analyzu.
2. Provedeni transformace proménnych, u kterych je tteba.

3. Cisténi ptivodnich dat tak, aby byly vhodné pro modelovaci néstroje. [7]

1.3.4 Faze modelovani

Kroky:
1. Vybér vhodnych modelovacich technik.
2. Kalibrace nastaveni modelu kviili optimalizaci vysledki.
3. Casto mize byt pouzito vice modelovacich technik na jeden datamining problém.
4. Mozny névrat zpét do faze ptipravy dat, aby bylo vyhovéno pozadavkiim

modelovacich technik. [7]

1.3.5 Faze vyhodnocovani

Kroky:
1. Vyhodnoceni kvality a efektivity modelt z f4ze modelovani.
2. Vyhodnoceni, zda bylo dosazeno cilt z faze pochopeni obchodu/vyzkumu.
3. Rozhodnuti, zda nebyl zanedban néktery podstatny aspekt obchodu/vyzkumu.
4. Rozhodnuti podle vysledk dataminingu. [7]

1.3.6 Faze nasazeni
Kroky:

1. Vyuziti vytvofenych modeld.
2. Priklad jednoduchého nasazeni: Vygenerovani vystupni zpravy.
3. Ptiklad komplexnéjSiho nasazeni: Implementace paralelniho procesu dataminingu

na jiném oddéleni.
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4. U obchodnich problémi je nasazeni vétSinou zodpovédnosti zakaznika. [7]

1.4 Proces dataminingu - kroky
V této Casti je uveden obecnéjsi pristup k dataminingu, ktery je shodny s KDD.

Definice dataminingu (Def. 1) tik4, ze datamining je proces a jako takovy se sklada

Z n&kolika kroku.

Jednotlivé c¢asti procesu jsou zachyceny na obrazku (Obr. 2). Ackoliv je na obrazku

datamining zobrazen pouze jako jeden krok, stejné tak mtize byt oznacen cely proces.

P
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¥

Data Mlniny' Paticms |
f) i

i Y : :
H Selection and :
i Transformation : :
¥ W ; : ;

Cleaning and . i
Integration : : '
A : i

=0 |

I =10 :

] ; |

Databases Flat files : :

Obr. 2. Proces ziskavani informaci. [2]
Vyznam popiski v obrazku (Obr. 2) je nasledujici:

Cleaning and Integration — cisténi a integrace, Databases — databaze, Flat files —

zaznamy, Data Warehouse — datovy sklad, Selection and Transformation — selekce a
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transformace, Data Mining — hledani informaci v datech, Evaluation and Presentation —

vyhodnoceni a prezentace, Patterns — vzory, Knowledge — informace.
Proces ziskavani informaci je iterativni a probiha v nasledujicich krocich:

1. Cisténi dat — odstranéni Sumu a nekonzistentnich dat.

2. Integrace dat — kombinace vice datovych zdroju.

3. Selekce dat — vybér dat relevantnich pro analyzu.

4. Transformace dat — data jsou pietransformovana do podoby, ktera je vhodna pro

algoritmus dataminingu.

o

Datamining — vyuziti inteligentnich metod pro nalezeni uzitecnych vzort a trenda.
6. Vyhodnoceni vzori a trendi — identifikace skute¢né dulezitych vzort a trendt
zaloZend na vyhodnoceni miry diileZitosti.

7. Prezentace informaci — prezentace informaci ziskanych z dat.

Kroky 1 az 4 jsou razné formy ptedzpracovani dat, kdy jsou data pfipravovana pro
datamining algoritmus. Algoritmus mize spolupracovat s uzivatelem nebo se znalostni

bazi. Dillezité vzory a trendy jsou prezentovény uzivateli a mohou b)'lt uloieny do znalostni

vvvvvv

1.5 Architektura datamining systému
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Obr. 3. Architektura bézného datamining systému. [3]
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Vyznam popiskll v obrazku (Obr. 3) je nésledujici:

Database — databaze, Data Warehouse — datovy sklad, Other Info Repositories — dalsi
informacni repozitate, data cleaning, integration and selection — ¢isténi dat, integrace a
selekce, Database or Data Warehouse Server — databazovy server nebo server datového
skladisté, Data Mining Engine — dataminingovy nastroj, Knowledge Base — znalostni
baze, Pattern Evaluation — modul vyhodnocovani vzoru, User Interface — uzivatelské

rozhrani.

Architektura bézného datamining systému je vyobrazena na obrazku (Obr. 3) a jeji

jednotlivé komponenty jsou popsany nize.

1.5.1 Databaze, datové sklady, World Wide Web a dalsi informacni repozitare

Tato komponenta mize byt slozena z jedné nebo vice databdzi, datovych skladl, tabulek
nebo dal§ich zdrojii informaci. Ci§téni dat a jejich integrace miize byt provadéna na této

urovni. [3]

1.5.2 Databazovy server nebo server datového skladisté

Databazovy server nebo server datového skladisté je zodpoveédny za vybér relevantnich dat
na zékladé¢ datamining pozadavku uzivatele. [3] Uzivatel mize napiiklad chtit zjistit, zda
existuje spojitost mezi prodejem lyzaiské vybavy a ro€nim obdobim. Databazovy server
nebo server datového ulozisté tedy poskytne informace pouze o prodejich lyzaiské vybavy,
nikoliv o prodejich nafukovacich lehatek, které by byly pro potieby feSeni zadaného

problému irelevantni.

1.5.3 Dataminingovy nastroj

Komponenta nezbytna pro datamining systém. V idedlnim piipad€ se sklada z funkénich
moduli zaméfenych na ukoly jako: charakterizacni, asociaéni a korela¢ni analyza,

klasifikace, predikce, analyza clusterti, analyza extrému a evolucni analyza. [3]

1.5.4 Znalostni baze

Doména znalosti, kterd se pouziva k upfesnéni hledani, nebo k ureni miry zajimavosti
nalezenych vzorti a trendii. Badze miize obsahovat hierarchii konceptt, které jsou pouzity
pro organizaci atributii nebo hodnot atributii do rtiznych trovni abstrakce. DalSim typem

dat ve znalostni bazi mohou byt pfesvédceni uzivatele, ktera se vyuzivaji k ur€ovani miry
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zajimavosti vzoru nebo trendu na zdklad¢é jeho pravdépodobnosti. Dale zde mohou byt

konstanty uréujici miru zajimavosti, prahy a metadata. [3]

1.5.5 Modul vyhodnocovani vzoru

Komponenta bézné vyuziva miru zajimavosti dat a spolupracuje s datamining modulem,
ktery se tak zamé&fuje pouze na vyhledavani zajimavych vzord a trendi. Miize vyuZzivat

prahy miry zajimavosti pro filtrovani objevenych vzort a trendu.

Modul muze byt také integrovan do datamining modulu, coz zévisi na implementaci
pouzit¢ datamining metody. Pro efektivni datamining je doporuceno implementovat
vyhodnocovani miry zajimavosti vzori a trendii co nejhloubé&ji do procesu, aby bylo

zaruceno rychlé vyfazeni téch nezajimavych. [3]

1.5.6 Uzivatelské rozhrani

Komponenta komunikuje mezi uzivateli a datamining systémem, umoziuje jim
spolupracovat se systémem ve smyslu specifikace datamining dotazu nebo ukolu.
Poskytuje informace pro upfesnéni vyhledavani a vykonavéa prizkumny datamining na
zaklad¢ prabéznych vysledkl. Déle je uzivatelim diky této komponenté umoznéno
prochazeni databazi, schémat skladist¢ dat nebo datové struktury, vyhodnocovéni

nalezenych vzort a trendi a jejich vizualizace v riznych podobach. [3]

1.6 Ukoly dataminingu

Ukoly dataminingu specifikuji, jaké vzory a trendy jsou hledany v datech. Obecné lze
ukoly rozdélit na dvé kategorie: deskriptivni a prediktivni. Deskriptivni tkoly
charakterizuji vlastnosti dat v cilovém data setu. Prediktivni tkoly se zamétuji na

predpovéd budouciho vyvoje na zakladé aktualnich dat. [2]

V této Casti jsou struéné popsany jednotlivé tkoly, jako jsou: Charakterizace a rozliSovani,
hledani frekventovanych vzort, asociaci a korelaci, klasifikace a regrese, analyza clusterti
a analyza extrémil. Dale je zde uveden pojem miry zajimavosti vzoru reprezentujici

hodnotu informace, kterou dany vzor poskytuje.

Pro vétsi nazornost jsou v této Casti uvedeny piiklady tkoli na datech ziskanych

z fiktivniho obchodu s elektronikou — FakeElectro.
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1.6.1 Charakterizace a rozliSovani

Vstupni data mohou byt asociovana s tfidami nebo koncepty. V mnoha ptipadech je
potieba uzitecné tfidy a koncepty strucné, ale presn¢, shrnout. Takové shrnuti je nazvéano

deskripci tfidy/konceptu. Deskripce miize byt ziskana tfemi zpiisoby:

1. Charakterizaci dat — shrnuti dat zkoumané (cilové) téidy v obecnych terminech.
2. RozliSovanim dat — porovnani cilové tfidy s jednou nebo vice srovnavacimi
(kontrastnimi) tfidami.

3. Kombinaci charakterizace a rozliSovani dat. [2]

Charakterizace dat je shrnuti zakladnich charakteristik a rysu dat cilové tiidy. Data
odpovidajici tfidé specifikované uzivatelem jsou typicky ziskdna pomoci dotazovani.
Ptikladem muiZze byt zkoumani charakteristik software produktii, které¢ v pfedchozim roce
dosahly navySeni prodeje o 10%. K ziskani takovych dat mize byt pouzito SQL

(Structured Query Language) dotazu na databazi prodejt.

Pro efektivni shrnuti a charakterizaci dat existuje nékolik metod: Jednoduché shrnuti dat
zalozené na statistickych tkonech a grafech, roll-up operace na OLAP kostce mize byt
pouzita pro provedeni uzivatelem fizeného shrnuti dat podle specifikované dimenze
(atributu), atributové orientovana indukce lze pouzit pro generalizaci a charakterizaci dat

bez interakce uzivatele pti kazdém kroku.

Vystup charakterizace dat miize byt prezentovan v riznych podobach. Ptikladem jsou
ktivky, sloupcové grafy, kolacové grafy, multidimenziondlni datové kostky a
multidimenziondlni tabulky. Vystupni popis mize byt také prezentovan pomoci

generaliza¢nich vztaha nebo ve formé pravidel — charakterizaé¢ni pravidla. [2]
Piiklad chrakterizace dat

Zadani datamining ukolu: Shrnuti charakteristik zakazniku, kteri ve FakeElectro rocnée

utrati vice, nez 100 000 K¢.

Vysledkem je obecny profil téchto zdkazniki, ktery udéva, ze jsou ve veéku 30 az 40 let,
zaméstnani a maji vysoké piijmy. Dataminng systém by mél umozZnit tato data dale

upiesnit. A to naptiklad dale rozdélit zékazniky podle typu zaméstnani.
RozliSovani dat je porovnavani zékladnich ryst cilové tfidy se zdkladnimi rysy jedné nebo
vice kontrastnich tfid. Cilova a kontrastni tfidy mohou byt specifikovany uzivatelem a

odpovidajici data jsou ziskdna pomoci databazového dotazovani. Ptikladem mize byt
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zkoumani zéakladnich rysu software produktl, u kterych za posledni rok stouply prodeje o
10%, proti produktiim, u kterych za stejné obdobi prodeje klesly o 30%. Metody pouzivané

pro rozliSovani dat jsou shodné s metodami pouzivanymi pro charakterizaci dat.

Podoba vystupu je podobna jako u charakterizace dat, ale je doplnéna o porovnavaci
prvky, které napomahaji k rozliSeni cilové a kontrastnich tfid. RozliSovaci popis dat

vyjadieny ve formé pravidel se nazyva rozliSovacimi pravidly. [3]
Priklad rozliSovani dat

Zadani datamining tkolu: Porovndni dvou skupin zdkazniki FakeElectro. Prvni skupina
Jsou zakaznici nakupujici pravidelné (vice nez dvakrat za mésic) a druha skupina obsahuje

zdkazniky nakupujici ziidka (méné, nez trikrat rocné).

Vysledny popis udavé porovnani zékladnich charakteristik profild zdkazniki v téchto dvou
skupinach. V prvni skupiné je 80% zakazniki ve véku 20 az 40 let a mé univerzitni
vzdélani, kdezto ve druhé skupiné je 60% seniori nebo mladistvych bez univerzitniho
vzdélani. Pomoci nésledného rozliSeni zaméstnani, nebo pfidani vySe pfijmu miize byt

ziskano ptesnéjsi rozliSeni mezi skupinami.

1.6.2 Hledani frekventovanych vzori, asociaci a korelaci

Frekventované vzory jsou uz podle nazvu vzory, které se v datech objevuji €asto. Je mnoho
druhii frekventovanych vzori véetné frekventovanych itemsetti, frekventovanych

subsekvenci (sekvenéni vzory) a frekventovanych substruktur.

Frekventovany itemset obvykle zna¢i mnozinu objektl, které se Casto vyskytuji soucasné
Vv transak¢nich data setech. Piikladem muZe byt obsah ndkupniho koSe — mléko a chleba,

zubni pasta, kartacek.

Ptikladem frekven¢niho vzoru je nakup notebooku, nasledovany nakupem digitalniho

fotoaparatu a pamét'ové karty.

Substruktura mize oznacovat skupinu riznych strukturnich forem (grafy, stromy nebo
matice) kombinovanou s itemsety nebo subsekvencemi. Pokud se substruktura vyskytuje

frekventovang, je oznacovana jako strukturni vzor.

Vyhledavani frekventovanych vzort vede k objeveni zajimavych asociaci a korelaci mezi

daty. [2]

Piiklad asocia¢ni analyzy
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Zadani datamining ukolu: Které produkty jsou ve FakeElectro nakupovany zaroven (v

ramci jedné transakce).
Ptiklad vzoru nalezené¢ho v databazi FakeEelectro miize byt nasledujici:
Pravidlo 1.: koupi(x, “tiskarna*) — koupi(x, “papir*) [podpora = 2%, jistota = 46%]

Proménna x v pravidle znaci zékaznika, jistota 46% znamena, ze pokud zakaznik koupi
tiskarnu, je 46% Sance, Ze koupi zaroven i papir. Podpora 2% znaci, ze 2% vsech
analyzovanych transakci obsahuje nakup tiskarny a papiru zéroven. Takto zadané asociacni
pravidlo obsahuje jeden predikat a je proto oznaCovano jako jednodimenzionalni
asociaéni pravidlo. Vynechanim predikdtové notace mize byt pravidla zapséno

jednoduse: “tiskdarna — papir [2%, 46%].

Zadani datamining ukolu: Nalezeni pravidla pro ndkup notebooku v databazi nakupii ve

FakeElectro.
Ptiklad nalezeného asocia¢niho pravidla:

Pravidlo 2.: prijem(x, “40 000 az 52 000°) A vék(x, “25 az 32*) — koupi(x, “notebook*)
[podpora = 3%, jistota = 55%]

Vyklad pravidla tika, ze ze vSech zdkaznikl v datasetu jsou 3% ve v&ku 25 az 32 let
s ptijmem 40 000 — 50 000 K¢ mésicné. Pravdépodobnost, ze zdkaznik v tomto v€kovém a
platovém rozsahu koupi notebook je 55%. Tato asociace jiz obsahuje vice, neZ jeden
atribut nebo predikat (pfijem, v€k a nakup). Adaptaci terminologie multidimenzionalnich
databazovych systémil, kde je kazdy atribut oznacovéan jako dimenze miZe byt pravidlo

(Pravidlo 2) oznac¢eno terminem multidimenzionalni asocia¢ni pravidlo. [2]

Aby mohlo byt asociacni pravidlo ozna€eno za zajimavé, je potieba, aby splnilo podminky
minimalni irovné podpory a minimalni virovné jistoty. Pouzitim dal§ich analyz lze

nalézt zajimavé statistické korelace mezi asociovanymi pary atribut-hodnota. [3]

1.6.3 Klasifikace a regrese pro prediktivni analyzu

Klasifikace je proces nalezeni modelu (nebo funkce), ktery popisuje a rozliSuje datové
tiidy a koncepty. Model je odvozen na zaklad¢ analyzy mnoziny trénovacich dat (objekty,
u kterych je znamo, do které tiidy patii). Model se pouziva k predikci tfidy u objektt, u

kterych neni znama. [2]
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Model Ize vizualizovat v riznych podobach: Klasifika¢ni pravidla (napt. IF-THEN
pravidla), rozhodovaci stromy, matematické formulace, nebo neuronové sité. Jak takova

reprezentace vypada, je naznaceno na obrazku (Obr. 4).

vék(x, “nizky") AND pitjem(x, “vysoky”) —e  tfidafx, “4")
vék(x, “nizky") AND pitjem(x, “nizky”) —» tFidafx, “B")
vek(x, “stredni”) —» tiidalx, “C")
vek(x, “vysoky”) —» {Fidax, “C")

1)

trida A

trida B

trida C

Obr. 4. Ruzné reprezentace klasifikacniho modelu. (1) IF-THEN pravidla, (2)

rozhodovaci strom, (3) neuronova sit.

Rozhodovaci strom je stromova struktura podobna vyvojovému diagramu, kde kazdy uzel
reprezentuje test hodnoty atributu, kazda vétev vystup z testu a listy stromu reprezentuji
ttidy. Rozhodovaci stromy mohou byt pfevedeny na klasifika¢ni pravidla. Neuronova
sit’, pouzita pro klasifikaci, se sklad4 z neuronli s vahovanymi synapsemi. Pro klasifikaci
dat Ize pouzit mnoho dalSich metod, jako naptiklad naivni Bayesiv klasifikator, SVM

(Support Vector Machine) a klasifikace pomoci algoritmu k-nejblizsich sousedi. [3]

Klasifikace urcuje diskrétni hodnotu (ptislusnost ke tfid¢), kdezto regrese modeluje funkce
spojité. Regrese se pouziva k odhadu chybéjicich nebo nedostupnych hodnot atributt dat.
Termin predikce se pouziva pro oba typy vystupt, jak pro diskrétni, tak pro spojité
hodnoty. Regresni analyza je statisticky nastroj, ktery se nejcastéji pouziva pro numerickou

predikci. Regrese taktéz zahrnuje i identifikaci rozloZeni dat. [3]

Klasifikaci 1 regresi Casto predchazi analyza relevance, kterd se snazi identifikovat
relevantni  atributy pro klasifikaci/regresi, tyto atributy jsou pouzity pro

klasifika¢ni/regresni proces. Ostatni atributy mohou byt zanedbany.

Priklad klasifikace a regrese
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Zadani datamining ukolu: Klasifikace produkti FakeElectro do trid na zdkladé odezvy na
prodejni kampan (dobra odezva, mirna odezva, zadna odezva). Model ma byt vytvoren na
zdklade nasledujicich rysii produktu: cena, znacka, zemé pitvodu, typ a kategorie. Vysledna

klasifikace by méla co nejvice rozlisit jednotlivé tridy.

Ptiklad vysledku klasifikace:

vvvvvv

pro klasifikaci je cena. Dalsi rysy, které pomahaji rozISit mezi tfidami mohou byt znacka a
zemé puvodu. Tento vysledek miize byt ndpomocen pro vytvoreni vice efektivni prodejni

kampang.

Za predpokladu, ze se zadani lehce zméni a cilem bude urceni zisku jednotlivych produktt

z vyprodeje ve FakeElectro, je vhodné pouzit regresni analyzu. [2]

1.6.4 Analyza clustert

Klasifikace a regresni analyza vytvafeji model na zdkladé mnoziny trénovacich dat.
Analyza clusteri naopak analyzuje data bez piedchozich znalosti, protoze v mnoha
pfipadech mnoZina trénovacich dat neni zndma. Pravé proto mulze byt analyza clusterii
pouzita K nalezeni tfid charakterizujicich data. Data jsou sdruzovana do tfid na zakladé
principu maximalizace podobnosti uvniti tfidy a minimalizace podobnosti vné tridy.
Coz znamena, ze shluky (clustery) objektl jsou vytvareny tak, ze objekty uvnitt clusteru
jsou si velmi podobné, ale s objekty v jinych clusterech maji malo spole¢ného. Kazdy

takovy cluster lze povazovat za tfidu objektd, z nichZ lze vyvodit pravidla. [3]
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Obr. 5. Priklad cluster analyzy na dvoudimenziondlnich datech. Teckovand cara
ohranicuje jednotlivé clustery. [2]
Priklad analyzy clusteri
Zadani datamining ukolu: Identifikace subpopulact zakaznikii FakeElectro.

Priklad vysledku:

Piikladem miiZe byt obrazek (Obr. 5), na kterém se zakaznici vyskytuji pfedev§im ve tfech
oblastech (podle bydlist¢). Takovy vysledek je vhodny naptiklad pro cileny marketing

V téchto oblastech.

1.6.5 Analyza extrému

Extrémy jsou objekty v mnozin€ dat, které maji hodnoty atributl vyrazné odlisné od
zbytku dat, nebo neodpovidaji modelu. Velké mnoZstvi datamining metod se extrémy
nezabyva a vyfazuje je z datasetu jako Sum nebo vyjimky, nicméné existuji aplikace (napf.
detekce podvodu), kde jsou takové unikatni objekty mnohem vice zajimavé, nez objekty
odpovidajici pfedstavam. Analyza extrémnich dat je nazyvéna analyzou extrémt, nebo

také hledanim anomalii. [2]

Extrémy mohou byt detekovany pomoci statistickych testl, které¢ predpokladaji rozlozeni
mnoziny nebo pravdépodobnostni model dat, nebo také pouzitim miry vzdalenosti, kde

jsou objekty nevyskytujici se v clusterech povazovany za extrémy. [2]
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Priklad analyzy extrémii

Analyza extrémtl maze odhalit podvodné pouzivani kreditni karty. Typickym ptikladem je
detekce vétsSiho mnozstvi odchozich plateb o nezvykle vysoké vysi oproti klasickému
vyuzivani uctu. DalSim pfikladem je zména lokace nakupt (odlisné staty) nebo frekvence

(Castgjsi) plateb. [2]

1.6.6 Mira zajimavosti vzoru

Datamining systém ma potencial generovat veké mnozstvi vzort a pravidel. VétSina z nich

je ovSem z hlediska dané problematiky nezajimava, proto existuje mira zajimavosti vzoru.
Aby byl vzor zajimavy, musi spliiovat nasledujici pozadavky:

1. Je pochopitelny pro uzivatele.

2. Plati na novych nebo testovacich datech s ur¢itym stupiiem jistoty.
3. Je potencionalné pouzitelny.
4

Je novy.

Vzor muze byt taktéz zajimavy, pokud potvrzuje uzivatelem piedem stanovenou hypotézu.

Zajimavy vzor reprezentuje znalosti. [2]

Existuje nékolik objektivnich zplsobi, jak méfit miru zajimavosti vzoru. Tyto zplisoby
jsou zaloZeny na struktufe nalezenych vzorQ a na statistice. Objektivni zplisob uréeni miry
zajimavosti u asociaéniho pravidla (X — Y) je podpora, ktera udava procento transakci
transakéni databaze, které spliuji toto pravidlo. Coz je vlastné pravdépodobnost P(X U/Y),
kde X (Y tika, ze transakce obsahuje jak X, tak Y, coZ je sjednoceni mnozin X a Y. Dal§im
zpusobem urceni miry zajimavosti u asocia¢nich pravidel je jistota, ktera urcuje jistotu
nalezené asociace. Formalné je to pravdépodobnost P(Y | X), coz je pravdépodobnost, Ze

transakce obsahujici X obsahuje také Y. [2]

Obecné je mira zajimavosti spojena s prahem, ktery mize urcit uzivatel. Pravidla, ktera
nepiekro¢i prah jistoty napt. 50% mohou byt povazovana za nezajimava. Pravidla
nespliiujici prahové hodnoty odraZeji Sum a vyjimky a pravdépodobné jsou méne

hodnotna. [2]

Dalsi objektivni zplsoby uréeni miry zajimavosti jsou presnost a pokryti, uzivané¢ u

klasifikanich pravidel. Pfesnost urCuje, kolik procent dat je spravné klasifikovano
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pravidlem a pokryti je podobné podpore. Pokryti udava pocento dat, na které se pravidlo
aplikuje. [3]

Ackoliv objektivni zplisoby pomahaji identifikovat zajimavé vzory, byvaji neefektivni,
pokud se nekombinuji se subjektivnimi zplsoby, které odrazeji konkrétni pozadavky a
zajmy uzivatell. RUzni uzivatelé maji rizné naroky a proto je pro né zajimavost vzoru
subjektivni. Mnoho objektivné zajimavych vzori je také pouze reprezentaci zdravého

rozumu a tudiz jsou v disledku nezajimavé. [3]

Subjektivni zplisoby urCeni miry zajimavosti jsou pevné spjaty s konkrétni piedstavou
uzivatele o datech. Subjektivné zajimavé vzory jsou ty, které jsou neofekavané (popieni
predstavy uzivatele) nebo jsou spojeny se strategickou informaci, na zaklad¢ které uzivatel
muze jednat — akéni vzory. Pfikladem akénich vzorl je zemétieseni: “Po sérii slabych
zemétieseni Casto nastavd zemctieseni silngj$i.“ Nalezeni takového vzoru a jeho
vyhodnoceni miize predejit ztratdm na zivotech. Taktéz vzory, které jsou ocekavané,

mohou byt zajimavé. V piipadé€, Ze potvrzuji uzivatelem stanovenou hypotézu. [3]

Uplnost datamining algoritmu udava mnoZstvi identifikovanych zajimavych vzori. Casto
je neefektivni a nerealné, aby datamining systém generoval vSechny mozné vzory. Misto
toho se vyuZiva uzivatelem specifikovanych konstant a miry zajimavosti pro uptfesnéni
hledani. Hledani asocia¢nich pravidel je tkol, u kterého uzivatelem specifikované hodnoty

a miry zajimavosti postacuji k dosazeni tplnosti. [2]

Nalezeni pouze zajimavych vzori je optimalizacni problém. U vétSiny datamining systému
je pozadovano, aby byly nalezeny pouze takové vzory, coz zvySuje efektivitu téchto

systému. Oblast optimalizace je stale velmi atraktivni oblasti datamining systému. [2]

Mira zajimavosti vzoru je nezbytna pro efektivni nalézani vzorti pozadovanych uzivateli.
Je vyuZivana i nadale, po skonceni datamining algoritmu, pro fazeni a filtrovani vzort.
vzori, pro zvySeni efektivity hleddni vyfazovadnim c¢asti mnoziny vzori, které nespliuji

pozadavky na miru zajimavosti. [2]

1.7 Klasifikace datamining systému

Datamining je mezidisciplindrni obor, ktery spojuje vice technik z oblasti databazovych
systémd, statistiky, strojového uceni, vizualizace a informacni védy. V zavislosti na

pfistupu mohou byt pouzity i techniky z jinych oblasti, jako jsou neuronové sité, teorie
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fuzzy mnozin, teorie hrubych mnozin, reprezentace znalosti, induktivni logické
programovani, nebo supervypolty. V zavislosti na struktufe dat, kterd maji byt
analyzovana nebo na konkrétni aplikaci, mize datamining systém vyuzivat i techniky
Z oblasti analyzy prostorovych dat, ziskdvani informaci, rozpoznavani vzord, analyzy
obrazu, zpracovani signall, pocitacové grafiky, webovych technologii, ekonomie,
bioinformatiky, nebo psychologie. Vzhledem K rozdilnosti jednotlivych obord, které
datamining vyuziva, vznikd velké mnoZzstvi datamining systému, které je potieba

klasifikovat. [3]

Klasifikace podle rozliénych kritérii je zobrazena na obrazku (Obr. 6) a podrobnéji

popsana nize.

Klasifikace datamining systému

7 N

4 N [ N ~
Typ databaze Typ znalosti Pouzité techniky Typ aplikace
. A /O
Datovy model: Funkce: Interakce: Aplikace:
- transakéni - klasifikace - autonomni - financnictvi
- objektové- - charakterizace - interaktivni - telekomunikace
orientované - rozliSovani vyzkumné - vyzkum DNA
- datové skladisté - asociaéni a - dotazovaci - akciovy trh
Typ dat: korelaéni analyza Metody analyzy: - webové
- prostorové - predikce - databazové vyhledavace
- textové - analyza clustert - datové skladisté
- multimedialni - analyza extrému - strojové ugeni
- datové proudy - evoluéni analyza - statistické
- Casové série Uroveri abstrakce: - vizualizacni
- WWw - zobecnéné - rozpoznavani
znalosti vzorld
- primitivni znalosti - neuronoveé sité
- vice urovni
Vzory:
- regularity
- iregularity

Obr. 6. Klasifikace datamining systémaii.

1.7.1 Klasifikace podle typu databaze

Datamining systém mitize byt klasifikovan podle typu databaze, na které mé pracovat.
Databdzové systémy se déli podle raznych kritérii (typ dat, datovy model, aplikace), kde
kazdé kritérium muize vyzadovat rozdilny datamining systém. Datamining systémy lze tedy
delit stejn€, jako databazové systémy. Pokud se jedna o klasifikaci na zakladé datového

modelu, mohou byt datamining systémy déleny na transak¢ni, objektové-orientované, nebo
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systétmy datovych skladist. Pfi klasifikaci podle typu dat se miize jednat o systémy
prosotorové, textové, multimedialni, datovych proudd, ¢asovych sérii nebo WWW (World

Wide Web). [3]

1.7.2 Klasifikace podle typu znalosti

Podobné jako podle typu databdze, mohou byt datamining systémy klasifikovany podle
typu znalosti, které se snazi vytézit. Jednd se o déleni podle datamining funkci, jako jsou
klasifikace, charakterizace, rozliSovani, asociacni a korelacni analyza, predikce, analyza
clusterti, analyza extrémil a evolucni analyza. Rozsahlejsi datamining systémy vétSinou
integruji vice funkcionalit zarovenn. Dale mohou byt systémy rozdéleny podle trovné
abstrakce ziskavanych znalosti: zobecnéné znalosti (vysoka Groven abstrakce), primitivni
znalosti (uroven Cistych dat — bez abstrakce), znalosti na vice Urovnich (rizna mira
abstrakce). Pokrocily datamining systém by mél dokézat ziskat znalosti na vice Urovnich

abstrakce. [3]

Podobné mohou byt datamining systémy rozdéleny podle toho, jestli nalézaji regularity
(bézn€ se vyskytujici vzory) nebo iregularity (vyjimky, extrémy). Deskripce konceptu,
asociacni a korelacni analyza, klasifikace, predikce a analyza clusterii obecné nalézaji

regularity a extrémy povazuji za Sum. [3]

1.7.3 Klasifikace podle pouZitych technik

Dalsim zplisobem klasifikace datamining systéma je klasifikace podle pouzitych
datamining technik. Techniky mohou byt rozdéleny podle Grovné interakce uzivatele
(autonomni systémy, interaktivni vyzkumné systémy, dotazovaci systémy) nebo podle
metod analyzy dat (databazové, metody datovych skladist, metody strojového uceni,
statistické, vizualizani, metody rozpoznavani vzord, metody neuronovych siti, apod.).
Moderni datamining systémy pracuji s vice technikami a kombinuji je pro zajiSténi lepSich

vysledku. [3]

1.7.4 Klasifikace podle typu aplikace

Datamiming systémy mohou byt zaméfeny na konkrétni aplikace v konkrétnich odvétvich.
Piikladem mohou byt aplikace ve financnictvi, telekomunikacich, vyzkumu DNA
(Deoxyribonukleova kyselina), aplikace pro akciovy trh, webové vyhledavace, atd. Riizné
aplikace obvykle vyzaduji integraci specifickych metod a proto je pouziti univerzalniho

datamining systému nevhodné. [3]
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1.8 Datamining problémy

Datamining je velmi dynamicka a rychle se rozvijejici oblast s obrovskym potencidlem. A
jako takova se sklada z n€kolika zdkladnich problému, které je mozné rozdé€lit do péti
skupin — metodologie, interakce, efektivita a rozsifitelnost, rozdilnost datovych typd a
spole¢nost a datamining. Reseni t&chto problémi bylo v posledni dobé& cilem vyvoje a
vyzkumu a proto se z nékterych problému staly spiSe pozadavky na datamining systém.

Problémy a nalézani jejich feSeni pfinaseji neustalé zlepSovani technik dataminingu. [2]

1.8.1 Metodologie

Vyvoj novych datamining metodologii zahrnuje zkoumani novych druhti znalosti, hledani
v multidimenziondlnich prostorech, intergaci metod z dalSich obori a zvaZovani
sémantickych vazeb mezi datovymi objekty. Dale by meély datamining metodologie
pokryvat problémy, jako jsou nejistota dat, Sum a nekompletni data. Nekteré metody
zkoumayji, jak mohou byt uzivatelem specifikované hodnoty pouzity pro urceni zajimavosti
vzoru a upfesnéni procesu hleddni takovych vzorl. NizZe jsou uvedeny problémy spadajici

do kategorie metodologie. [2]

1.8.1.1 Hledani riuznych a novych znalosti

Datamining pokryva Siroké spektrum ukoli zabyvajicich se analyzou dat a nalézanim
znalosti od charakterizace a rozliSovani po asociacni a korela¢ni analyzu, klasifikaci,
regresi, analyzu clusterli, analyzu extrému, sekvencni analyzu, rozpoznavani trendii a
evolu¢ni analyzu. VSehchny tyto tikoly mohou pracovat se stejnou databazi, ale kazdy
jinak a je tfeba vyvinout datamining techniku pro kazdy ukol zvlast. Diky rozli€nosti
aplikaci vznikd stale vice takovych ukolll a efektivné se vyuziva jejich hybridizace a
paralelizace. Piikladem muZe byt efektivni nalezeni znalosti v informacni siti. VyuZiti
integrované analyzy clusteri a hodnotici (ranking) funkce miiZze vést k nalezeni kvalitnich

clusterti a vysoce hodnocenych objektd. [2, 3]

1.8.1.2 Hledani znalosti v multidimenziondalnim prostoru

Jednd se o hledani znalosti ve velkych datasetech. Vyhledavaji se zajimavé vzory
vV kombinacich né€kolika atributii (dimenzi) dat na rizné Grovni abstrakce, coz je nazyvano

— multidimenzonalni datamining. Data mohou byt agregovana nebo ve formé
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multidimenzionalni datové kostky. Hledani znalosti na datovych kostkach mize vyrazné

zvysit vykonnost a fleixibilitu dataminingu. [2]

1.8.1.3 Mezioborova snaha

Vykonnost datamining algoritmu muze byt vyrazné¢ zvySena kombinaci metod z vice
oblasti. Naptiklad pfi prohleddvani dat v pfirozeném jazyce je vhodné pouzit metody

vyhledavani informaci a zpracovani pfirozeného jazyka. [2]

1.8.1.4 ZvySeni vykonnosti hledani v sit ovém prostiedi

Velké mnozstvi datovych objektl se vyskytuje v propojeném prostiedi, at’ uz se jedna o
web, databaze nebo soubory. Sémantické spojeni mezi objekty muize slouzit ke zvySeni
vykonnosti datamining procesu a znalosti nalezené na konkrétni mnoziné dat mohou byt

pouzity pro zlepSeni hledani znalosti na mnoziné objekti spojené s puvodni mnozinou. [2]

1.8.1.5 Prdce s nejistotou, Sumem a nekompletnimi daty

Data se v ptirozené podob¢ vyskytuji v€etné Sumu, chyb, vyjimek, nejistot nebo mohou byt
nekompletni. VSechny tyto nedokonalosti mohou vést ke zhorSeni vysledki datamining
procesu. Proto se v datamining procesu pouzivaji techniky CciSteni dat, preprocessing

(ptedzpracovani), detekce a odstraniovani extrému a feSeni nejistoty. [2]

1.8.1.6 Vyhodnocovani vzori a vzorové-rizené hledani

Jak uz bylo zminéno vySe, vSechny nalezené vzory v datamining procesu nemusi byt
zajimavé. Mira zajimavosti je pro uzivatele subjektivni a proto je potfeba do datamining
procesu integrovat subjektivni techniky. Tyto techniky odhaduji miru zajimavosti vzoru
podle pfesvédéeni a ocekavani uZivatele. Pouzitim uZzivatelem specifikovanych konstant
pro miru zajimavosti je mozné zménSit prostor moznych nalezenych vzorti a tim docilit

zvySeni vykonu datamining procesu. [2, 3]

1.8.2 Interakce

Uzivatel hraje v datamining pocesu velmi dilezitou roli a nasledujici oblasti jsou pro
vyzkum velmi dulezité — jak pracovat s datamining systémem, jak do datamining systému

zaclenit uzivatelské znalosti, jak vizualizovat a interpretovat vysledky. [2]
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1.8.2.1 Interaktivni hledani

Datamining proces by mél byt vysoce interaktivni a proto musi zahrnovat flexibilni
uzivatelské rozhrani. UZivateli musi byt umoznéno vybrat vzorek dat, prozkoumat zékladni
charakteristiky a nasledné piedpovédét potencionalni vysledek. Interaktivni datamining by
mél uzivateli poskytnout moznost dynamicky ménit oblast prohledavani pro upiesnéni
specifikace datamining pozadavki na zéklad¢ pritbéznych vysledki a nasledné operace nad

datovou kostkou a znalostnim prostorem. [2]

1.8.2.2 Zahrnuti znalosti

Znalostni baze, konstanty, pravidla a dalsi informace vztahujici se ke zkoumané oblasti by
m¢ély byt zahrnuty do procesu hledani znalosti. Tyto informace I1ze pouzit k vyhodnocovani

vzoru nebo k navigaci vyhledavaciho procesu smérem k zajimavym vzoram. [2]

1.8.2.3 Piimy datamining a dotazovaci jazyk

Stejné jako jsou dotazovaci jazyky (napf. SQL) dulezité¢ pro flexibilni vyhledavani a
umoznuji uzivateli pfimé dotazovani, vyssi dotazovaci jazyky pro datamining nebo jina
flexibilni uzivatelska rozhrani poskytuji uzivateli volnost v definovani pfimych datamining
ukold. Déle by mély zahrnovat moZnost specifikace relevantni mnoziny dat pro analyzu,
domény znalosti, specifikaci typt znalosti, které¢ se vyhledavaji a specifikaci podminek a
omezeni pro nalezené vzory. Optimalizace zpracovani téchto ukoli je vyvijejici se oblasti

dataminingu. [2]

1.8.2.4 Prezentace a vizualizace vysledkii

Prezentace a vizualizace vysledkl datamining procesu, tak aby bylo jednoduché pochopit
nalezené znalosti, je stéZejni Casti interaktivniho datamining systému. V systému musi byt
zavedeny expresivni reprezentace znalosti a uzivatelsky-pfivétiva rozhrani a vizualizacni

techniky. [2]

1.8.3 Efektivita a roz§iritelnost

Efktivita a rozSifitelnost datamining systému jsou hlavni vlastnosti, které slouzi k jejich
porovnavani. Vzhledem ke stale nartstajicimu objemu dat, které je potfeba zpracovat, jsou

tyto vlastnosti velmi dilezité.
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1.8.3.1 Efektivita a rozSiiitelnost datamining algoritmu

Aby bylo mozné vytézit informace z velkého mnozstvi dat zrGznych zdrojii, nebo
dynamickych datovych proudt, je dulezité, aby byl datamining algoritmus efektivni a
rozsifitelny. Pro potteby aplikaci je podstatné, aby byl vypocetni ¢as algoritmu kratky a
predvidatelny. Efektivita, rozsifitelnost, vykonnost, optimalizace a schopnost pracovat
Vv redlném case (datové proudy) jsou klicova kritéria, diky kterym probihd neustaly vyvoj

novych datamining algoritmu. [2, 3]

1.8.3.2 Paralelni, distribuované a inkrementdlni algoritmy

Ohromna velikost datasetli, data rozdélena na vice tlozistich a vysoka vypocetni naro¢nost
nékterych datamining algoritmd jsou faktory, které motivuji vyvoj paralelenich a
distribuovanych algoritmt. Tyto algoritmy nejdiive rozd¢li data na mensi Casti a kazda
takova Cést je zpracovana paralelné. Paralelni procesy mohou spolupracovat a paralelné
nalezené vzory jsou nakonec slou¢eny. Dal$i novou oblasti je provadéni vypoéta v cloudu,
kdy velké mnozstvi vypocetnich jednotek spolupracuje na zpracovani narocnych

datamining tkold. [2, 3]

Néro¢nost datamining procesu a ikrementalni povaha dat daly za vznik inkrementalnim
algoritmim, které zpracovavaji data po mensich ¢astech, které jsou do systému zavadény

(prirastky). Plivodné nalezené vzory a znalosti se upravuji podle téchto ptirtstk.

1.8.4 Rozdilnost datovych typi

Siroka $kala rtiznych typti databazi a datovych typl piedstavuje taktéz nové oblasti ve

vyzkumu datamining systémd.

1.8.4.1 Zpracovani ruznych typu dat

Rozdilné aplikace produkuji velké mnozstvi rozdilnych datovych typa, at’ uz se jedné o
data strukturovand, jako jsou rela¢ni data a data datovych skladist, data castené
strukturovand a nestrukturovand, stald nebo dynamické data (datové proudy), jednoduché
datové objekty, docasna data, biologické sekvence, prostorova data, hypertextova data,
multimedialni data, data v programovacim jazyce, webova data nebo data ze socidlnich
siti. Kvuli takové rozdilnosti dat nelze pouzit univerzalni datamining ndstroj, ale spise
vznikaji konkrétné zaméfené datamining nastroje, které se zabyvaji pouze urcitou oblasti,

datovymi typy a nalézani znalosti v nich. [2, 3]
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1.8.4.2 Zpracovani dynamickych, sit’ovych a globalnich datovych repozitaiii

Globélni informacni systémy a sit¢ (ohromné distribuované celky) jsou tvoieny
spojovanim vice zdrojii dat pomoci Internetu. Nalézani vzori a znalosti v takto rozdilnych
datovych zdrojich obsahujicich strukturovana, Castecné strukturovand a nestrukturovana
propojend data je velmi slozité, nicméné vysledky na obrovskych propojenych sitich
mohou vést k nalezeni vzort, které by nebylo mozné nalézt na mensSich, homogennich
datasetech. Pravé proto je dnes vyvoj datamining systémil pracujicich s webem a vice

informa¢nimi zdroji zajimavou a rozvijejici se oblasti vyzkumu. [2]

1.8.5 Spolecnost a datamining

Vliv dataminingu na spolecnost, at’ uz v rdmci zachovani soukromi jednotlivce nebo

V ramci zneuzivani ziskanych znalosti je taktéz velmi dulezitym tématem.

1.8.5.1 Vliv dataminingu na spoleénost

Se stale rostoucim vyuzivanim datamining technik roste také pocet moznosti zneuziti
ziskanych znalosti. Jak vyuzit datamining pro prospéch spolecnosti, zabranit zneuzivani a
naruSovani soukromi jednotlived, jsou problémy, které musi moderni datamining systémy

fegit. [2, 3]

1.8.5.2 Datamining zachovdvajici soukromi

Datamining pomaha ve védeckém vyzkumu, finan¢nim, ekonomickém i bezpecnostnim
sektoru (odhalovani problémi v realném case). Na druhou stranu vznika velké riziko
zptistupnéni osobnich dat. Zakladni filozofii datamining technik je zajistit dostate¢nou
bezpecnost citilivych dat a zachovani soukromi jednotlivce pii uspéSném provadéni

dataminingu. [2]

1.8.5.3 Skryty datamining

Nelze predpokladat, ze by vSichni uzivatelé ovladali datamining techniky a vyuzivali je
V praxi, proto je snaha impelementovat datamining do aplikaci skryté, tak aby mohl
uzivatel vyuzZivat jeho vyhod bez nutné znalosti metod a algoritmi. Ptikladem jsou, jiz
dnes, webové vyhleddvace nebo internetové obchody, které vyuZzivaji informaci o0
pfedchozim chovani uzivatele pro upfesnéni vysledkti hledani nebo nabizeni produktd, o

které by mohl mit uzivatel zajem. [2]
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2 DATA

Data se v realném svéte vyskytuji v riznych podobéch a vétSinou obsahuji Sum, extrémy a
vyjimky. Pied zpracovanim dat pomoci datamining technik je tfeba data dostat do podoby,
ve které budou vhodna pro datamining algoritmus — preprocessing. Aby bylo mozné
preprocessing provést, je tfeba znat rtizné formy atributi dat a zplsoby jejich
statistického popisu. Pro zjednodusSeni pochopeni dat a spojitosti mezi nimi se pouziva
riznych vizualiza¢nich technik. Podobnost dat je dilezita pro analyzu clusteru,
vyhledavani extrémt a klasifikaci dat. VSechny tyto terminy jsou podrobnéji popsany

V této Casti.
2.1 Atributy

Datasety jsou tvofeny datovymi objekty, které reprezentuji konkrétni entity. Datové
objekty jsou béZné popsany pomoci atributd. V databdzich je jeden datovy objekt

reprezentovan fadkem tabulky a jednotlivé sloupce reprezentuji atributy. [2]

Def. 2.: Atribut je datové pole popisujici charakteristiku nebo vlastnost datového objektu.
[2]

V literatufe se Casto zaménuji slova atribut, dimenze, vlastnost a proménnd. Oznaceni
atribut je pouzivano v dataminingu, dimenze v oblasti datovych skladist, vlastnost
v oblasti strojového uceni a proménna ve statistice. Mnozina atributii popisujici datovy
objekt se nazyva vektor atributii (vektor vlastnosti). Rozd¢€leni dat podle jednoho atributu
se nazyva univariantni, podle dvou - bivariantni, atd. Typ atributu je ur¢en hodnotami,

kterych muze atribut nabyvat. [2]

2.1.1 Nominalni

Nomindlni atributy nabyvaji hodnot popsanych symboly, které nelze setadit, kazda
hodnota popisuje kategorii nebo stav objektu. Byvaji nazyvany téz kategorické. Typickym
ptikladem jsou vyctové typy v programovacich jazycich. Na nomindlnich atributech nelze
provadét matematické operace s pouzitelnym vysledkem, ze zékladnich statistickych
metod lze smysluplné pouzit pouze modu (hodnota, kterd se ve statistickém souboru

vyskytuje nejcastéji). [2]

Ptikladem nomindlniho atributu z redlného svéta je barva oci.
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2.1.2 Binarni

Binarni atribut je nomindlni atribut, ktery miize nabyvat pouze dvou stavii: 0 a 1, pokud se
jedna o typ Boolean, pak nabyva hodnot pravda (true) a nepravda (false). Stav 0 bézn¢
vyjadiuje nepfitomnost atributu. Binarni atribut je symetricky, pokud jsou oba stavy stejné
hodnotné a maji stejnou vahu (pohlavi: muz, Zena), pokud stavy nejsou stejn¢ duilezité,
jedné se o asymetricky binarni atribut (vysledek HIV (Human Immunodeficiency Virus)
testu: negativni, pozitivni). U asymetrickych bindrnich atributd se méné ocekéavana

hodnota bézné koduje jako 1. [2]

2.1.3 Ordinalni

Ordinélni atribut je takovy, jehoz hodnoty lze setadit, ale nelze z nich urcit vzajemnou
vzdalenost. Ordinalni atributy jsou vhodné pro uchovani vlastnosti dat, které nelze
objektivné popsat (mira spokojenosti studentll s vyucujicim). Ordindlnich hodnot mohou
nabyvat atributy diskretizované ze spojitych velicin do nékolika skupin. Pouzitelné
statistické idaje u ordinalnich atributi jsou median (stfedni hodnota setfazené posloupnosti)

a modus, kdeZto pramér neni definovan. [2]

Nominélni, bindrni a ordindlni atributy jsou kvalitativni — popisuji vlastnost objektu bez
udani kvantity. Hodnoty kvalitativnich atributll jsou Casto vyjadieny slovné, pokud jsou

pouzita ¢isla, jedna se o kddovani skupin pro pocitacové zpracovani. [2]

2.1.4 Numerické

Numerické atributy jsou kvantitativni, tedy popisuji kvantitu v celych nebo realnych
¢islech. Oproti kvalitativnim atributlim je u numerickych atributd mozné urcit rozdil mezi

dvéma hodnotami.

Atributy s intervalovym méFitkem jsou méfeny na stupnici o stejné velkych jednotkach.
Hodnoty jsou sefazeny a mohou byt pozitivni, nulové, nebo negativni. Pfikladem je teplota
ve stupnich Celsia, ktera nema pravy nulovy bod, nebot’ 0°C neni stav bez teploty. Takze
lze vyjadtit rozdil teplot, ale nikoliv pomér. Pomér vyjadiuji atributy S pomérovym
méritkem, které maji vlastni nulu a jednotlivé hodnoty lze vyjadfit pomérové, tedy ze
jedna hodnota je nasobkem jiné. Piikladem atributu s pomérovym méfitkem je pocet slov

v dokumentu. [2]

U atributil s intervalovym i pomérovym méfitkem je mozné vyjadfit jejich pramér, modus

a median.
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2.1.5 Diskrétni a spojité

Dalsi moznosti, jak rozd¢lit atributy, je rozdéleni na diskrétni a spojité. Diskrétni atribut
ma spocitatelné velkou mnozinu raznych stavii, ve kterych se mize nachéazet. Spocitatelné
velka mnozZina je takova, ve které je mozné mit nekone¢né¢ mnoho hodnot, ale jednotlivé
hodnoty je mozné vyjadfit pfirozenymi Cisly. Spojity atribut miize nabyvat nekonecné

mnoha stavt a nejcastéji se vyjadiuje pomoci realnych Cisel. [2]

2.2 Statisticky popis dat

Zakladni statisticky popis dat a jeho znalost je velmi dualezitad pro spravné provedeni
preprocessingu. Pomoci statistického popisu lze nalézt extrémy a Sum, které je tfeba

odstranit. [2]

2.2.1 Centralni tendence

K méfeni centralni tendence dat se pouzivaji rizné zptisoby, zde jsou uvedeny nasledujici
Ctyfi:

1. Primér — soucet hodnot déleny jejich poctem (1).

2. Median — stfedni hodnota sefazené posloupnosti.
3. Modus — nejcastéji vyskytujici se hodnota.
4

Mid-range — soucet minima a maxima hodnot déleny dvéma (2).

NejbéZnéjsim zplisobem, jak urcit stfed dat je pomoci priméru. Nékdy se pouziva vazeny
primér, kdy je kazda hodnota ve vstupnim setu spojena s vahou, kterd odrazi dualezitost,
nebo pravdépodobnost vyskytu hodnoty. Véazeny primér (3) se pocitd jako suma hodnot

nasobenych jejich vahami délend souctem vah.

ZIiV=1 Xi
- _ 1
¥= =5 1)
max x + min x
m= T (2)
Zl=1 WX
X = 3)
2?’:1 Wi

Primér ovSem podléha zkresleni, pokud je pocitan na setu obsahujicim extrémy, proto se

nékdy pouziva ofezany primér, kdy se dataset omezi tak, Ze z kazdé strany sefazené
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posloupnosti jsou odebrany hodnoty (bézné se pouziva 2 — 5%). Pro asymetricka data je

lep$i mirou pro uréeni centralni hodnoty median. [2, 3]

Modus je dals$im zplisobem, jak zméfit centralni tendenci datasetu. Jedna se o hodnotu,
ktera se v souboru dat vyskytuje nejCastéji. Pokud je takovd hodnota jenom jedna, je
datovy soubor unimodalni, dale bimodalni, trimodalni a multimodalni. Opacnym extrémem
je datovy soubor obsahujici vSechny hodnoty pouze jednou, takovy soubor modus nema.

[2,3]

Poslednim zde uvedenym zptsobem, jak zméfit centralni tendenci je mid-range (stied
rozsahu), ktery je jednoduché spocitat i ve velkych datovych souborech , coz neplati

napiiklad pro median, kdy je tieba data prvné setadit.

Pro symetrickd unimodalni data plati, Ze primér, median a modus maji stejnou hodnotu.
V readlném svété jsou data vetSinou spiSe zkreslend a to bud’ pozitivné (modus ma nizsi

hodnotu, nez median), nebo negativné (modus ma vyssi hodnotu, neZ median). [2]

2.2.2 RozloZeni dat

Dalsi uzite¢nou statistikou dat je méfeni rozloZeni a rozpéti dat. Pro tyto ucely slouzi
rozsah, kvantily, kvartily, percentily, mezikvartilové rozpéti, variance (rozptyl) a
smérodatnd odchylka. Krabicovy graf péti-Ciselného shrnuti je vhodny pro identifikaci

extrému. [2, 3]

Rozsah datového souboru je definovan jako rozdil mezi maximalni a minimalni hodnotou,
kvantily jsou body rozlozeni dat v pravidelnych intervalech, které rozdéluji datovy soubor
na stejné¢ velké Casti. 2-kvantil rozdéluje datovy soubor na dvé casti a je shodny
s medianem, g-kvantil rozd€luje datovy soubor na q ¢asti, z cehoz vyplyva, ze g-kvantil ma
vzdy g-1 bodu. 4-kvantil rozdé€luje datovy soubor na ¢tvrtiny a body jsou oznacovany jako
kvartily a 100-kvantil body se oznacuji jako percentily. Median, kvartily a percentily

jsou nejcastéji pouzivanymi kvantily. [2, 3]

Kvartily pomahaji k ur€eni sttedu rozloZeni, rozpéti a tvaru. Prvni kvartil je 25. percentil a
odd€luje spodnich 25% dat, tfeti kvartil je 75. percentil a oddéluje hornich 25% dat. Druhy
kvartil rozd€luje datovy soubor na poloviny, je shodny s medianem a oznacuje stied
rozlozeni. Vzdalenost mezi prvnim a tfetim kvartilem je mira rozpéti, které urcuje Sitku

intervalu stiedni poloviny dat. Sitka tohoto intervalu se nazyva mezikvartilové rozpéti.

[3]
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Zadna numerickd mira rozpéti neni pouzitelnd pro jeho uréeni u dat se zkreslenym
rozlozenim, praveé proto se s udanim medidnu udavaji nejcastéji i hodnoty prvniho a tietiho
kvartilu. Pro urceni extrému se bézné pouziva pravidlo, které tika, Ze hodnoty spadajici o
jedna a pul nasobek mezikvartilového rozpéti pod prvni kvartil nebo nad tieti kvartil, jsou
extrémy. Medidn a prvni a tfeti kvartil ale neudavaji informace o minimu a maximu
datového souboru a proto se pouziva tzv. péti-bodové shrnuti, které se zapisuje ve tvaru:
Minimum, prvni kvartil, median, druhy kvartil, maximum. Pro zobrazeni péti-bodového

shrnuti se pouzivaji krabicové grafy (Obr. 7). [2, 3]
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Obr. 7. Krabicovy graf. [2]

V krabicovém grafu (Obr. 7.) jsou vyobrazeny statistiky C&tyf datovych souboril
oznacenych Cisly 1, 2, 3 a 4. Popis vystupl statistiky z prvniho datového souboru je
nasledujici: Median tohoto datového souboru je 80 a je oznacen vodorovnou Carou uvnitf
obdélniku. Obdélnik symbolizuje mezikvartilové rozpéti, prvni kvartil ma hodnotu 60 a
treti kvartil hodnotu 100. Minimum datového souboru je oznaceno vodorovnou carou a
spojeno se spodni hranou obdélniku pierusovanou carou. Jeho hodnota je 38. Podobné je to
u maxima, které ma hodnotu 155. Dva ¢erné body nad maximem s hodnotami 175 a 202
oznacuji dva extrémy, které byly z datového souboru vynaty, protoze piekracovaly jedna a
pul nasobek mezikvartilového ropéti. U nésledujicich tfi datovych souborli je vyznam

podobny.



UTB ve Zliné, Fakulta aplikované informatiky 44

Rozptyl a smérodatna odchylka jsou miry definujici rozlozeni dat, které popisuji, jaké je
rozpéti rozlozeni datového souboru. Nizkd smérodatna odchylka znaci, ze jsou data velmi
blizko primérné hodnoté, kdezto vysokad znac¢i daleko Sir$i rozlozeni. Rozptyl je sumou
kvadratu vzdalenosti hodnot od priméru délenou poctem hodnot (4) a znaCi se o,

smérodatna odchylka je odmocninou rozptylu a znaci se o. [2]
N
2 1 =\ 2
o =ﬁzl(xi—x) @
i=

Smérodatna odchylka by se méla pro urceni rozpéti statistického souboru udavat pouze,
pokud je pro stfedni hodnotu dat pouzit primér. Nulovd smérodatna odchylka udava, ze

vSechny hodnoty datového souboru jsou stejné. [2]

2.2.3 Grafy a moznosti zobrazeni statistického popisu dat
Pro grafické zobrazeni statistického popisu dat se pouzivaji ndsledujici druhy grafi:

1. Kvantilovy graf — zobrazuje univariantni rozlozeni dat. Hodnoty jsou sefazeny
podle velikosti a nasledné vyvedeny do grafu, kde na ose x je percentil a na ose y
hodnota. V grafu se dale vyznaci 25., 50. a 75. kvantil. Tyto kvantily koresponduji
S prvnim kvartilem, medidnem a tfetim kvartilem. V grafu Ize vysledovat neobyklé
hodnoty a chovani. Zobrazenim vice statistickych soubort v jednom grafu lze
jednoduse porovnavat jejich median a kvartily. [2]

2. Kvantil-kvantil graf — zobrazuje kvantily jednoho datového souboru vuéi jinému.
Takovy graf umoznuje uZivateli porovnat rozloZeni a hlavné identifikovat posuny
jednoho datového souboru vici jinému. [2] Naptiklad mize jit o porovnavani
prodejnich dat ze dvou riiznych pobocek firmy.

3. Histogram (frekven¢ni histogramy) — jedna se o grafickou metodu, jak
sumarizovat rozloZeni atributu. V pfipadé€, Ze je atribut nominalni, pak je pro
kazdou hodnotu zobrazen sloupec o vySce zachycujici frekvenci vyskytu (pocet)
hodnoty v datovém souboru. Vysledny graf se nazyva sloupcovy. [2]

V piipadé, Ze se jedna o atribut numericky, pak je graf nazvan histogramem.
Interval moznych hodnot atributu je rozd€len na jednotlivé subintervaly, které jsou
nejcastéji stejné velké. Pro kazdy takovy subinterval je zobrazen sloupec o vySce

znacici pocet hodnot v datovém souboru spadajicich do tohoto intervalu. [2]
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4. Korela¢ni diagram — slouzi k urCeni, zda mezi dvéma numerickymi atributy
existuje néjaky vztah, vzor nebo trend. Tvofi se tak, ze jsou jednotlivé pary hodnot
dvou atributii vykreslovany do dvourozmérného grafu jako body. Korelacni

diagramy jsou vhodné i k ur€ovani clusterd a extrémda. [2]

Mezi atributy existuje korelace, pokud je mozné na zdklad¢ korela¢niho diagramu
fict, ze hodnota jednoho atributu ovliviiuje hodnotu atributu druhého. Korelace
muze byt pozitivni, negativni, nebo zadna. Pokud je korelace pozitivni, s rostouci
hodnotou prvniho atributu roste i hodnota atributu druhého. Obrazek (Obr. 8)

zobrazuje vlevé casti pozitivni korelaci atributl a v pravé ¢asti atributy bez

korelace.
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Obr. 8. Korelacni diagramy.

2.3 Vizualizace dat

Vizualizace dat je zaméfena na efektivni zachyceni dat pomoci jejich grafické
reprezentace. Vizualizacni techniky lze v datamining procesu pouzit k nalezeni vztaht

mezi daty, které nejsou patrné z datového souboru. [2]

2.3.1 Pixelové vizualiza¢ni techniky

Barva pixelu u téchto technik urc¢uje hodnotu dimenze. Pro dataset o n dimenzich vznikne
n oken, kazdé pro jednu dimenzi. Jednotliva okna obsahuji tolik pixeld, kolik je zaznamt a
kazdy zaznam ma pevnou pozici V jednotlivych oknech. Pro urceni pozic zdznamu je
vybran jeden atribut (dimenze), podle kterého se zdznamy setadi. DalSi moznosti je tadit

zadznamy podle toho, jak spliuji pozadavky definované dotazem.
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Naplnéni oken daty linearn¢ u Sirokych oken vede k tomu, ze blizka data mohou byt od
sebe ve vizualizaci velmi daleko, proto se n€kdy pouziva plnéni oken pomoci vypliujicich

kiivek — Hilbertova kiivka, Graytav koéd, Z-kiivka.

Okna nemusi byt obdélnikova, ale mohou byt napiiklad kruhova, ¢ehoz se vyuziva pro

usnadnéni porovnavani dimenzi. [2]

2.3.2 Geometrické vizualiza¢ni techniky

Nevyhodou pixelovych vizualizacnich technik je to, Ze z nich nelze vycist rozlozeni dat
vV multidimenzionalnim prostoru. Geometrické vizualizacni techniky pomahaji uzivateltim
nalézt zajimavé projekce multidimenziondlnich datasetti. Zakladni myslenkou je zobrazeni
multidimenzionalniho prostoru ve dvou dimenzich. Bodovy graf zobrazuje body
pomoci kartézskych soufadnic ve dvou dimenzich a tfeti dimenze miize byt pfidana
pomoci obarveni bodi, nebo jejich riznym znac¢enim. Rozsifenim je pouziti kartézskych
soufadnic ve 3D a ¢tvrta dimenze je opét piidana obarvenim grafu. Pro vice dimenzi uz
jsou bodové grafy nepouzitelné. Pouzivaji se matice bodovych grafii. Pro n-dimenzionalni
data je zkonstruovana matice o rozmérech n x n, ktera obsahuje 2D bodové grafy, které
zobrazuji vztahy mezi jednotlivymi dimenzemi. Cim vice dimenzi, tim je matice
rozmérngj$i a tato technika méné pouzitelnd. Dal§i moznou technikou je technika
paralelnich soufadnic, kdy je kazdd dimenze vykreslena jako osa paralelni s ostatnimi
osami a datovy zaznam je zobrazen jako polygondlni Cara protinajici kazdou osu
V odpovidajicim bod&. Tato technika je ovSem pouzitelnd pouze pro omezené mnozstvi

datovych zaznamu, pii vétSim mnozstvi se stava graf neptehlednym. [2, 8]

2.3.3 Ikonové vizualizaé¢ni techniky

Ikonové vizualiza¢ni techniky vyuzivaji malych ikon k reprezentaci multidimenzionalnich
dat. V roce 1973 statistik Herman Chernoff vymyslel zptsob, jak pomoci obli¢ejii zobrazit
data o osmndcti atributech (dimenzich). Jednotlivé ¢asti obli¢eji odpovidaji konkrétnim
dimenzim a tak napfiklad tvar nosu nebo S§itka Ust zobrazuji jednotlivé hodnoty.
Chernoffovy obli¢eje vyuzivaji schopnost lidské mysli rozeznat malé rozdily ve vyrazu
tvafe a schopnost vnimat vice charakteristik zarovenl. Asymetricky Chernoffitv model

vyuziva obé¢ poloviny obli¢eje zvlast a umoznuje tak zobrazit az 36 dimenzi. [2]

Dals$i moZnosti je pouziti hlilkovych pandcki pro zobrazeni vice dimenzi. Jednotlivi

panacci jsou vykresleni ve 2D prostoru, ktery pokryje dva atributy a zbylé atributy jsou
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zakddovany do téla panackl skladajictho se z péti Casti, konkrétné¢ do uhli a délek
koncetin. Tato vizualizacni technika je vhodna predev§im pro data silné zavisld na dvou

atributech, které jsou voleny jako osy. [2, 8]

2.3.4 Hierarchické vizualiza¢ni techniky

VSechny piedchozi vizualizacni techniky se snazily zobrazit vice dimenzi zaroven, kdezto
hierarchické vizualiza¢ni techniky rozd¢€luji dimenze do subprostorti, které jsou zobrazeny
V hierarchii. Piikladem takové techniky je n-Vision (svéty ve svétech), kde se zafixuje
urcitd podmnozina mnoziny dimenzi a zbylé dimenze so zobrazi jako vnitini 3D graf
S pocatkem v zafixovanych hodnotdch vnéjsiho grafu. Pokud je dimenzi vice, nez Sest,
dochazi ke stale hlubSimu zanofeni a tim vznikaji “svéty ve svétech.” Dal§im piikladem je

technika stromovych map, ktera zobrazuje data jako zanofené obdélniky. [2]

Na obrazku (Obr. 9) je zobrazena stromova mapa pro Google ¢lanky. Clanky jsou
rozdéleny do sedmi kategorii (rozdé€leni podle barev) a v kazdé kategorii jsou ¢lanky

rozdéleny do dalSich subkategorii.
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2.4 Podobnost dat

Mnoho datamining aplikaci (analyza clusterti, analyza extrémt a klasifikace nejblizSich
sousedl) vyuziva miru podobnosti objekti. U analyzy clusteri se pomoci podobnosti
urcuje, zda prvek do clusteru spada, ¢i nikoliv; u analyzy extrémt jsou za potencionalni
extrémy povazovany objekty, jez jsou velice nepodobné ostatnim a u klasifikace
nejbliz§ich sousedli se vyuzivd podobnosti k urceni tfidy objektu. Miry podobnosti a

nepodobnosti jsou v oblasti dataminingu velmi vyznamné. [2]

Mira podobnosti se nejcastéji udava jako hodnota z intevalu <0, 1>, kde 1 znamena, Ze
jsou objekty shodné a 0, Ze shodné nejsou. Mira nepodobnosti je dopliikem miry

podobnosti.

2.4.1 Matice dat a matice nepodobnosti

Matice dat a matice nepodobnosti jsou dva objekty, se kterymi nejcastéji pracuji algoritmy

analyzy clustert a algoritmy klasifikace nejblizsich sousedu.

Matice dat je struktura obsahujici n datovych objektt, ma rozméry n X p, kde p je pocet
atributa (5). [2]

Matice nepodobnosti je struktura, ktera ma rozméry n X n, nebot' se jedna o matici
obsahujici hodnoty nepodobnosti mezi jednotlivymi n zdznamy. Z toho vyplyva, Ze je
symetricka a na hlavni diagonale jsou nuly (6). Funkce nepodobnosti se oznacuje d(i, j) a

vyjadiuje nepodobnost mezi i-tym a j-tym datovym objektem. [2]

X112 v Xip
[; ] -
Xn1 0 Xnp
0 - d(1,n)

[ S ] 6)

d(n,1) - 0

2.4.2 Méreni vzdalenosti dat

Pro rtzné druhy atributli se pouzivaji rizné¢ druhy meétfeni vzdalenosti (odliSnosti). Pro
nomindlni atributy se nejcastéji pouzivd pomér atributi odliSnych hodnot vic¢i vSem
atributim; pro symetrické binarni atributy se pouziva stejného principu, jako u
nomindlnich atribut,, ale pro nesymetrické se pouziva Jaccardiv koeficient; u

numerickych atributi se pouzivd FEukleidovskd, Manhattanska, Minkowského a
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Chebyshevova metrika; pro aplikace pracujici s fidkymi numerickymi vektory se pouziva

kosinova mira podobnosti a Tanimotv koeficient. [2]
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3 PREPROCESSING

Data v databazich jsou casto nekompletni, nekozistentni a zaSuména, coz vede
K nepfesnostem datamining procesit a vysledki. Pravé proto, je potieba data pied
zahdjenim dataminingu upravit do vhodné podoby (preprocessing). Zakladnimi castmi

preprocessingu jsou: Cisténi dat, jejich integrace, redukce a transformace. [2, 3, 8]

Kvalita dat pro zpracovani je urCena ndsledujicimi faktory: Presnost, uplnost,
konzistence, v€asnost, uvéritelnost a interpretovatelnost. Nepiesna, neuplna a
nekonzistentni data jsou nejbéznéjSim obsahem skutecnych databazi a datovych skladist.
Nepiesna data jsou data, jejichz atributy nemaji spravné hodnoty; netiplna data postradaji
nckteré podstatné atributy; nekonzistentni data maji naptiklad hodnoty jednoho atributu
Vv rizném formétu. VEasnost dat je pro kvalitu dat dileZzitd ptedevS§im u procesii pracujicich
v danych cCasovych intervalech, pokud jsou data v okamziku zpracovani nedostupna,
dochazi k nepiesnostem. Uvétitelnost dat reprezentuje, jakou diivéru maji v data uzivatelé,

interpretovatelnost zase schopnost uzivatelt porozumét datim. [3]
3.1 Cisténi dat
Cisténi dat probiha pomoci dopliiovani chybgjicich hodnot, vyhlazovani zasuménych dat,

identifikace nebo vyfazovani extrému a feSeni nekonzistenci. NevyciSténa data predstavuji

problém pro proces dataminingu, ktery miize navratit nespolehlivé vysledky. [2, 3]

3.1.1 Chybéjici hodnoty

Existuje nékolik zptsobtl, jak nalozit s chybéjicimi hodnotami a jejich pouziti je voleno

podle typu chybéjicich hodnot a tilohy dataminingu.

1. Vyrazeni zdznamu — obvyklé, pokud chybi hodnota atributu ucujiciho ttidu.
Metoda je efektivni, pokud zdznam obsahuje vice chybéjicich hodnot atributi,
V opa¢ném piipadé€ jsou vyfazena data, kterd by mohla byt jinak dobte pouzitelna.
[3. 8]

2. Manudilni doplnéni hodnot — ¢asov€ naro¢ny ukon, ktery neni vhodny pro data
obsahujici mnoho chybéjicich hodnot. Dopliiovanim vznika Sum. [3, 8]

3. Nahrazeni chybéjici hodnoty konstantou — chybé&jici hodnoty jsou doplnény
jednou globalni hodnotou. Pokud je ovSem procento chybéjicich hodnot velké, jsou

nalezeny falesné zajimavé koncepty a clustery. [3, 8]
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4. Nahrazeni chybéjici hodnoty primérem/medidanem — podobné jako
v piedchozim ptipadé mohou byt naelezeny faleSné zajimavé koncepty a clustery.
Priamér se pouziva pro data s normalnim rozloZenim, median pro data zkreslena. [3,
8]

5. Nahrazeni chybéjici hodnoty prumérem/medidnem tridy - pouze u
klasifika¢nich problému. [3, 8]

6. Nahrazeni nejvice pravdépodobnou hodnotou — hodnota se vygeneruje pomoci
prediktivniho modelu, ktery je tieba vytvofit z Uplnych dat. Dale lze pouzit regresi,
Bayestiv formalismus, cluster analyzu nebo indukci rozhodovacim stromem. Tato
metoda je nejoblibengjsi, protoze vyuziva k doplnéni nejvice dat z datového

souboru. [3, 8]

Obecné je nejlepsi vyuzit vice metod pro doplnéni chybé&jicich hodnot a analyzovat

vysledna feSeni. [8]

3.1.2 Sum a extrémy

Sum je nahodna chyba nebo odchylka v méfené veli¢ing, kterou je mozné odstranit

nasledujicimi zpiisoby.

1. Binning (kontejnerovani) — metoda vyhlazuje data na zakladé hodnot v okoli.
Settidéné hodnoty jsou rozd€leny do binl (kontejneril). Protoze vyhlazovani
probihd pomoci okolnich hodnot, jednd se o lokalni vyhlazovéani. V ptipadé
vyhlazovani primérem kontejneru se hodnoty originalnich dat nahradi primérnou
hodnotou kontejneru, podobné pii vyhlazovani medidnem kontejneru, kde se
vyuziva medianu hodnot. Kontejnerovani je taktéz zptisob diskretizace hodnot. [3]

2. Regrese — regresni technika piizptisobuje hodnoty dat funkci. [3]

3. Analyza extrémi — extrémy mohou byt detekovany pomoci analyzy clustert (Obr.

5). [3]

3.2 Integrace dat

Pti integraci dat z vice zdrojii miZe dojit k problémum, které je potfeba fesit. V rliznych
zdrojich mtze byt pro stejny atribut pouZzito jiné jméno, pro hodnoty jiné kddovani, nékteré
atributy jsou odvozené od jinych, coz vede ke zpomalovani procesu nalézani znalosti
v datech. Kviili zminénym problémim je potieba pfi integraci dat podniknout kroky na

jejich odstranéni, coz je také soucésti preprocessingu dat. Po uspésné integraci dat miize
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byt zatazen dal$i krok ¢iSténi dat, ktery odstrani redundantni data vzniklé pravé integraci

z vice zdroju. [2, 3]

3.2.1 Problém identifikace entit, detekce konfliktnich hodnot

Identifikace entit je proces, ktery urcuje shodné entity ve vice zdrojich dat. Zakladem je
porovnavani metadat (nazev, vyznam, datovy typ, omezeni rozsahu hodnot, pravidla pro
null hodnoty), kterym se d4 vyhnout chybam v integraci schémat. Metadata mohou byt
pouzita pii transformaci dat, takze jsou vyuzivéana i pfi ¢iSténi dat. Pfi porovnavani atributt
dat z riznych databazi béhém procesu integrace je potieba brat zietel na strukturu dat.

Pfedevsim na funk¢ni vztahy mezi atributy a jejich zachovani i v cilové databazi. [3]

Konfliktni hodnoty jsou takové, které popisuji stejnou entitu, ale maji riznou hodnotu. To
muze vzniknout, pokud zdrojové databdze pouzivaji rtizné typy vyjadieni hodnot (napf.
metricky vs. imperidlni systém, rizné mény, nebo rizné¢ zndmkovani). Dal§i moznosti je
odli$né uroven abstrakce atributu. Tyto problémy je tfeba vyfesit pomoci transformacnich

pravidel. [3]

3.2.2 Redundance a korela¢ni analyza, duplicitni zaznamy

Redundance pfi integraci vznika, pokud je mozno nékteré atributy odvodit z jinych (napf.
mésicni plat z ro¢niho platu), nebo pokud jsou nekonzistentni ndzvy atributli ve zdrojovych
datasetech. Redundance dat mlZe byt detekovana pomoci korela¢ni analyzy. Korela¢ni
analyza urcuje miru svazanosti dvou atributli. Pro nominalni data se pouziva test pomoci )(2

(chi-kvadrat), pro numerické hodnoty korelaéni koeficient a kovariance. [3]

Detekce duplicitnich zaznamu je dal$im dalezitym bodem pii integraci dat. Pokud se
v databazich pouzivaji denormalizované tabulky, vznik4d redundance zaznami.
Nedislednou aktualizaci dat (neaktualizuji se vSechny duplicitni zdznamy) v tabulkach

vznikaji nekonzistentni zaznamy. [3]

3.3 Redukce dat

Rychlost datamining algoritmu je zavisla na velikosti mnoziny dat, nad kterou probiha, a
pravé proto je jednim z krokl preprocessingu dat jejich redukce. Redukei dat je ziskéna
redukovana reprezentace dat, ktera poskytuje podobné analytické vysledky. Redukce se
sklada ze dvou casti. Z redukce dimenzi, které je dosazeno pomoci kompresnich technik,

vybéru podmnoziny atributli (vynechani nepodstatnych atributll) a konstrukci atributii (z
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puvodni mnoziny atributli je odvozena mensi mnozina pouzitelnych atributl). Druhou ¢ésti
je redukce pavodniho datasetu, ktery je nahrazen alternativni reprezentaci vzniklou
pouzitim parametrickych modeli (napf. regrese), nebo neparametrickych modela
(histogramy, clustery, vzorkovani, agregace dat). Redukce dat je smysluplna pouze, pokud

vypocetni doba nepiekroc¢i vypocetni dobu datamining algoritmu. [2]

3.3.1 Vinkova transformace

Diskrétni vinkova transformace je metoda zpracovani signald, ktera dany vektor X
transformuje na vektor X, ktery je stejné velky, ale numericky odli$ny. Vektor X~ je sloZen
z vinkovych koeficienti. Pti aplikaci této techniky na data, je kazdy datovy zaznam
povazovan za vektor. Redukce touto metodou je zajisténa tak, ze transformovana data jsou
zkradcena - ukldda se pouze komprimovand aproximace dat (nejsilnéjSi z vinkovych
koeficientll). Vysledny popis dat mize byt velmi fidky, coz zrychluje €innost algoritm
pracujicich s fidkymi daty. Ziskani ptivodnich dat se provadi pomoci inverzni diskrétni
vinkové transformace. Pouzivané vinkové transformace jsou: Haar-2, Daubechies-4 a
Daubechies-6. VInkova transformace poskytuje dobré vysledky u fidkych a zkreslenych
dat, stejné tak u dat se setfidénymi atributy a jeji pouZiti je naptiklad u komprese otiskli

prsti. [3]

3.3.2 Analyza hlavnich komponent

Nejpopularn€jsi metodou pro redukci dimenzi dat je analyza hlavnich komponent
(Karhunen-Loeve transformace). Pivodni data ve vektorovém tvaru jsou transformovana
na nové vektory sredukovanym poctem dimenzi. Cilem této techniky je koncentrovat
informaci o rozdilech mezi jednotlivymi zaznamy do malého poc¢tu dimenzi. Transformace
vektord probiha tak, ze se pivodni data nejdiive normalizuji, poté jsou vypocitany bazové
vektory (hlavni komponenty). Hlavni komponenty jsou sefazeny sestupné podle sily
(nejrozdilnéjsi atributy maji nejvetsi silu). ProtoZe jsou komponenty sefazeny sestupné, ty

nejméné dulezité je mozno eliminovat. [3, 8]

V porovnani s vinkovou transformaci je analyza hlavnich komponent vykon¢;jsi na fidkych
datech a slabsi na datech s velkym poctem dimenzi. [2]

3.3.3 Vybér podmnoziny atributi

Vykonnost datamining algoritmu klesa, pokud dataset obsahuje irelevantni nebo

redundantni atributy. Stejné tak je problém, pokud chybi atributy relevantni. Manualni
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selekce je ¢asove narocnd a vyzaduje vysokou troven znalosti. Proces vybéru podmnoziny
atributii redukuje velikost datasetu odstranovanim irelevantnich a redundantnich atributt.
Cilem je nalézt minimalni mnozinu atributd, pro kterou plati stejné pravdépodobnostni
rozdéleni, jako pro origindlni mnozinu atributd. Vyhodou pifi praci s redukovanou
mnozinou atributi je i to, ze vysledné vzory obsahuji méné¢ atributi a jsou tedy

srozumitelngjsi. [3]

Pro n atributd existuje 2" moznych podmnoZin, proto se pouZivaji heuristické metody pro
nalezeni vhodné podmnoziny. Nejc¢astéji se vyuzivaji hladové algoritmy, jejichz zékladem
je pouziti lokalnich extrému k nalezeni globaln¢é optimalniho feSeni. Nejlepsi a nejhorsi
atributy jsou typicky uréeny pomoci statistické vyznamnosti. Pfikladem pouzivanych
heuristickych metod jsou. Doptednad selekce, zpétna eliminace, kombinace dopiedné

selekce a zpétné eliminace, indukce rozhodovaciho stromu. [3]

V nékterych pifipadech Ize vyuzit konstrukce atributi pro zvySeni presnosti a
pochopitelnosti struktury multidimenzionalnich dat. Kombinaci atributti 1ze nalézt vztahy,

které jsou dulezité pti ziskavani informaci z dat. [2]

3.3.4 Parametricka redukce dat

Parametricka redukce dat vyuziva metod regrese a regresnich modell. V ptipad¢ linearni
regrese jsou data prolozena pfimkou a v multidimenziondlnim prostoru je pouZito
vicendsobné linearni regrese. Log-linearni regresni modely aproximuji diskrétni
multidimenziondlni pravdépodobnostni rozdéleni. Kazdy zidznam v n-dimenzionalnim
prostoru je povazovan za bod. Log-linedrni model 1ze pouZzit pro odhad pravdépodobnosti
vyskytu kazdého bodu v prostoru na zakladé mensi podmnoziny dimenzionélnich

kombinaci. [3]

Regresni a log-linedrni modely 1ze pouZit na fidka data, ale jejich aplikace je limitovana. U
zkreslenych dat je velmi vhodné pouZzit regresni model, kdezto jeho pouziti u
multidimenzionalnich dat o velkém poétu dimenzi je vypocetné narocné. [2]

3.3.5 Histogramy

Histogramy pouZzivaji binning pro aproximaci rozdéleni dat a jsou popularni formou

redukce. Pro tvorbu binti (kontejnertt) se pouziva dvou metod:

1. Metoda stejné SiFky — vSechny kontejnery maji stejny rozsah.
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2. Metoda stejné frekvence — kontejnery jsou Kkonstruovany tak, aby kazdy

obsahoval pfiblizné¢ stejné mnozstvi prvka. [3]

Histogramy jsou efektivni pro aproximaci fidkych 1 hustych dat, stejné tak pro uniformni 1
zkreslena data. Multidimenzionalni histogramy mohou zachytit vztahy mezi atributy a jsou

efektivni az pro pét atributd. [2]

3.3.6 Cluster analyza

Analyza clusteri povazuje datové zaznamy za objekty a rozdé€luje je do skupin (clustert).
Kvalita clusteru mize byt reprezentovdna jeho primérem (maximalni vzdalenost mezi
dvéma objekty clusteru). Jiny zplsob je centroidni vzdélenost, ktera udava primér

Vvoew

vzdalenosti vSech objektii od t&€zisté (centroidu) clusteru. [3]

Pii redukci dat je reprezentace clusteru pouZzita pro nahrazeni originalnich dat a
efeketivnost této metody je siln€ zavisla na povaze dat. Efektivita je vysoka pro data, ktera

jsou organizovana ve vzdalenych clusterech, nizka pro promichana data. [2]

3.3.7 Vzorkovani

U vzorkovani je rozsahly dataset reprezentovan daleko men$i mnoZzinou (vzorkem). Za
predpokaldu, Ze je dataset oznacen D, pocet zaznamt v ném N a velikost vzorku s, lze

nejbeéznéjsi vzorkovaci techniky popsat nasledovné:

1. Nahodny vzorek bez nahrazoviani — ndhodny vybér Szaznamu zD.
Pravdépodobnost, ze bude vytazen vzorek je 1/N.

2. Nahodny vzorek s nahrazovanim — nahodny vybér s zdznamt z D, ale zaznamy
mohou byt vybrany vicekrat.

3. Vzorek clusteri — D je rozdé¢len do clustertii a je vybrano s clustert.

4. Vrstevnaty vzorek — D je rozd€len na vzajemné nesouvislé vrstvy. Vzorek je

vytvofen vybérem zaznamu z kazdé vrstvy. [3]

Pti redukci dat je vzorkovani nejcastéji pouzito k odhadu vysledku agregovaného dotazu.
Pomoci centralni limitni véty je mozné urcit, jak velky vzorek je dostatecny pro odhad
dané funkce sdanou maximalni urovni chyby. Velikost takového vzorku muze,

Vv porovnani s velikosti datasetu, velmi mala. [2]
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3.4 Transformace dat

Nekteré datamining algoritmy, pro spravny béh, vyzaduji data v urCitém formatu.
Prevedeni dat do potfebné podoby je oznacovano jako transformace. Piikladem
transformace dat mize byt normalizace, diskretizace, nebo generovani hierarchie koncepti.

[2,3]

3.4.1 Normalizace

Normalizace dat je proces, ktery upravuje atributy tak, aby mély stejnou vahu. Pfedevsim
je vhodna pro klasifika¢ni tlohy pouzivajici neuronové sité¢, nebo méfeni vzdalenosti u

klasifikace nejblizsich sousedti a analyzy clusterti. Existuje nékolik druhti normalizace:

1. Min-max normalizace — provadi linearni transformaci pavodnich dat. Pfevadi
hodnoty atributu A z rozsahu <smin, smax> do nového rozsahu <nmin, nmax>. A
nova hodnota nh je vypocitana ze staré hodnoty sh vztahem (7). [3]

2. Z-skore normalizace — hodnoty atributu A jsou normalizovany na zakladé praméru
Aa smérodatné odchylky oa (8). Tato metoda je vhodna, pokud neni znamé
minimum a maximum atributu. [3]

3. Normalizace desitkovym méritkem — normalizace probihd posunem desetinné
¢arky atributu A. Velikost posunu zavisi na maximalni absolutni hodnoté A (9). Kde

J je nejmensi celé ¢islo spliujici max(|nh;|) < 1. [3]

sh; — smin

nh; = ———— (mmax — nmin) + nmin (7)
smax — smin
sh; — A
nh; = — (8)
04
Shi

3.4.2 Diskretizace

Diskretizace hodnot mize byt uskute¢néna binningem, kdy jsou numericka data rozdélena
do kontejnerd. Binning mize byt provadén rekurzivng, cimz se generuje hierarchie
konceptii. Binning nepouzivé informace o tfidach, takze se jedné o diskretizaci bez ucitele,

je citlivy na uzivatelem specifikovany pocet kontejnert a na vyskyt extrému. [3]
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Diskretizace pomoci histogramil je taktéz diskretizaci bez ucitele a nevyuziva informace o
ttidach. Pro definici histogramil je mozné pouzit rtizna rozdélujici pravidla (stejna Sitka,
stejnd frekvence). Algoritmus muize byt spoustén rekurzivné na kazdé casti, ¢imz se
generuje multiarovitova hierarchie konceptli, dokud neni dosazeno pozadovaného poctu
konceptli, coz specifikuje minimalni Sitku ¢asti, nebo minimalni pocet hodnot v jedné
¢asti. [3]

Analyza clusterti Ize taktéz vyuzit pro diskretizaci hodnot a to tak, ze se numericky atribut
A rozdéli do clusterti. Cluster analyza bere v potaz rod€leni hodnot atributu a jejich

vzdalenosti, takze poskytuje kvalitni diskretizaci. [3]

Techniky generovani rozhodovacich stromti lze taktéz vyuzit pti diskretizaci. Takovy
zpusob diskretizace jiz vyuziva informace o tfidach a je proto oznacovan jako diskretizace
s ucitelem. Pro rozdéleni hodnot numerického atributu jsou voleny hodnoty, které maji
nejmensi entropii. A ndslednou rekurzi se deli vzniklé intervaly hodnot a utvari se

hierarchie konceptu. [3]

Pro diskretizace lze pouzit i miru korelace, konkrétné ChiMerge algoritmus vychazejici
z chi-kvadratu. Oproti pfedchozim technikdm se tato technika uplatfiuje odspoda-nahoru,
kde se rekurzivné hledaji sousedni intervaly a spojuji se do vétSich intervalt. Na zacatku

algoritmu je jako interval povazovana kazda samostatna hodnota atributu. [3, 8]

3.4.3 Generovani hierarchie koncepti pro nominalni data

Nominalni atributy mohou nabyvat kone¢ného mnozstvi hodnot, které nelze sefadit.
Manudlni definice hierarchie konceptl je Casové narocny ukol, nastésti existuji zpisoby,
jak automaticky definovat hierarchie na Urovni definice schématu databaze. Metody pro

generovani hierarchie konceptli pro nominalni data jsou nasledujici:

1. Specifikace ¢asteéného Fazeni atributi na drovni schématu uZivatelem nebo
expertem — hierarchie konceptd pro nomindlni atributy cCasto obsahuji skupiny
atributli, u kterych je mozno jednoduse definovat fazeni (ulice < mésto < okres <
kraj < stat). [2]

2. Specifikace ¢asti hierarchie explicitnim sdruZovianim dat — manudalni definice
¢asti hierarchie konceptti ({okres Zlin, okres Vsetin, okres Uherské Hradisté, okres
Kroméfiz} € Zlinsky kraj). [2]
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3. Specifikace mnoziny atributii bez specifikace ¢aste¢ného razeni — uzivatel mize
specifikovat mnozinu atributd, které tvoti koncept hierarchie, ale nespecifikuje
explicitné ftazeni. Na zakladé mnozstvi odlisSnych hodnot vyskytujicich se
Vv jednotlivych atributech se vytvoii fazeni (nejvétsi pocet odlisSnych hodnot =
nejnizsi uroven v hierarchii konceptu). [2]

4. Specifikace ¢asti mnoziny atributéi — uzivatel specifikuje pouze Cast atributi,
které maji byt v hierarchii. V takovém pfipadé je tieba zakomponovat do
databazového schématu sémantiku dat, aby mohly byt atributy s tésnym

sémantickym spojenim seskupeny. [2]
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II. PRAKTICKA CAST
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4 BENCHMARK DATASETY

Benchmark datasety se pouzivaji k méfeni vykonnosti datamining algoritmt. Hlavni
myslenkou je testovani algoritmi na stejnych datech, takZe vykonnost ve form¢ pfesnosti a
doby zpracovani je dobfe porovnatelnd. Repozitadii dataseti je nékolik a mezi ty
nejznaméjsi patii UCI (University of California, Irvine) Machine Learning Repository, ze

kterého pochazeji i datasety popsané v nasledujici ¢asti — Iris a Wine.

4.1 IRIS

Dataset Iris je nejpouzivanéjsim datasetem z repozitate UCI, kde byl uloZen jiz v roce
1988, obsahuje zaznamy o 150 kvétech kosatci tii druht — Iris Setosa (Obr. 10), Iris
Versicolour (Obr. 11), Iris Virginica (Obr. 12). Kvétiny byly nasbirdny a zméfeny
Edgarem Andersonem a dataset byl popularizovan Ronaldem Fisherem. Kazdy druh je
Vv datasetu obsaZen 50 kvéty, u kterych byla métena Sitka a délka kaliSnich a okvétnich
listk. Dataset je kompletni — nechybi z4dna data a ukolem datamining algoritmu je
klasifikovat jednotlivé kvéty. Druh Iris Setosa je od dalSich dvou linearné¢ separabilni,
kdezto Iris Virginica a Iris Versicolour linearné separabilni nejsou (Obr. 13). Statistika

datasetu je zobrazena v tabulce (Tab. 1). [10]

Obr. 10. Iris Setosa. [11]
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Obr. 12. Iris Virginica. [11]
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Tab. 1. Statistika Iris datasetu. [10]

Atribut Minimum Maximum Pramér Smérodatna | Koeficient

[cm] [cm] [cm] odchylka korelace
[cm]

Délka

kali$niho 4,30 7,90 5,84 0,83 0,7826

listku

Sitka

kalisniho 2,00 4,40 3,05 0,43 -0,4194

listku

Délka

okvétniho 1,00 6,90 3,76 1,76 0,9490

listku

Sitka

okvétniho 0,10 2,50 1,20 0,76 0,9565

listku

ProtoZe je dataset ¢tyfdimenzionalni, tak je pro jeho zobrazeni pouZita matice bodovych

grafii o rozmérech 4 x 4. V jednotlivych 2D grafech je zobrazena zavislost atributu v fadku

na atributu ve sloupci. Jednotlivé druhy kosatcii jsou rozliSeny barvami: Setosa — Cervena,

Versicolour — zelena, Virginica — modra.

Vyznam popisti v obrazku je nasledujici:

Sepal.Length — délka kalisnich listki, Sepal.Width — Siika kalisnich listkti, Petal.Length

— délka okvétnich listku, Petal. Width — §itka okvétnich listka.
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4.2 WINE

Dataset Wine obsahuje vysledky chemické analyzy tii kultivari vin ze stejné oblasti Italie.
Dataset je opét z databaze UCI a byl zde vloZen v roce 1991. Jedna se o klasifika¢ni tlohu,
dataset ma 13 dimenzi, kde vSechny jsou realné a jsou nasledujici: Alkohol, kyselina
jable¢na, popel, zasaditost popela, hoicik, fenoly, flavanoidy, neflavanoidni fenoly,
proanthokyanidiny, barevna intenzita, odstin, OD280/OD315, proline. V datasetu je
celkem 178 zdznami a jejich Cetnost v jednotlivych tiidach je 59, 71 a 48. Zéakladni

statistika je uvedena v nasledujici tabulce (Tab. 2). [10] Tento dataset je tietim
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Obr. 13. Vizualizace Iris datasetu. [12]

nejpouzivanéjSim z UCI repozitare.

Jelikoz Iris dataset obsahuje pouze Ctyfi dimenze, ¢asto se vyskytuje v kombinaci s Wine

datasetem, ktery ma dimenzi tfinact a tak Ize odhalit vlastnosti algoritmu v zavislosti na

dimenzi datasetu. [10]
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Tab. 2. Statistika Wine datasetu.

Atribut Minimum | Maximum | Pramér Smérodatna | Koeficient
odchylka korelace
Alkohol 11,03 14,83 13,00 0,81 -0,3282
Kyselina jable¢na 0,74 5,80 2,34 1,12 0,4378
Popel 1,36 3,23 2.37 0,27 -0,0496
Zasaditost popela 10,60 30,00 19,49 3,34 0,5179
Hot¢ik 70,00 162,00 99,74 14,28 -0,2092
Fenoly 0,98 3,88 2,30 0,63 -0,7192
Flavanoidy 0,34 5,08 2,03 1,00 -0,8475
Neflanavoidni
fenoly 0,13 0,66 0,36 0,12 0,4891
Proanthokyanidiny 0,41 3,58 1,59 0,57 -0,4991
Barevna intenzita 1,28 13,00 5,06 2,32 0,2657
Odstin 0,48 1,71 0,96 0,23 -0,6174
0OD280/0D315 1,27 4,00 2,61 0,71 -0,7882
Proline 278,00 1680,00 746,89 314,91 -0,6337

Dataset je z klasifika¢niho hlediska dobie definovan a jednotlivé tfidy maji piesnou

strukturu, proto je povazovan za jednodussi a vhodny pro prvotni testovani klasifikatoru.
[10]
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5 ANALYZA DATAMINING ALGORITMU

V této Casti je predstaveno nékolik modernich datamining algoritmii. Tyto algoritmy jsou
postupné stru¢né popsany a jejich funkce je testovana na benchmark datasetech Iris a

Wine. Na zavér je uvedena analyza vysledk.

5.1 Kilasifikace

Algoritmy v této ¢asti pristupuji k danym problémuim, jako ke klasifikacnim.

5.1.1 Rough-Fuzzy Klasifikator - RFC-FS

Klasifikator vyZzivajici teorii hrubych a fuzzy mnozin, ktery na Iris a Wine datasetu
testovali Jifi Krupka a Pavel Jirava ve [13] vznikl vygenerovanim IF-THEN pravidel
vV RST (Rough Sets Theory) nastroji nazvaném RSTbox a nasledném vyuziti fuzzy
kontroleru s Mamdaniho odvozenim (Mamdaniho fuzzy systém) pro optimalizaci pravidel.

Mamdaniho fuzzy systém vyuziva pro vypocet vystupu ze vstupnich hodnot Sestici krok:

1. Ur€eni mnoZiny fuzzy pravidel.

2. Fuzzytikace (prevedeni do oblasti fuzzy logiky) vstupnich hodnot pomoci funkce
ptislusnosti.

3. Kombinace fuzzyfikovanych vstupnich hodnot podle fuzzy pravidel pro urceni
jejich sily.

4. Nalezeni disledku pravidla kombinaci jeho sily a vystupni funkce pfislusnosti.

5. Ziskani fuzzy vystupu kombinaci dusledkd.

6. Defuzzyfikace vystupu. [14]

Klasifikacni model je na nasledujicim obrazku (Obr. 14), ze kterého je patrné, Ze se
klasifika¢ni proces sklada ze tii fadzi — pfedzpracovani dat, klasifikace dat a intepretace
vystupu. Vyznam jednotlivych popiskl je nasledujici:

INPUT - wvstup, Real Data - originalni data, DATA PRE-PROCESSING -
predzpracovani dat, Standardization, Normalization — standardizace, normalizace,
CLASIFICATION - klasifikace, RFC; — Rough Fuzzy Classifier (klasifikator vyuzivajici

teorii hrubych mnozin), Comparison of Classification Accuracy — porovnani piesnosti

klasifikace, OUTPUT — vystup, Classes, Interpretation — tfidy, intepretace.
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Obr. 14. Klasifikacni model. [13]

Vysledny klasifikator byl testovan dvojim zptsobem — test na celém datasetu a ‘holdout’
metodou. V prvnim piipadé byl pro nauceni klasifikatoru pouzit cely dataset a stejné tak se
testovala jeho vykonnost na stejné mnoziné. Vysledky jsou uvedeny v souhrnné tabulce
(Tab. 3) pod oznatenim RFC-FS1. V druhém piipade bylo pro Iris dataset vybrano 120 a
pro Wine dataset 138 vzorkd, které vytvofily trénovaci mnoZinu a testovaci mnoZina citala
30 (Iris) a 40 (Wine) vzorkt. Vysledky jsou v tabulce (Tab. 3) uvedeny pod oznafenim
RFC-FS2.

5.1.2 Uméla neuronova sit’ se symbolickou regresi — PNN-SR

Klasifikace Iris datasetu byla autory Zuzanou Kominkovou Oplatkovou a Romanem
Senkeiikem uvedena ve [15]. Dan4 metoda fedi syntézu klasifikatoru pomoci AP (Analytic
Programming) na bazi podobnosti s umélymi neuronovymi sitémi. Evolu¢né vyslechtény

klasifika¢ni vztah poté rozd¢li ptisluSna data do definovanych tfid.

AP je metoda symbolické regrese s vyuzitim evoluc¢nich vypocetnich technik obdobné jako
GP (Genetic Programming), které vyuzivda GE (Grammatical Evolution) pro syntézu
programi. Oproti GP Ize u AP pouzit jakykoliv evolu¢ni algoritmus. Zakladem AP je GFS
(General Functional Set), coz je mnozina funkci, operatort a terminali (konstanty nebo
nezavislé proménné). Z prvkil této mnoziny se syntetizuje program mapovanim domény

jedinc na doménu programi, coz je provadéno dvéma operacemi — DSH (Discrete Set
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Handling) a bezpe¢nostnimi pocedurami. DSH se pouziva pro mapovani jedince populace

do GFS. Atributy jedince populace jsou cela ¢isla a jsou to indexy do GFS. [16]

Jako evoluc¢ni algoritmus pro AP byla zvolena DE (Differential Evolution) a to jak pro
hlavni proces, tak pro metaevolu¢ni ¢ast. Konkrétni nastaveni evolu¢niho algoritmu bylo
nasledujici:

Hlavni proces

e Velikost populace NP = 20.
e Mutacni konstanta F = 0,8.
e Prah kiizeni CR = 0,8.
e Pocet generaci G = 50.

e Maximalni pocet ohodnoceni ucelové funkce CFE = 1000.
Metaevoluce

e Velikost populace NP = 40.

e Mutaéni konstanta F = 0,8.

e Prah kiizeni CR = 0,8.

e Pocet generaci G = 150.

e Maximalni pocet ohodnoceni ucelové funkce CFE = 6000.
Prvky v GFS

e GFS2arg=+,-,/,* " exp

e GFSOarrg = X1, X2, X3, X4, K

Terminaly x1.4 jsou jednotlivé atributy v datasetu.

Trénovaci mnozinu tvofilo 75 prvk Iris datasetu, testovaci mnozinu zbylych 75.

Konkrétni vysledky jsou zobrazeny v tabulce (Tab. 3) pod oznacenim PNN-SR.

5.2 Clustering

Ackoliv jsou obé& tlohy na benchmark datasetech klasifikacni, je mozno k nim pfistupovat 1

jako ke clusteringovym a nasledujici algoritmy je takto fesi.
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5.2.1 Uméla imunitni sit’ a K-means — aiNet, aiNetK

Autofti studie [17] R J. Kuo, S. S. Chen, W. C. Cheng a C. Y. Tsai testovali clustering Iris a

Wine datasetu pomoci algoritmu umélé imunitni sit€¢ a jeho hybridizace s K-means

algoritmem.

Algoritmus umélé imuntini sité je inspirovan redlnou funkci imunitniho systému, vyuziva
tedy protilatek, pamétovych bunék, klonovani, autogenniho potlaceni a mutace afinity.

Vyvojovy diagram algoritmu aiNetK je zobrazen na obrazku (Obr. 15) a konkrétni kroky

jsou popsany nize.

Nastaveni parametru

|

Nahodné generovani populace

|

Nahodné generovani zbylych bunék

Vypocet hodnoty ucelové funkce populace

l

Klonovani populace, vytvoreni Nc klonu

|

Zachovani originalni populace a mutace afinity
zbyvaijicich protilatek

|

Provedeni jedné iterace K-means algoritmu a zisk
novych clustera protilatek

l

Vypot&et hadnoty téelové funkce novych protilatek

|

Nahrazeni originalni populace optimalnimi
protilatkami z kazdé skupiny

potlaceni

Zachovani pamétovych bunék po autogennim

Je prumeérna chyba mezi dvéma generacemi
populaci rizna?

Autogenni potlageni

DosaZen maximalni pocet iteraci?

Obr. 15. Vyvojovy diagram aiNetK algoritmu. [17]
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Nastaveni parametri

Nejdiive je potfeba nastavit potfebné parametry aiNetK algoritmu — pocet generaci, pocet
pamétovych bun¢k M, pocet zbyvajicich bunék R, klonovaci multiplikator N¢, prah chyby

mezi dvéma generacemi a prah autogenni suprese os, pocet clustert K. [17]
Nahodné generovani populace

Prvni generace je generovana nahodné, obsahuje P protilatek s M pamétovymi bunikami a
R zbyvajicimi bunikami. Kazda protilatka je tvotena K centroidovymi vektory (10), kde Pig

je i-ta protilatka, i je jeji index a d je index clusteru. [17]
Pid = (Xilﬂ""Xij""'Xik) (10)
Vypocet hodnoty ucelové funkce populace

Hodnota ucelové funkce je vypoctena pomoci Eukleidovské metriky. Nejprve je vypoctena
vzdalenost kazdého datového vektoru od centroidu clusteru (11), kde X; je i-ty datovy
vektor a Cj; je centroid i-t¢ protilatky a j-tého clusteru. Poté je vytofeno K clustert
pritazenim kazdého datového vektoru nejbliz§imu centroidu pro kazdou protilatku a je
vypoétena hodnota ucelové funkce Ab; (12), kde D; (13) je suma Eukleidovskych
vzdalenosti (SED) i-té protilatky mezi X; a Cj;. Pocet datovych vektort j-tého clusteru je

oznacen hjj. [17]

d(X;, Ciy) = |[X: = Gy (11)
1
(Ab)i = TDi,O < (Ab)i <1,i €P (12)
K
D; = SED; = z Z |x: = ¢l (13)
j=1 VXiETlijj

Klonovani populace, vytvoreni N klont
Kazda protilatka v populaci je klonovana N¢ krat, vznika P x N; protilatek. [17]
Zachovani originalni populace a mutace afinity zbyvajicich protilatek

Nejprve se uloZzi origindlni populace a poté jsou mutovany afinity zbyvajicich protilatek,
aby bylo zabranéno zhorSeni parametrt variaci. Variace probihé v krocich. V prvnim kroku
se vypocitd mutacni pomér ¢; (15), ktery je zavisly na hodnoté ucelové funkce. Pro vypocet

se pouziva normalizovana hodnota afinity (Ab*); (14). Cim vys§i afinita protilatky, tim
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niz8i mutacni pomér. Druhym krokem je mutace afinity podle vztahu (16), kde ¢ = (cq, ...,
Cx) je klonovana afinita, ¢’ je afinita po mutaci a N(O, 1) je standardizované normalni

rozlozZeni. [17]

(Ab);
Ab*); = ———,i € (P * - P 14
( )l (Ab)max ( C) ( )
1 .
a; = (;) e~bYi o je konstanta (15)
¢'=c+ a; XxN(0,1) (16)

Provedeni jedné iterace K-means algoritmu a zisk novych clusteri protilatek

Nejprve je vypocitana Eukleidovskd vzdalenost kazdého datového vektoru X kazdé
protilatky pro vsSechny clustery. V kazdé protilatce jsou vSechny datové vektory X
pfifazeny nejbliz§Simu centroidu clusteru a je vypocten novy centroid na zaklad¢ vztahu

(17), kde Cij new je novy centroid j-tého clusteru v i-té protilatce. [17]
1
Cijnew = Tl_ Z Xi @an
Y VXiETlij
Vypocet hodnoty ucelové funkce novych protilatek
Centroidy clusterti se mohou po mutaci afinity a jedné iteraci K-means algoritmu zmé&nit a
proto se musi opét vypocitat hodnoty ucelovych funkci novych protilatek. [17]
Nahrazeni originalni populace optimalnimi protilitkami z kazdé skupiny

Nyni existuje P skupin novych protilatek clusterti a kazdy cluster ma N klont. V kazdé
skupin€ jsou sefazeny prrotilatky sestupné podle hodnoty tcelové funkce a do nové
generace je z kazdé skupiny vybrana jedna protilatka. Takto vybrané protilatky nahrazuji
originalni populaci P. [17]

Urceni, zda je priitmérna chyba mezi dvéma populacemi rizna

Pro vypocet priimérné chyby populace (populacni chyby) je pouzit vztah (18), kde n znaci
velikost populace. Pokud je tato hodnota vyssi, nez prah chyby mezi dvéma generacemi

(prah musi byt pfedem urcen), populace nebyla dostatecné¢ prohledana a je tifeba

v algoritmu pokracovat od kroku klonovani populace. [17]

Ve studii [17] byl pro uréeni prahu chyby mezi dvéma generacemi pouzit Taguchiho navrh

parametru.
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p
Populacni chyba = Z

i

SED;
n

(18)

Autogenni potlaceni

Autogenni potlateni méa za ukol rozsifit prohleddvanou oblast pomoci mazani pfrilis
podobnych protilatek a tak zamezuje konvergenci k lokalnimu extrému. Populace jsou
sefazeny sestupné¢ a poté je vypocitana FEukleidovskd vzdalenost mezi parovymi
protilatkami (19). Pokud je vzdalenost mensi, nez prah autogenniho potlaceni os, pak je
protilatka s niz§i afinitou smazéna a druha protilatka je pouzita jako pamétova bunka M a
je nasobena d %, coz je poCet zbyvajicich bunék R. Tim se pomér pamétovych a

zbyvajicich bun¢k v kazdé generaci méni. [17]
(¢, ) = [|ci— ¢ (19)
Urceni, zda byl dosaZen maximalni pocet iteraci

Pokud bylo dosazeno nastavené¢ho poctu iteraci, pak je algoritmus ukoncen, jinak se vraci

ke kroku vypo¢tu hodnot ucelové funkce populace. [17]
Konkrétni nastaveni testovanych algoritmi aiNet a aiNetK bylo ve studii [17] nasledujici:

e Velikost rodi¢ovské bunky N = 30.
e Velikost pamétové buitky M = 20.
e Konstatni parametr p = 5.

e Klonovaci multiplikator N = 11.

e Procento novych bun¢k d = 0.9.

e Prah potlaceni potlaceni = 0.01.

e Beta =0.005.

Konkrétni vysledky na Iris a Wine datasetu jsou uvedeny v tabulce (Tab. 3) pod oznacenim
aiNet pro aiNet algoritmus a aiNetK pro aiNetK algoritmus.
5.2.2 Optimalizace hejnem ¢astic a heuristické hledani - PSO, PSOHS

Ve své vyzkumné praci [18] se autofi Abdolreza Hatamlou a Masoumeh Hatamlou
zabyvaji hybridizaci PSO (Particle Swarm Optimization) — Optimalizace hejnem c¢éstic a

HS (Heuristic Search) — heuristickym prohledavanim. PSO je zde pouzita pro nalezeni
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inicidlniho feSeni clustering problému a poté je aplikovano HS pro prohledéani okoli

nalezeného feseni a jeho vylepseni.

Pro vypocet hodnoty ucelové funkce autofi pouzili funkci MSE (Mean-Square quantization
Error) (20), kde X je kone¢na mnozina n datovych vektor X = (X, ... ,Xy) @ S je rozdéleni
X do kclustert S = (Sy, ... , Sx). Centroidy clusterti jsou oznaceny C, C = (Cy, ... , Ck).
Funkce d(x;, ¢)) je funkci vzdalenosti mezi datovym vektorem X; a centroidem clusteru

Si(c1). Metrika je pouzita Eukleidovska. [18]

k

FXS) = ) > dena) (20)

=1 x;€S;

PSO algoritmus je optimaliza¢ni algoritmus zalozeny na populaci. Imituje socialni chovani
zvitat v hejnech. V PSO je hejno tvofeno ¢asticemi, kde kazda castice je kandidatnim
feSenim daného optimaliza¢niho problému. Hodnota ucelové funkce Castice je vypoctena
ze soufadnic ¢astice. Na pocatku je ndhodné vygenerovana populace castic, kazda castice
je ohodnocena a pohybuje se prohleddvanym prostorem, pficemz si uchovava informaci o
nejlepsi pozici (ureno nejlepsim hodnocenim wcelové funkce dané Castice - Pbest).
Castice s nejlepsi pozici v celé populaci ma hodnotu Gbest. Béhem iteraci ¢astice upravuji
smér a rychlost svého pohybu podle vztaht (21) a (22). Kde W je setrvacnost, Xi(t) = (Xi1,
Xi2, « » Xig) @ Vi(t) = (Vi Viz, ..., Vig) JSOU pozice a rychlost i-té ¢astice v iteraci t, d je pocet
dimenzi prohleddvaného prostoru. Parametry c; a C; jsou akceleracni koeficienty, které

sméruji ¢astice ke Ghbest a Pbest, rand; a rand, jsou nahodna realna ¢isla z intervalu 0 az 1.
[18]

Vi(t+1) =W xV,(t) + ¢; X rand, X (Pbest — X;(t)) + ¢, X rand,

(21)
X (Gbest — X;(t))

X(t+1D)=X;t)+V,(t+1) (22)

V piipadé algoritmu PSOHS jsou jedinci/Castice tvofeny jednorozmérnym polem o délce d
x k, kazda d-tice hodnot v poli oznacuje jeden centroid clusteru. Inicialni feSeni je ziskano
pomoci PSO algoritmu, toto feSeni je poté upravovano HS algoritmem. Velikost kroku
pohybu je na zacatku algoritmu urcena prahem. Tato hodnota je postupné piidavana ke
vSem atributim feSeni. Nejprve je prahova hodnota pfictena k prvnimu atributu prvniho
centroidu a je vypoctena nova hodnota ucelové funkce. Pokud je tato hodnota lepsi, pak je

puvodni centroid nahrazen, pokud je hodnota horsi, ptivodni centroid je znovu nacten a
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zméni se smér prohleddvani — v pfisti iteraci se bude prahova hodnota odecitat. Jestlize
nedojde ke zlepSeni feSeni, je prahova hodnota délena dvéma a pokracuje se opét
pricitanim. Toto se provadi pro vSechny atributy vSech centroidu, dokud neni dosazeno

ukonéujici podminky — pocet iteraci (ve vyzkumné praci [18] byl pocet iteraci 50). [18]
Zde je uveden pseudok6d PSOHS algoritmu:

Prvni krok — PSO algoritmus

Generovani prvotni populace

1
.2 Vypocet hodnot tcelové funkce populace

3 Pokud je potteba, upraveni hodnot Gbest a Pbest
4

Upraveni rychlosti a pozice populace podle vztahu (21) a (22)

G N W N =
L

.5 Opakovani krokt 1.2 az 1.4 dokud neni dosaZena ukoncujici
podminka

6 1.6 Predani vystupu PSO algoritmu herusitického prohledavani

Druhy krok — HS algoritmus

7 Opakuj
8 Pro vSechny centroidy 1 =1, ..., k
a. Pro vsechny atributy 3 =1, ..., d
i. Pokud SD;(j) == 1
1. Ci(3) = Ci(3J) + SSi(3);

2. Vypocet hodnoty ucelové funkce nového centroidu
3. Pokud je nova hodnota lepsi
a. uloz centroid
4. Jinak
a. nacti stary centroid
b. SD;(3j) = -1;
ii. Pokud SD;(j) == -1
1. Ci(J) = Ci(J) - SSi(3):
2. Vypocet hodnoty ucelové funkce nového centroidu
3. Pokud je nova hodnota lepsi
a. uloZ centroid
4. Jinak
a. nacti stary centroid
b. SD;(3) = 0;
iii. Pokud SD;(j) ==
1. SS:(j) = SSi(j)/2;
2. 8D;(3) = 1;
b. Konec cyklu

9 Konec cyklu
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10 Dokud nejsou dosaZeny ukon&ujici podminky

V psuedokodu je pouzito oznaceni SD = (SDy, SD, ..., SDy) pro smér prohledavani a SS =
(SSy, SSa, ..., SSk) pro velikost kroku pohybu, kde SD; je smér prohledavani i-tého centroidu
a SS; je velikost kroku pohybu i-té¢ho centroidu. Na zacatku algoritmu jsou VSechny SD;
nastaveny na pole prvku 1 a SS; na pole Max(dataset), kde vSechny prvky tohoto pole jsou
maximalni hodnoty dané dimenze v datasetu. C = (C4, C,, ..., Ci) je pole centroidi

k clusterti a Ci(j) znadi j-ty atribut i-t¢ho centroidu. [18]

Ve vyzkumné praci [18] byly vysledky PSO a PSOHS porovnany pro 50 nezavislych béhu
a nastaveni parametru je stejné, jako ve studii [19]. Vysledky PSO a PSOHS algoritmt
jsou shrnuty v tabulce (Tab. 3) a oznaceny jako PSO pro PSO algoritmus a PSOHS pro
PSOHS algoritmus.

5.3 Analyza vysledkii

Vysledky vySe zminénych datamining algoritmi jsou shrnuty v tabulce (Tab. 3). V tabulce
je uvedena pfesnost v procentech (pomér mezi spravné klasifikovanymi objekty/objekty

zatfazenymi do spravného clusteru a vSemi objekty v datasetu).

Tab. 3. Shrnuti vysledkii klasifikace a clusteringu na datasetech Iris a Wine.

Pi‘esnost [%0]
Uloha Algoritmus Iris Wine
RFC-FS1 95,31 96,60
Klasifikace RFC-FS2 93,33 95,00
PNN-SR 97,34 -
aiNet 86,00 89,33
aiNetK 60,11 95,51
Clustering
PSO 89,94 71,21
PSOHS 90,00 71,69

Z vysledkl v tabulce (Tab. 3) vyplyva, Ze pro zvolené datasety jsou vhodnéjsi algoritmy
teSici ulohu jako klasifikacni, které dosahuji vyssi pfesnosti, coz je disledkem toho, Ze

klasifikace probiha na zaklad€ uceni s ucitelem, kdezto u clusteringu neni pouzita mnozina
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testovacich dat. Dale je z vysledkd patrné, Ze ptesnost clusteringu urcitych algoritmi je
zavisla na dimenzionalité datasetu, ptikladem je algoritmus aiNetK, ktery dosahl na Wine
datasetu velmi dobrého vysledku 95,51%, kdeZzto na Iris datasetu pouhych 60,11%.
Algoritmy PSO a PSOHS maji vyrazné vyssi presnost (89,94% a 90,00%) na Iris datasetu,
nez na Wine datasetu (71,21% a 71,69%). Na zaklad¢ vysledka lze fici, ze algoritmy
vyuzivajici umélou imunitni sit’ pracuji lépe ve vicedimenziondlnim prostoru, kdezto

algoritmy vyuzivajici PSO v prostoru s mensim poctem dimenzi.
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6 VLASTNI IMPLEMENTACE CLUSTERINGU

V ramci této prace byla testovana mnozina modernich clustering algoritmii na Iris a Wine

datasetech. Jednotlivé vysledky byly zaznamenany a jsou zobrazeny v tabulce (Tab. 4).

6.1 Algoritmy

Do mnoziny testovanych algoritmi byly zafazeny nasledujici: RS (Random Search), DE,
DBSCAN (Density-Based Spatial Clustering of Applications with Noise), FKM (Fuzzy K-
Means), KMPP (K-Means Plus Plus).

Implementace algoritmtt RS a DE byla vytvofena v jazyce Java, ve kterém je, diky jeho
objektovému charakteru, vyvoj evolucnich algoritmi velice pohodlny. Implementace
algoritmtt DBSCAN, FKM a KMPP byla vyuzita z knihovny Apache Commons Math 3.5,
ktera je rovnéz v jazyce Java. Pro ucely porovnavani vysledkl byla vytvofena testovaci
aplikace ClusteringTest, kterd pro zékladni statistické vysledky pouziva objekt
DescriptiveStatistics z knihovny Apache Commons Math 3.5. Pro jednotlivé datasety byly
vytvofeny vhodné objekty s nazvy IrisDataset.java a WineDataset.java.

6.1.1 Random Search - RS

Algoritmus ndhodného prohledavani je do mnoZiny algoritmii zafazen pouze pro porovnani
s vice sofistikovanymi algoritmy. Jednd se o ndhodné generovani feSeni, kterd jsou dale
ohodnocena a je uchovavano jenom nejlepsi feSeni do vycerpani maximalniho poctu
iteraci. ReSenim je zde vektor obsahujici soufadnice jednotlivych centroidii clusteri,
celkova délka teSeni je tedy K x n, kde K je pocet cluster a n je dimenze problému. Pro

ohodnoceni feSeni jsou u obou datasetii pouzity nasledujici vztahy (23, 24).

0= (23)

i Z (A%, )Y (24)

Kde Q je hodnota udavajici kvalitu feSeni v rozsahu <0, 1> a hodnota 1 znaci nejlepsi
mozné feSeni. SD je suma kvadratickych vzdalenosti jednotlivych jedinct v clusterech.
K oznacuje pocet clusterd, VX; € K; jsou vSechny prvky clusteru s indexem j a Cj je

centroid clusteru s indexem j.
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Vzdalenost d (X;, C;) byla v testu pouZita dvoji — Eukleidovskéa a Chebyshevova (25, 26).

n
Eukleidovskd d(X;, C;) = E(Xk — cx)? (25)
=1
Chebyshevova d(X;,C;) = max(lx; — cil) (26)

Kde Xk znaci k-ty atribut feSeni X; a Cx znaci k-ty atribut centroidu C;.

Vysledky algoritmu Random Search jsou v tabulce (Tab. 4) pod ozna¢enim RS-E pro

feSeni s Eukleidovskou metrikou a RS-CH pro feseni s Chebyshevovou metrikou.

6.1.2 Differential Evolution - DE

I algoritmus diferencialni evoluce lze za jistych podminek pouZit pro clustering. Reseni je

zde reprezentovano stejné¢ jako u algoritmu nahodného prohledavani, tedy udava

soufadnice centroidii clustert, rovnéz pro ohodnoceni feSeni jsou vyuzity stejné vztahy

(23, 24) a metrika je také dvoji (25, 26).

Algoritmus diferencialni evoluce je v pseudokdédu uveden zde, konkrétné se jedna o

variantu DERand1Bin:

1 Generovani prvotni populace

2 Vypoclet hodnot Gc¢elové funkce populace

3 Pro kazdy vektor generace

a.

e.

Nahodny vybér tf¥i rdznych rodicéd r;, r,, r; pro aktivni vektor
x

Vypocet Sumového vektoru podle vztahu (27)
Vytvofeni zkuSebniho vektoru
i. Pro kazdou dimenzi je generovana ndhodnd hodnota

ii. Pokud je tato hodnota men3i neZ CR nebo se jedna o
ndhodné vygenerovanou dimenzi pro k¥iZeni, pak je do
této dimenze zkuSebniho vektoru zapsédna hodnota
z 3umového vektoru

iii. Jinak je zde zapséna hodnota z aktivniho vektoru

Pokud je hodnota uc¢elové funkce zkuSebniho vektoru lep3i nez
hodnota uc¢elové funkce aktivniho vektoru, do nové generace
postupuje zkuSebni vektor

Jinak do nové generace postupuje puvodni vektor

4 Dokud neni dosaZen maximdlni pocet ohodnoceni uc¢elové funkce,
opakuje se krok 3

v; =1+ F * (rz,j — r3‘j) (27)
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Kde v;j je j-ty atribut Sumového vektoru v, ry; je j-ty atribut X-tého rodice ry a F je mutacni

konstanta.
Pro oba datasety a oba druhy metrik bylo nastaveni fidicich parametrii algoritmu DE
nasledujici:

e Velikost populace NP = 100.

e Mutacni konstanta F = 1.5.

e Prah kiizeni CR =0,7.

e Maximani pocet ohodnoceni ucelové funkce CFE = 100 000.

Vysledky algoritmu DE jsou uvedeny v tabulce (Tab. 4) a jsou oznafeny podle metriky
jako DE-E — Eukleidovska metrika a DE-CH — Chebyshevova metrika.

6.1.3 Density-Based Spatial Clustering of Applications with Noise — DBSCAN

DBSCAN algoritmus piedstaveny v roce 1996 se lisi od pfistupt predchozich algoritmii
V tom, ze clustery nejsou zalozeny pouze na vzdalenosti bodl od centroiddi, ale na hustoté
vyskytu v prohleddvané oblasti. Hlavni mySlenkou je, ze uvniti clustert je vySsi hustota

vyskytu bodi, nez mimo né, kde se jedna o Sum. [20]

Algoritmus rozd€luje body v prostoru na tfi typy — jadrové, hrani¢ni a Sumové. Pro
rozliseni téchto bodu a definici clusterd na zakladé hustoty jsou potiebné nasledujici

definice.

Def. 3.: Eps-sousedstvi - Eps-sousedstvi bodu p, oznacené Neps(p), je definovano vztahem
(28). [20]

Ngps(p) = {q € D|d(p,q) < Eps} (28)

Kde D je celkova mnozina bodu, d (p,q) vzdalenost mezi body p a g a Eps je konstantni

parametr vzdalenosti.

Def. 4.: Prima dosazitelnost — Bod p je primo dosazitelny z bodu q, pokud plati vztahy (29,
30). [20]

p € NEps(q) (29)
Podminka jadrového bodu — |Ng,s(q)| = MinPts (30)

Kde MinPts je konstantni nejmensi pocet bodu, které jsou tieba k oznaceni bodu za

jadrovy. Pfima dosazitelnost je symetricka pro par jaddrovych bodii. Pokud bod p nesplituje
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podminku jadrového bodu, ale je ptfimo dosazitelny z jadrového bodu g, jedna se o bod

hranic¢ni. [20]

Def. 5.: Dosazitelnost — Bod p je dosaZitelny z bodu q, pokud existuje retézec bodii py, ... ,
Pn, P1 = Q, Pn= p takovych, zZe pi+1 je primo dosazitelny z p;. [20]

Dosazitelnost je tranzitivni, symetricka pouze pro jadrové body. [20]

Def. 6.: Propojeni — Bod p je propojeny s bodem q, pokud existuje bod o, ze kterého jsou
oba body p i q dosaZzitelné. [20]

Propojeni je symetrické, pro dosazitelné body i reflexivni. [20]

Cluster je tedy maximalni mnoZina bodu, které jsou propojené. Sum jsou pak body, které

nespadaji do zadného clusteru.

Zakladni algoritmus DBSCAN pro svou funkei potfebuje nastaveni dvou parametrit — Eps
a MinPts. Obé¢ tyto konstanty poté rozhoduji o0 mnozstvi vytvoienych clusterti. Algoritmus

je v pseudokddu uveden zde:

5 Vechny body jsou na za&dtku algoritmu oznadeny jako NEKLASIFIKOVANE
6 Pro v3echny body z datasetu
a. Pokud je bod NEKLASIFIKOVAN
i. Rozsiteni clusteru

1. Pokud bod spliniuje jadrovou podminku, vSechny
dosazitelné body Jjsou oznaceny stejnym cluster
identifikdtorem

a. Pro kazdy dosazitelny bod test podminky
jadra a vSechny dosazitelné body jsou
klasifikovany stejnym cluster
identifikatorem

b. Opakovani predchoziho bodu, dokud uz nejsou
Y4dné dosaZitelné NEKLASIFIKOVANE body

2. Pokud nespliiuje je klasifikovan jako SUM

7 Konec
Takto vytvofené clustery jsou pro stejné nastavené Eps a MinPts konstanty vzdy stejné a
proto neni tfeba algoritmus spoustét vicekrat. Nastaveni fidicich parametrt pro Iris dataset

bylo nasledujici:
Eukleidovska metrika

e Parametr vzdalenosti Eps = 0,47.

e Nejmensi pocet bodi MinPts = 9.

Chebyshevova metrika
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e Parametr vzdalenosti Eps = 0,4.

e Nejmensi pocet bodi MinPts = 14,
Nastaveni fidicich parametrti pro Wine dataset:
Eukleidovska metrika

e Parametr vzdalenosti Eps = 3.

e Nejmensi pocet bodi MinPts = 1.
Chebyshevova metrika

e Parametr vzdalenosti Eps = 2.

e Nejmensi pocet bodi MinPts = 1.

Nastaveni fidicich parametri bylo testovdno a zvolené hodnoty poskytovaly nejlepsi
vysledky. Vysledky jsou uvedeny v tabulce (Tab. 4) a jsou oznaceny DBSCAN-E pro
Eukleidovskou metriku a DBSCAN-CH pro Chebyshevovu metriku.

6.1.4 Fuzzy K-Means — FKM

Algoritmus FKM je rozsifenim klasického algoritmu K-Means o vyuziti fuzzy naleZzitosti.
V K-Means algoritmu se centroid clusteru ziskd zprimérovanim vSech hodnot atributii
bodu spadajicich do tohoto clusteru. Pro nélezitost do clusteru se opét vyuziva vzdalenosti
mezi body. V FKM algoritmu je navic zavedena ¢aste¢na ptislusnost bodu do clusteru,
tedy kazdy bod snéjakou vahou spadd do vSech clusteri a centroidy clusterli se

vypocitavaji s ohledem na tyto vahy pomoci nasledujicich vztahu (31, 32). [21]

1
Vypoclet vahy — w; ; = 5
" (d(xi, cj))m (31)
=t\d Xy, Ci)

n m
Zi:lwi,k * Xl

n m

Vypocet centroidu k — C, = (32)

Vztah (31) ukazuje, jak je mozné spocitat vahu w;j i-t¢ho prvku vzhledem K j-tému
clusteru, kde K je celkovy pocet clustert, d(Xi, C;) je funkce vzdalenosti podle vztahu (25)
nebo (26) mezi bodem X; a centroidem clusteru Cj, m je konstantni fuzzyfikacni faktor.
Vztah (32) udava funkci pro vypocet centroidu Ci k-tého clusteru, kde n je celkovy pocet

prvkl datasetu.
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Nalezeni vhodnych centroidl clusterii probihd pomoci minimalizace funkce dané vztahem
(33). [21]

> ™« (X, G (33)

n
i=1j=1

J =

Parametry potiebné pro spusténi FKM algoritmu z knihovny Apache Commons Math 3.5

jsou nasledujici:
Iris dataset:

e Pocet clusterit K = 3.
Eukleidovska metrika

e Fuzzyfikacni faktor m = 1,3.
Chebyshevova metrika

e Fuzzyfikacni faktor m = 1,05.
Wine dataset:

e Pocet clusterii K = 3.
Eukleidovska metrika

e Fuzzyfikacni faktor m = 12.
Chebyshevova metrika

e Fuzzyfikacni faktor m = 12.

Nastaveni fuzzyfikacniho faktoru bylo testovano a byla vybrana hodnota poskytujici
nejlepsi vysledky. Vysledky FKM algoritmu jsou uvedeny v tabulce (Tab. 4) a jsou
oznaceny podle pouzit¢ metriky: FKM-E — Euklediovska metrika a FKM-CH -
Chebyshevova metrika.

6.1.5 K-Means Plus Plus - KMPP

KMPP algoritmus je K-means algoritmus rozsifeny o vybér pocatecnich centroidt clustert
nikoliv ndhodné, ale postupné v krocich. Prvni centroid je vybrdn nahodné€, poté jsou
vypocteny vzdalenosti (25, 26) vSech bodl datasetu vici tomuto centroidu a nasledujici
centroid je zvolen opét nahodné, ale s vyuzitim vazené pravdépodobnosti, kdy

pravdépodobnost, ze bude bod zvolen je zavisla na diive vypoctené vzdalenosti. Toto je
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opakovéano, dokud nejsou vybrany viechny centroidy. Uprava K-means algoritmu je

jednoducha, ale velice Gi¢inna, zvysujici rychlost konvergence a kvalitu feseni. [21]

KMPP algoritmus byl v této praci omezen maximalnim mnozstvim ohodnoceni ucelové
funkce CFE = 100 000. Vysledky jsou uvedeny v tabulce (Tab. 4) a jsou oznaceny podle
pouzité metriky: KMPP-E — Eukleidovska metrika a KMPP-CH — Chebyshevova metrika.

6.2 Zakladni vysledky

Zde jsou uvedeny zakladni statistické vysledky jednotlivych algoritmi a jsou vyobrazeny
v tabulce (Tab. 4). Testovani probihalo na jednom stroji, kdy posloupnost spousténi

jednotlivych algoritmt byla stale stejna:

RS — IrisDataset — Euklediovska metrika.

RS — IrisDataset — Chebyshevova metrika.

RS — WineDataset — Euklediovska metrika.

RS — WineDataset — Chebyshevova metrika.

DE - IrisDataset — Euklediovska metrika.

DE - IrisDataset — Chebyshevova metrika.

DE — WineDataset — Euklediovska metrika.

DE — WineDataset — Chebyshevova metrika.

DBSCAN - IrisDataset — Euklediovska metrika.
. DBSCAN - IrisDataset — Chebyshevova metrika.
. DBSCAN — WineDataset — Euklediovska metrika.
. DBSCAN — WineDataset — Chebyshevova metrika.
. FKM — IrisDataset — Euklediovska metrika.

© 0 N o O b~ w0 DR

e Y o o
A~ W N - O

. FKM — IrisDataset — Chebyshevova metrika.

. FKM — WineDataset — Euklediovska metrika.

. FKM — WineDataset — Chebyshevova metrika.

. KMPP — IrisDataset — Euklediovska metrika.

. KMPP — IrisDataset — Chebyshevova metrika.

. KMPP — WineDataset — Euklediovska metrika.
20. KMPP — WineDataset — Chebyshevova metrika.

N S = R S S
© 0o N o O

Konkrétni nastaveni jednotlivych algoritmt je uvedeno v predchazejici ¢asti této prace.

Nastaveni fidicich parametrt testu bylo nasledujici:
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e Maximalni pocet ohodnoceni ucelové funkce CFE = 100 000.

e Pocet béht Runs = 1 000.

6.2.1 Vysledky bez normalizace dataseti

Tab. 4. Vysledky testu clustering algoritmii — bez normaliazce.

Iris dataset Wine dataset

Algoritmus | Max | Avg | Median| STD Max | Avg | Median STD

[%] | [%] | [%] [%0] [%] | [%] | [%0] [%0]
RS-E 92,67 | 87,16 | 88,00 | 479 | 71,35 [3385| 3539 | 20,32
RS-CH 92,67 [84,03| 8600 | 796 | 70,79 [3273] 2022 | 2014
DE-E 96,67 | 89,17 | 8933 | 237 | 70,79 [3236| 1854 | 20,39
DE-CH 97,33 [8832| 88,67 | 441 | 70,79 [34,04| 3539 | 20,71
DBSCAN-
- 96,00 | 96,00 | 9600 | 000 | 7416 |7416| 74,16 | 0,00
DBSCAN-
oh 92,67 |92,67| 9267 | 000 | 7528 |7528| 7528 | 0,00
FKM-E 78,67 |7857| 7867 | 1,07 | 70,79 [32,82] 20,79 | 21,04

FKM-CH 86,00 | 84,00 | 82,67 2,76 70,79 | 33,02 | 36,52 21,63

KMPP-E 78,67 | 72,32 | 66,67 5,99 70,79 | 27,91 | 20,79 21,88

KMPP-

cCH 86,00 | 82,50 | 82,67 5,84 70,79 29,76 | 20,79 22,40

Vysvétlivky k tabulce (Tab. 4):

Max — maximum, Avg — prumérna hodnota, Median — median, STD (Standard Deviation)

— smérodatnd odchylka.

Pro ptehlednost jsou vysledky vyobrazeny na obréazcich (Obr. 16 az Obr. 23). Vzdy jsou
vyobrazeny vysledné hodnoty v procentech a jsou rozde€leny podle metriky na

Eukledisovskou a Chebyshevovu.
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Obr. 16. Graf porovnanych maximdlnich hodnot jednotlivych algoritmii na Iris

datasetu.
Maximum - Wine dataset
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Obr. 17. Graf porovnanych maximdlnich hodnot jednotlivych algoritmii na Wine
datasetu.

Z obrazkl (Obr. 16, Obr. 17) je patrné, ze dosazend hodnota jednotlivych algortmu je
nezéavisld na pouZzit¢ metrice. Déle je mozné vypozorovat, ze maximalni Usp&Snost
clusteringu je u vicedimenziondlniho Wine datasetu niz$i, coz je pravdépodobné
zpusobeno rozdilnymi rozsahy jednotlivych atributli — toto je mozné odstranit normalizaci

datasetu, jak je naznaceno nize v této praci.
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Prameér - Iris dataset
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Obr. 18. Graf porovnanych priumérnych hodnot jednotlivych algoritmii na Iris

datasetu.
(-] v .
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Obr. 19. Graf porovnanych primérnych hodnot jednotlivych algoritmii na Wine
datasetu.
Z obrazkl (Obr. 18, Obr. 19) je patrné, Ze primé&rna UspéSnost clusteringu je vyrazné nizsi
u Wine datasetu. Vysoka tspésnost DBSCAN algoritmu je zpiisobena tim, ze jeho vystup
je pokazdé stejny, tedy jak primérna hodnota, tak median jsou stejné jako maximalni
hodnota a smérodatna odchylka je rovna nule, coz je vidét i v nésledujcicich obrazcich

(Obr. 20 az Obr. 23).
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Median - Iris dataset
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Obr. 20. Graf porovnanych hodnot medidanu jednotlivych algoritmii na Iris

datasetu.
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Obr. 21. Graf porovnanych hodnot medianu jednotlivych algoritmii na Wine
datasetu.

Z obrazkt (Obr. 20, Obr. 21) je opét patrné, Ze dosazena medidnova Uspésnost clusteringu

na Wine datasetu je vyrazn¢ niz$i, nez na Iris datasetu.
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Smérodatna odchylka - Iris dataset
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Obr. 22. Graf porovnanych hodnot smérodatné odchylky jednotlivych algoritmii

na Iris datasetu.

Smérodatna odchylka - Wine dataset

~ mEukleidovska
Chebyshevova
S DE FKM

KMPP
Obr. 23. Graf porovnanych hodnot smérodatné odchylky jednotlivych algoritmii

25

R

DBSCAN

Algoritmus

na Wine datasetu.
Na obrazcich (Obr. 22, Obr. 23) je zfejmé, Ze vyssi dimenzionalita zplisobuje vEétsi rozptyl

vysledkt jednotlivych algoritmt a opét na pouZzité metrice ptili§ nezalezi.
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6.2.2 Vysledky po normalizaci datasetii

V této ¢asti jsou uvedeny vysledky jednotlivych algoritmii na obou datasetech. Na hodnoty
atributi zaznamu v datasetech byla pouzita min-max normalizace do rozsahu <0, 1>. Po
normalizaci datasetu bylo tfeba pifenastavit fidici parametry nékterych algoritmi —
DBSCAN (Iris — Eps = 0,17, MinPts = 17 a Eps = 0,12, MinPts = 12, Wine — Eps = 0,51,
MinPts = 21 a Eps = 0,23, MinPts = 10) a FKM (Iris—m = 5,9 a m = 19,99, Wine — m =
1,09am=1,03).

Tab. 5. Vysledky testu clustering algoritmii — s normalizaci.

Iris dataset Wine dataset

Algoritmus | Max | Avg | Median| STD Max | Avg | Median STD

[%] | [%] | [%6] [%0] [%] | [%] | [%6] [%0]
RS-E 98,67 | 85,36 | 86,00 5,74 82,58 | 34,08 | 34,83 18,47
RS-CH 96,67 | 78,51 | 82,00 9,56 74,16 | 33,26 | 33,15 13,69
DE-E 96,67 | 88,25 | 88,00 2,85 90,45 | 32,88 | 33,71 21,56
DE-CH 96,67 | 85,61 | 86,67 5,98 87,64 | 32,98 | 33,71 18,92
DBSCAN-
. 94,67 | 94,67 | 94,67 0,00 97,75 | 97,75 | 97,75 0,00
DBSCAN-
CH 94,67 | 94,67 | 94,67 0,00 91,01 |9101| 91,01 0,00
FKM-E 74,67 | 74,67 | 74,67 0,00 63,48 | 32,59 | 25,28 21,95

FKM-CH 82,67 | 82,31 | 82,67 0,69 62,92 | 32,79 | 25,84 18,06

KMPP-E 82,00 | 76,12 | 74,67 4,73 67,42 | 33,99 | 25,84 21,24

KMPP-
CCH

82,67 | 72,19 | 70,00 5,60 64,04 | 34,07 | 35,96 18,44

Porovnani zakladnich statistickych udaji podle pouzité metriky je uvedeno v grafech na
nasledujicich obrazcich (Obr. 24 az Obr. 31).
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Obr. 24. Graf porovhanych maximdlnich hodnot jednotlivych algoritmii na Iris

datasetu.
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Obr. 25. Graf porovnanych maximdlnich hodnot jednotlivych algoritmii na Wine
datasetu.
Z grafii v obrazcich (Obr. 24, Obr. 25) je patrné, Ze pouzita metrika nema piili§ velky vliv
na ziskanou maximalni Uspé&Snost klasifikace. Tim, Ze jsou oba datasety normalizované a
rozsahy hodnot jednotlivych atributii jsou stejné, se potvrdil predpoklad, Ze algoritmy

dosahuji lepsich maximalnich vysledkli na méné¢ dimenzionalnich datech.
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Obr. 26. Graf porovnanych priumérnych hodnot jednotlivych algoritmii na Iris

datasetu.
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Obr. 27. Graf porovnanych primérnych hodnot jednotlivych algoritmii na Wine
datasetu.

Z grafii v obrazcich (Obr. 26, Obr. 27) je patrné, ze krom& DBSCAN algoritmu je
pramérny vysledek lepSi na Iris datasetu, takze se da predpokléddat zavislost na
dimenzionalit¢ problému. Opét je hodnota DBSCAN algoritmu vyrazné vys$si, nez u
ostatnich algoritmi, protoze je vysledek algoritmu vzdy stejny a tedy roven maximalni

dosazené uspésnosti.
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Obr. 28. Graf porovnanych hodnot medianu jednotlivych algoritmii na Iris

datasetu.
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Obr. 29. Graf porovnanych hodnot medianu jednotlivych algoritmii na Wine
datasetu.

Z grafii v obrazcich (Obr. 28, Obr. 29) je patrné, ze Wine dataset je pro algoritmy

vvvvvv

problemy.
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Smérodatna odchylka - Iris dataset
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Obr. 30. Graf porovnanych hodnot smérodatné odchylky jednotlivych algoritmii

na Iris datasetu.
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Obr. 31. Graf porovnanych hodnot smérodatné odchylky jednotlivych algoritmii

DBSCAN

Algoritmus

na Wine datasetu.

Z grafii v obrazcich (Obr. 30, Obr. 31) je patrné, ze smérodatna odchylka je vyrazné vyssi

u vicedimenzionalniho Wine datasetu.
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6.3 Zavedeni penalizace do vypoc¢tu tucelové funkce

Algoritmy RS a DE vyuzivaji pro urceni kvality feSeni ucelovou funkci danou vztahy (23,
24). Problém nastava u linearn¢ neseparovatelnych tiid, jako je tomu naptiklad u Iris
datasetu, kde jsou neseparovatelné tfidy Virginica a Versicolour. Miize nastat ptipad, kdy
je jeden nebo vice centroidii v podstaté nevyuzito, protoze jim neni pfifazen zadny prvek
datasetu, tudiz jejich suma kvadratickych vzdalenosti prvkiu SD = 0. Takové feSeni muize
byt ohodnoceno velmi dobie, 1 kdyz redlna kvalita feSeni je nizka, protoze je snizen pocet

aktivnich centroidl. Tento problém lze fesit zavedenim penalizace.

Penalizace zde byla zavedena tak, ze pro centroidy, které nemaji pfitazen zadny prvek neni
SD = 0, ale SD = (2 — 2°%) * 2198 Ppouzitim tak vysoké konstanty je dané feSeni
degradovédno a vramci evoluce neptezije do ndasledujicich generaci. Vysledky na
normalizovanych a nenormalizovanych datasetech jsou uvedeny v tabulce (Tab. 6) a
porovnani Uspesnosti klasifkace algoritmt RS a DE s vyuzitim penalizace je zobrazeno na
obrazcich (Obr. 38, Obr. 39) pro nenormalizovana a obrazcich (Obr. 40, Obr. 41) pro

normalizovana data.

Nastaveni parametrii testl bylo stejné, jako pii testovani bez penalizace a opét byly

testovany oba datasety s vyuzitim jak Euklediovské, tak Chebyshevovy metriky.

6.3.1 Ucelova funkce Iris datasetu

Ucelova funkce, ktera je pouzita algoritmy nahodného prohledavani a diferencialni evoluce
je zaloZzena na vzdalenostech jednotlivych zaznamt datasetu od centroidii clusterd. Protoze
jsou v Iris datasetu tii téidy, feSeni dosazované do ucelové funkce obsahuje soutadnice tii
clusteri. Kazdy cluster ma Ctyfi atributy, takZze hodnota Gcelové funkce je zdvisla na
dvandcti proménnych (tfi krat Ctyfi atributy). Zobrazeni zavislosti hodnoty ucelové funkce

na soufadnicich clustert tedy neni mozné béznym zplisobem.

Protoze jsou znamé tfidy jednotlivych zadznamii Iris datasetu, bylo moZné spocitat
centroidy jednotlivych skupin jako primér vSech bodl. Nasledujici obrazky (Obr. 32 az
Obr. 34) zobrazuji zavislost ucelové funkce na dvou atributech jednoho z clusteri, zbylé
atributy tohoto clusteru maji stejnou hodnotu, jako spocitany cluster a dalsi dva clustery

jsou také statické a vypocitané z datasetu.
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Obr. 32. Graf zavislosti hodnoty ucelové funkce na délce a

Sirce okvetniho listku Iris setosa.

Obr. 33. Graf zavislosti hodnoty uicelové funkce na délce a

Vv

iFce okvétniho listku Iris virginica.
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Obr. 34. Graf zavislosti hodnoty ucelové funkce na Sirkach

kalisniho a okvetniho listku Iris versicolour.

Obr. 35. Graf zavislosti hodnoty uicelové funkce na délce a

Sirce okvétniho listku Iris virginica v detailu.
V grafech jsou patrné ploché oblasti s velmi nizkou hodnotou ucelové funkce. Tyto oblasti

jsou dusledkem zavedeni penalizace. Na obrazku (Obr. 35) je v detailu zabrana plocha

oblast globalniho extrému.
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6.3.2 Vyvoj hodnot ticelové funkce na Iris datasetu

V grafu na obrazku (Obr. 36) je zobrazen ptiklad pribehu vyvoje hodnoty ucelové funkce
nejlepSiho prvku generace v algoritmech RS a DE s vyuzitim Eukleidovské metriky a
penalizace ucCelové funkce. Protoze se Vv algoritmu RS nerozliSuji generace, je jednou
generaci mysleno sto ohodnoceni uc¢elové funkce. Vyvoj je zobrazen pro ndhodné vybrany

béh algoritmi. Ukoncujici podminkou bylo 100 000 ohodnoceni ucelové funkce.
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Obr. 36. Graf vyvoje hodnoty ucelové funkce nejlepsiho
prvku algoritmii RS a DE na Iris datasetu.

Na obrazku (Obr. 37) je zobrazen detailnéji pribeh prvnich 50 generaci.
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Obr. 37. Detail vyvoje hodnoty ucelové funkce nejlepsiho
prvku algoritmii RS a DE na Iris datasetu — prvnich 50

generaci.

6.3.3 Vysledky

Z tabulky (Tab. 6) a z grafa v obrazcich (Obr. 38 az Obr. 41) je patrné, Ze na pouzité

metrice opé€t prili§ nezalezi. Dale je zfejmé, Zze vysledky clusteringu na Iris datasetu, ktery
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je méné dimenzionalni a rozsahy hodnot jednotlivych atributli jsou pfiblizné stejné, neni
priliS ovlivnén normalizaci. Naopak clustering na Wine datasetu, ktery je
vicedimenziondlni a pfedevsSim jsou rozsahy hodnot atributi velmi odlisné, ddva vyrazné
lepS$i maximalni vysledky (primérny rozdil 15,31% ve prospéch normalizovanych dat).
Nicmén¢ primérné hodnoty, hodnoty medianu a smeérodatnd odchylka se prakticky

neméni. Opét se ukdzalo, ze vicedimenzionalni Wine dataset je, i po zavedeni penalizace,

vvvvvv

Tab. 6. Vysledky testii clustering algoritmii — S penalizaci uicelové funkce.

Iris dataset Wine dataset

Norm. Alg. Max | Avg | Median | STD | Max | Avg | Median | STD
[%] | [%] | [%] | [%] | [%] | [%] | [%] | [%0]

Ano RS-E 97,33 8543 | 86,00 | 6,0/ | 87,08 | 32,24 | 32,58 | 18,48

RS-CH 96,67 | 79,08 | 82,00 | 9,27 |83,15|3357| 33,71 | 1421

DE-E 96,00 | 87,94 | 88,00 | 3,03 | 92,70 | 33,54 | 33,71 | 21,46

DE-CH 96,67 | 85,72 | 86,67 | 6,37 |82,02|32,86| 33,15 | 18,63

Ne RS-E 97,33 87,00 88,00 | 495 |71,35|3257| 2022 |2017

RS-CH 98,67 | 83,72 | 86,00 | 8,35 | 70,79 33,89 | 3539 |20,85

DE-E 96,00 | 89,05 | 89,33 | 2,44 | 70,79 | 33,12 | 3539 |20,22

DE-CH 96,67 | 88,63 | 88,67 | 3,81 | 70,79 | 34,99 | 3539 |21,34
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Iris dataset
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Obr. 38. Porovnani vysledkii RS a DE algoritmu na nenormalizovaném Iris

datasetu s penalizaci ucelové funkce.
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Obr. 39. Porovndni vysledkit RS a DE algoritmu na nenormalizovaném Wine

datasetu s penalizaci ucelové funkce.

98
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Normalizovany Iris dataset
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Obr. 40. Porovnani vysledkii RS a DE algoritmu na normalizovaném Iris datasetu

S penalizaci ucelové funkce.

Normalizovany Wine dataset
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Obr. 41. Porovndni vysledkit RS a DE algoritmu na normalizovaném Wine

datasetu s penalizaci ucelové funkce.

6.4 Analyza vSech vysledku

V této Casti jsou porovnany vysledky jednotlivych algoritmi dohromady. Vysledky jsou

rozdéleny podle toho, zda byl dataset normalizovan a dale podle metriky. Oznaceni
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algoritmi v grafech je stejné, jako v pfedchozich piipadech, algoritmy RS a DE
s penalizaci jsou oznac¢eny RS-P a DE-P.

Pricip funkce DBSCAN algoritmu zaji$t'uje, Ze po kazdém spusténi vrati stejny vysledek,
proto jsou hodnoty primérné uspéSnosti clusteringu a medidnu vysoko nad ostatnimi

algoritmy a smérodatna odchylka je nulova.

Déle jsou v této casti porovnany (Obr. 50 az Obr. 53) vysledky ze vSech testli a jsou
vybrany nejvhodnéjsi algoritmy pro oba datasety. Pouzitd metrika je oznacena piiponou u
algoritmu (-E a -CH), stejné tak normalizace datasetu (-N) a penalizace Gc¢elové funkce (-
P), takze algoritmus diferencidlni evoluce s Eukleidovskou metrikou, puStény na

normalizovaném datasetu s vyuzitim penalizace je oznacen DE-ENP.

6.4.1 Nenormalizované datasety

Iris dataset - Eukleidovska metrika
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O .
Maximum Primér Median Smérodatna
odchylka

Obr. 42. Graf porovnani statistickych vlastnosti algoritmit na Iris datasetu

s Eukleidovskou metrikou.
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Iris dataset - Chebyshevova metrika
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Obr. 43. Graf porovnani statistickych vlastnosti algoritmit na Iris datasetu

s Chebyshevovou metrikou.

Z grafii v obrazcich (Obr. 42, Obr. 43) je patrné, ze na feSeni problému klasifikace
nenormalizovaného Iris datasetu je vhodné pouzit jeden z algoritmti — RS, DE, DBSCAN.
Algoritmus DBSCAN poskytuje pokazdé stejny vysledek a proto je vhodny, pokud je
potieba vysledek ziskat dostate¢n¢ rychle. Nicmén¢ algoritmy RS a DE dokazi poskytnout

leps$i maximalni vysledek. Na pouzité metrice piili§ nezalezi.

Wine dataset - Eukleidovska metrika
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» KMPP
O .
Maximum Primér Median Smérodatna
odchylka

Obr. 44. Graf porovnani statistickych vlastnosti algoritmii na Wine datasetu

s Eukleidovskou metrikou.
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Wine dataset - Chebyshevova metrika
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Obr. 45. Graf porovnani statistickych vlastnosti algoritmit na Wine datasetu

s Chebyshevovou metrikou.

Z grafli v obrazcich (Obr. 44, Obr. 45) je patrné, Ze zvolend metrika nema pirilis velky vliv
na vysledek clusteringu jednotlivych algoritmid a Ze jednotlivé algoritmy poskytuji
pfiblizné stejnou kvalitu feSeni s vyjimkou DBSCAN algoritmu, ktery dosahuje tisp&Snosti
75,28%.
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6.4.2 Normalizované datasety

Normalizovany Iris dataset - Eukleidovska
metrika
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Obr. 46. Graf porovnani statistickych vlastnosti algoritmii na normalizovaném

Iris datasetu s Eukleidovskou metrikou.

Normalizovany Iris dataset -
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Obr. 47. Graf porovnani statistickych vlastnosti algoritmii na normalizovaném
Iris datasetu s Chebyshevovou metrikou.
Na grafech v obrazcich (Obr. 46, Obr. 47) je patrné, Ze na Iris datasetu dobrého
maximalniho vysledku dosahuji algoritmy RS, DE a DBSCAN a na zvolené metrice opét

nezavisi. Penalizace ucelové funkce neptinesla zadné vyraznéjsi zlepSeni.
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Normalizovany Wine dataset -
Eukleidovska metrika
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Obr. 48. Graf porovnani statistickych vlastnosti algoritmit na normalizovaném

Wine datasetu s Eukleidovskou metrikou.
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Obr. 49. Graf porovnani statistickych vlastnosti algoritmii na normalizovaném

Wine datasetu s Chebyshevovou metrikou.

V grafech na obrazcich (Obr. 48, Obr. 49) je zaznamenan vysledek testu na

normalizovaném Wine datasetu. V porovnani s nenormalizovanym datasetem jsou

vysledky odlisné a pouzita metrika jiz hraje roli u maximalni GspéSnosti algoritmt.
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6.4.3 Komplexni porovnani vysledkii na jednotlivych datasetech
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Obr. 50. Komplexni porovnani maximalni uspésnosti algoritmii na Iris datasetu.
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Obr. 51. Komplexni porovnani hodnot medianu algoritmii na Iris datasetu.

Z grafl v obrazcich (Obr. 50, Obr. 51) lze vypozorovat, ze algoritmy RS, DE a DBSCAN
dosahuji nejvyssich maximalnich vysledkt a dosazené vysledky nejsou piili§ zavislé ani na
pouzité metrice, ani na normalizaci Iris datasetu. V medianovych hodnotich vynika

DBSCAN algoritmus, ktery pokazdé poskytuje stejny — maximalni vysledek.
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Obr. 52. Komplexni porovndni maximalni uspésnosti algoritmii na Wine datasetu.
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Obr. 53. Komplexni porovnadni hodnot medidnu algoritmit na Wine datasetu.

Z grafu na obrazku (Obr. 52) je patrné, Ze pouZiti normalizace datasetu je prosp€Sné pro
vétSinu pouzitych algoritml. To je zplisobeno tim, ze Wine dataset ma velmi odliSné
rozsahy jednotlivych atributl, takze jejich normalizaci dochdzi k usnadnéni prohledavani
prostoru moznych feSeni. Algoritmus DBSCAN na normalizovaném Wine datasetu

w7

s vyuzitim Eukleidovské metriky poskytuje nejlepsi feSeni klasifika¢niho problému.

Porovnanim medidnovych hodnot na jednotlivych datasetech v obrazcich (Obr. 51, Obr.

53) lze vysledovat, Ze teSeni klasifikaéniho problému na vicedimenzionalnim Wine
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normalizovaného Wine datasetu a Eukleidovské metriky.

6.5 Shrnuti vysledkii

Ackoliv jiz bylo vyse zminé€no, Ze pro klasifikaci datasetii Iris a Wine je vhodnéjsi
vyuzivat piimo klasifika¢ni techniky, testy prokdzaly, Ze je mozné s pomérné vysokou
presnosti vyuzit 1 metody clusteringové. Nize v této ¢asti jsou uvedeny konkrétni hodnoty a
hodnoceni na jednotlivych datasetech. Obecné Ize fici, Ze z klasickych algoritmt
(DBSCAN, FKM, KMPP) je nejvhodngjsi algoritmus DBSCAN a zbylé dva jsou

ptekonany.

Centroidovy pfistup algoritmi RS a DE je problematicky ptedevs§im, pokud se v datasetu
vyskytuji tfidy linedrné neseparovatelné, protoze zvolend ucelovéd funkce na takovém
datasetu nemusi byt pfimo umérna kvalité¢ klasifikace. Dalsim problémem ucelové funkce
je jeji plochost, kterd déla problémy evolucnim algoritmim, které v takovém piipade
degraduji na algoritmus ndhodného prohledavani. Oba zminéné problémy jsou ve
vysledcich patrné — algoritmus ndhodného prohledavani, ktery byl ptivodné zatfazen pouze
pro porovnani, v nékterych ptipadech prekonava vice sofistikované algoritmy nebo se jim
velmi blizi.

Normalizace datasetu pfinesla podstatngjsi zlepSeni vysledkii pouze u Wine datasetu, kde
jsou vétsi rozdily v rozsazich hodnot jednotlivych atributl. Zavedeni penalizace do ucelové
funkce pro algoritmy RS a DE na prvni pohled nepfineslo zvySeni uspéSnosti téchto
algoritmt, ale u algoritmu diferencidlni evoluce zpusobuje zrychleni konvergence ke
globalnimu extrému, protoze feseni, ktera jsou penalizovana dale nefiguruji v generacich a

tim padem poskytuji prostor pro feSeni kvalitné;si.

6.5.1 Iris dataset

Iris dataset, ktery je mén¢ dimenzionalni a jednotlivé rozsahy atributt se ptilis nelisi je pro

clusteringové algoritmy jednodussi, jak je patrné z dosazenych vysledkii. Maximalni

vvvvvv

statisticky se mtize jednat pouze o odlehlé extrémy, proto jsou uvedeny i hodnoty

pramérné a hodnoty medianu.

Maximalni aspéSnost klasifikace
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Nejlepsi klasifikace datasetu (98,67% - 148 ze 150 zaznami) dosahl algoritmus RS a to
hned ve dvou konfiguracich - normalizovany dataset/Eukleidovska metrika/bez penalizace

a nenormalizovany dataset/Chebyshevova metrika/s penalizaci.

Dale za zminku stoji algoritmus DE (97,33% - 146 ze 150 zaznamu) v konfiguraci —
nenormalizovany dataset/Chebyshevova metrika/bez penalizace a algoritmus DBSCAN
(96% - 144 ze 150 zaznamu) v konfiguraci — nenormalizovany dataset/Eukleidovska

metrika.
Prumérna aspésnost klasifikace

Nejvyssi primérné hodnoty klasifikace dosahuje algoritmus DBSCAN (97,33%)
v konfiguraci — nenormalizovany dataset/Eukleidovska metrika. Tato hodnota je stejna,
jako hodnota maximalni, protoZe algoritmus DBSCAN diky své funkci poskytuje pokazdé
stejny vysledek.

Dale stoji za zminku algoritmus DE (89,17%) v konfiguraci — nenormalizovany

dataset/Eukleidovska metrika/bez penalizace.
Medianova uspésnost klasifikace

Stejné¢ jako u primérné hodnoty nejvy$si medidnovou hodnotu poskytuje algoritmus

DBSCAN (97,33%), divod je stejny jako v ptipad¢ praméru.

Za zminku stoji 1 algoritmus DE (89,33%) ve dvou konfiguracich — nenormalizovany
dataset/Eukleidovskd metrika/bez penalizace a nenormalizovany dataset/Eukleidovska

metrika/s penalizaci.

6.5.2 Wine dataset

Vicedimenzionalni Wine dataset pro clusteringové algoritmy znamena vétsi potize a proto
pfedevsim hodnoty primémé klasifikace a medianu jsou o poznani niz$i nez u Iris
datasetu. Rozsahy hodnot jednotlivych atributli o Wine datasetu jsou velmi odlisné a proto

jejich normalizace do rozsahu <0, 1> ptinesla lepsi vysledky.
Maximalni uspéSnost klasifikace

Nejlepsi klasifikace datasetu bylo dosazeno algoritmem DBSCAN (97,75% - 174 ze 178
zaznamu) v konfiguraci — normalizovany dataset/Eukleidovska metrika. Blize k tomuto
vysledku se dostal pouze algoritmus DE (92,70% - 165 ze 178 zaznamu) v konfiguraci —

normalizovany dataset/Eukleidovska metrika/s penalizaci.
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Primérna aspésnost klasifikace

Nejvyssi primérnd hodnota je opét u algoritmu DBSCAN (97,75%), ktery tuto hodnotu
dosahuje pti kazdém béhu. Ostatni algoritmy se pohybuji okolo hranice 30%.

Medianova uspésnost klasifikace

Podobna situace jako u primérné hodnoty nastavd i u hodnoty medianu, algoritmus

DBSCAN (97,75%), zbylé algoritmy maximalné 36%.
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ZAVER

V prvni casti této prace byl piedstaven datamining jako proces pro ziskavani informaci
z dat, byl proveden detailni rozbor moznosti a schopnosti dataminingovych algoritm,
stejné jako moznosti vyuziti v praxi. Byly uvedeny jednotlivé druhy dat, na kterych jsou
dataminingové algoritmy schopny pracovat a také byly uvedeny konkrétni zplisoby
piipravy dat pro tyto uUcely. Preprocessing dat pfedstavuje nedilnou soucast procesu

ziskavani informaci z dat a i proto je mu v této praci vénovan dostate¢ny prostor.

Druha cast prace predstavuje dva z nejpouzivanéjsich datasetli pro testovani UspéSnosti
klasifikace dat algoritmt, dataset Iris obsahujici udaje o kvétech kosatcti a dataset Wine
obsahujici tdaje o chemickém slozeni kultivarG vin. Nejprve jsou porovnany vysledky z
publikovanych praci zabyvajicich se klasifikaci téchto datasetti, dale jsou implementovany
algoritmy ndhodného prohleddvani (heuristika), diferencidlni evoluce (evolu¢ni
algoritmus), DBSCAN (algoritmus zaloZzeny na hustoté prvkl v prostoru), FKM (fuzzy
logika) a KMPP (klasicky ptistup ke clusteringu). Vysledky klasifikace t€émito algoritmy

jsou detailné popsany a rozebrany.

V ramci prace byl otestovan zplsob piedzpracovani dat, ktery jednotlivé atributy dat
normalizuje do rozsahu <0, 1>, cimZ odstranuje rozdily v rozsazich. Tato technika pfinesla
vyrazné zvysSeni ucinnosti klasifikace na Wine datasetu, ¢imz se potvrdila dilleZitost

preprocessingové ¢asti datamining procesu.

Déle bylo ptfedstaveno penalizovani hodnoty tcelové funkce, které sice neptineslo vyrazné
zlepSeni v dosazené urovni klasifikace, ale zvySilo rychlost konvergence algoritmu
diferencialni evoluce bez sniZeni spolehlivosti. Také byl otestovan vliv dvou pouzitych

metrik na vyslednou GspéSnost klasifikace.

V praci je ukazano, ze pro Kklasifikacni tulohy Ize stspéchem pouzit algoritmy
clusteringové vyuZzivajici evolu¢ni techniky a hustotu prvklt v prostoru. PiedevSim
algoritmus DBSCAN, ktery nevyuZziva vzdalenosti bodli od centroidli clusterti, prokéazal

svou kvalitu pfi klasifikaci dat ze tfid, které jsou linearné neseparovatelné.

Pokracovani této prace by mohlo byt v testovani vice druhi metrik u jiz zminénych
algoritmi, nalezeni lepSi ucelové funkce, neZ je centroidova vzdalenost, hybridizaci

umélych neuronovych siti s fuzzy logikou a evolu¢nimi technologiemi nebo hledani
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nového pristupu ke clusteringu. Zamér autora je vénovat se témto cCinnostem

V postgradudlnim studiu.
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CONCLUSION

Datamining was introduced as a process for knowledge discovery in the first part of this
thesis. There is also a detailed analysis of possibilities of datamining algorithms as well as
their practical usage. Preprocessing is a crucial part of knowledge discovery and that is
why it is described with data attribute types and their visualization.

Two of the most popular datasets for classification are introduced in the second part of this
thesis, Iris dataset with information about Iris petals and sepals and Wine dataset with in-
formation about chemical analysis of three wine cultivars. There is a comparison between
results from different papers describing different datamining algorithms. Next, there is a
comparison between results of implemented algorithms including: Random search (heuris-
tic algorithm), differential evolution (evolution algorithm), DBSCAN (density based algo-
rithm), FKM (fuzzy logic) and KMPP (classical clustering approach).

Normalization of datasets as a part of preprocessing was implemented and tested which
showed significant improvement of classification results on Wine dataset and proved the

importance of preprocessing phase of datamining process.

The penalization of cost value function for random search and differential evolution algo-
rithms was introduced. This did not bring a significant improvement in classification, but it
speed up the convergence of differential evolution algorithm without affecting its reliabil-

ity. The effect of used metric on classification was tested as well.

This thesis shows that it is possible to use clustering algorithms for classification problems
with good results, especially evolution techniques and density based algorithms. DBSCAN
algorithm, which does not use a distance between cluster centroid and data points, is a very

powerful algorithm for classification of data which are not linearly separable.

Continuation of this thesis could be in testing of more metric types on centroid based algo-
rithms, finding a better cost value function, hybridization of artificial neural networks with
fuzzy logic and evolution techniques or searching for a new approach to data clustering.

Author’s intention is to focus on these goals during his postgraduate.
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SEZNAM POUZITYCH SYMBOLU A ZKRATEK

AP

CRISP-DM

DBSCAN

DE

DNA

DSH

FKM

FS

GE

GFS

GP

HIV

HS

KDD

KMPP

MGl

MIT

MSE

OLAP

PNN

PSO

RS

RST

SPSS

Analytic Programming.

The Cross-Industry Standard Practice for Data Mining.

Density-Based Spatial Clustering of Applications with Noise.

Differential Evolution.
Deoxyribonukleova kyselina.
Discrete Set Handling.

Fuzzy K-Means.

Fuzzy Set.

Grammatical Evolution.

General Functional Set.

Genetic Programming.

Human Immunodeficiency Virus.
Heuristic Search.

Knowledge Discovery in Data.
K-Means Plus Plus.

McKinsey Global Institute.
Massachusetts Institute of Technology.
Mean-Square quantization Error.
Online Analytical Proceessing.
Pseudo Neural Network.

Particle Swarm Optimization.
Random Search.

Rough Sets Theory.

Statistical Package for the Social Sciences.
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SQL Structured Query Language.
SR Symbolic Regression.

STD Standard Deviation.

SVM Support Vector Machine.

B Tera Byte.

UCl University of California, Irvine.

WWW World Wide Web.
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