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ABSTRAKT

Tato prace se zabyva otazkou srovnani klasickych metod uceni neuronovych siti a metod
vyuzivajicich evolu¢nich algoritmtl, jako napiiklad SOMA nebo diferencidlni evoluce.
Hlavnim ukolem této prace bylo vytvofit funkéni modul v prostfedi Mathematica pro uceni
neuronovych siti s vyuzitim evoluénich algoritmi. Prace obsahuje jak teoreticky zaklad pro

danou problematiku, tak analyzu vysledkd srovnani obou metod uéeni neuronovych siti.

Kli¢ova slova: SOMA, Diferencidlni evoluce, neuronové sit, Perceptron, neuronova sit’

s dopfednym $ifenim, Back propagation, Mathematica.

ABSTRACT

This paper deals with the question of comparison of classical methods used for training
process of neural networks and methods using evolutionary algorithms such as SOMA or
differential evolution. The main task of this work was to create a functional module in the
Mathematica environment for learning neural networks using evolutionary algorithms. The
work contains both the theoretical basis for the issue and analyze the results of comparison

between the two methods of learning in neural networks.

Keywords: SOMA, Differential evolution, neural network, Perceptron, Feed forward

neural network, Back propagation, Mathematica.
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UvoD

Neuronové sité rozdéluji védeckou spolecnost na dva nesmifitelné tabory. Jejich zastanci
V nich spatfuji mozny smér vyvoje optimalizacnich algoritmt, které ¢lovéku pomohou
posunout hranice lidského poznéani. Na druhé stran€ jejich odpiirci se stavi proti nim, kdyz
argumentuji, Ze se jedna pouze o ,,hracky* védct, které jsou schopné fesit jen omezenou
mnoZinu problémi. Cas ovsem ukazuje, Ze neuronové sité se uplatituji ve stile v&tsim
méfitku. Hraji jednu z ptednich roli na poli optimalizace, aproximace, filtrace anebo uloh
zabyvajicich se predikci. Spolu s vyvojem neuronovych siti vznikaly algoritmy, pomoci
kterych se neuronové sité ucily. Jako zastupce takovych algoritmil je moZzné uvést jeden
Z nejpouzivanéjSich v dne$ni dob¢é, a to algoritmus Back propagation pro sité
perceptronovského typu, nebo K — means pro sit¢ RBF. Tyto algoritmy vlastné hledaly
optimalni nastaveni vah v neuronovych sitich. Proto vétSinou obsahovaly néjaké konkrétni

optimalizacni techniky, napf. gradientni metody optimalizace.

Mezi léty 1970 — 80 se podafilo vyvinout novy druh algoritmi. Jednalo se o evoluéni
algoritmy. Zminéné algoritmy pfinesly celou fadu novych moznosti. Diky nim bylo mozné
pracovat se vSemi typy proménnych (realna Cisla, cela Cisla, bindrni Cisla). To pro stavajici
optimaliza¢ni algoritmy predstavovalo pomérné velky problém. JelikoZ evolu¢ni algoritmy
jsou jako stvofené pro optimaliza¢ni tlohy, zacalo se testovat jejich vyuziti jak pro névrh
optimalni struktury, tak pro optimalni nastaveni vah neuronovych siti. Zakladem celého
procesu optimalizace u téchto algoritmi je pouze dikladna znalost problematiky a

schopnost sestavit vhodné t¢elovou funkci.

V této praci jsem se zaméfil na porovnani vykonnosti klasickych zptsobld uceni
neuronovych siti a u¢eni pomoci evolu¢nich algoritmi, konkrétné algoritmtt SOMA (Samo
Organizujici — se Migra¢ni Algoritmus) a diferencialni evoluce. Oba zpisoby uceni, jak
klasické metody, tak pomoci evolucnich algoritmi, jsem testoval na souborech dat, které

prave pro tyto Gcely dala k dispozici Fakulta Informatiky University v Karlsruhe

VvV Némecku.
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1 NEURONOVE SITE

Ume¢lé informacni systémy, vtomto pfipadé neuronové sité, jsou systémy, které
napodobuji ¢innost funkce nervovych soustav a mozkti zivych organismi. Délaji to daleko
dokonalej$im zpusobem, nez v dnesni dobé bézné pouzivana vypocetni technika.
S neuronovymi sitémi se zacalo pracovat zhruba ve dvacatych letech 20. stoleti. V t¢ dobé
se objevily prvni prace o modelech neuronu. Po pfiblizné¢ dvaceti letech nasledovalo
publikovani prvniho modelu umélého neuronu. Slo 0 McCulloch — Pittsiv perceptron [11].
Tento model je 1 pies svoji jednoduchost stale vyuzivan i v dnes$ni dob¢. Na zakladé prave
tohoto modelu neuronu B. Widrow a jini vytvofili prvni umélé neuronové sité, které tesily
praktické ulohy.

Neuronové sité¢ v porovnani s konven¢nimi pocita¢i nepracuji na zakladé¢ pevné daného
popisu jak problém feSit — algoritmu, ale vyuZivaji tzv. proces uceni, ve kterém provadéji
velké mnozstvi dil¢ich krokli soucasné a adaptuji se na co nejlepsi feSeni dané¢ho problému.
Diky tomu se neuronové sité s uspéchem daji aplikovat na celo fadu velmi komplexnich
problému, jako je rozpoznavani pisma, obli¢eji nebo pfevod pisma na mluvenou fec.

V posledni dob¢ se neuronové sité vyuzivaji i v oblasti data miningu.

1.1 Biologicky neuron

Pti tvorbé formalniho modelu neuronu vychdazeli jejich tviirci hlavné z poznatkt fyziologa.
Ti v Zivych organismech zkoumali neurony jako zakladni stavebni jednotky nervoveé
soustavy. Neurony jsou specidlni buiiky uzptsobené pro co nejefektivnéjsi zpracovani,
uchovani a prenos informaci. VSechny tyto neurony ale maji stejnou strukturu. Kazdy

neuron se tedy sklada z téchto ¢asti:
e Té&lo neuronu s jadrem — soma
e Dendrit se synapsemi
e AXon
e Terminaly axonu

VSe je nazorné piibliZzeno na obrazku (Obr. 1.)
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Obr. 1. Biologicky neuron — ptevzato z [11]

T€lo neuronu s jadrem, které se nazyva soma, tvoii jeho zaklad. K nému sméfuji a

prenaseji informace dendrity. Slouzi jako vstupni kanaly pro neuron. Do jednoho neuronu

sméefuje a prenasi informace 10 az 100 tisic dendritd. Jako vystupni kanal neuronu slouzi

axon. U této Casti je pozoruhodné zminit jeho délku. Zpravidla pfesahuje 1 m. Axon se

obvykle na konci vétvi na terminaly. Terminaly ukoncuje blanka, kterd se v nékterych

mistech dotykd vybézka jinych neuronti. Proces komunikace mezi jednotlivymi neurony

potom probiha na zdklad¢ chemickych reakci. Proto se mluvi o tzv. chemické synapsi.

Tyto synapse se diky tomu, jak cely proces funguje, berou nejen jako prostredky

k mezineuronovému spojenti, ale také jako prostiedek paméti [11].
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1.2 Uméla neuronova sit’

Neuronovou sit’ je mozné chapat jako transformaci T vstupniho signalu X na vystupni

signal
Y:: T(Ej. (1)

Podle [11] je také mozné tento pojem definovat nasledovné:

Za neuronovou sit’ se obecn¢ da povazovat takova struktura pro distribuci
paralelniho zpracovani dat, ktera se skladé z jistého, obvykle velmi vysokého poétu
vzajemné propojenych vykonovych prvkl. Kazdy z nich miize soucasné ptijimat libovolny
kone¢ny pocet riznych vstupnich dat. Na dalsi vykonné prvky muize predat libovolny
kone¢ny pocet shodnych informaci o stavu svého jediného, avSak velmi rozvétvené¢ho
vystupu. Kazdy vykonovy prvek transformuje vstupni data na vystupni podle jisté

ptenosové funkce. Pfitom se téZ mize uplatnit obsah jeho lokalni paméti.

Pokud tedy ptijmeme jako fakt, Ze neuronovou sit' je mozné chapat jako transformaci
vstupniho signali na vystupni signal, je dilezit¢ zminit se o tzv. tfinadctém Hilbertove
problému a jeho feSeni. Cely tento problém se tyka toho, zda je mozné reprezentovat
spojitou funkci n proménnych pomoci souctu a superpozice spojitych funkci jedné

proménné. Hilbert se domnival, Ze kofeny rovnice
x  +ax? 4 bx*fex+1=0 (2)

nelze vyjadrit jako funkce koeficienti a, b, ¢ kone¢nym souétem spojitych funkci pouze

dvou proménnych. Tento problém vyftesil Kolmogorov svym teorémem.

1.2.1 Kolmogoriiv teorém

Tento teorém aplikovany na neuronové sité ve svém duasledku tikd, ze pro transformaci
libovolné funkce f pomoci transformacni funkce T je postacujici, aby neuronova sit’ méla
alespon tii vrstvy s odpovidajicim po¢tem neuront v jednotlivych vrstvach. Jinymi slovy,
pokud chceme vyjadfit jakoukoliv realnou funkci f, ktera ma n proménny a je definovana
vV n —rozmérné krychli o hranéch (0,1), pak plati:

Int1

Flx m]—z (wzr;ﬁw{x 3)

kde 2 a ®»a jsou spojité funkce jedné proménnéa P=1,..n ag=1,..,2n+1)
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Pro danou funkci f jsou specifické pouze funkce ¥z, naproti tomu funkce ®ze jsou pro
dané n nezavislé. Pozdéji se také diky Hecht — Nielsonovi ukazalo, Ze je toto mozne

aplikovat i na funkce, které jsou definovane ve vysSich prostorech.

1.2.2 Zakladni prvek umélé neuronové sité — formalni perceptron

Uméla neuronova sit’ je slozena z jednotlivych prvkd, které se nazyvaji formalni neurony

(Obr. 2). Tyto formalni neurony se snazi napodobovat funkénost biologickych neuront.

Obr. 2. Model formalniho neuronu

Pro neurony perceptronového typu plati podle [9] pro zpracovani dat tento vztah

N

y= S(Z wix; + 5')
J=1 4)
kde
e yje vystup neuronu, n¢kdy se také oznacuje jako aktivita neuronu
e i jej—ty vstup neuronu, téch je celkové N
e Wi jsou j—té synaptické vahy
e S je prenosova funkce neuronu

e & piedstavuj prahovou hodnotu neuronu

Neurony mohou pracovat jak s daty spojitého, tak binarniho charakteru.
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1.2.3 Typické prenosové funkce neuronu

Pro ¢innost formalniho neuronu hraje pienosova funkce (nékdy také oznacovana jako
aktiva¢ni) velmi dulezitou roli. Tato funkce urcuje, zda bude neuron pracovat jako binarni
nebo spojity prvek. Klasicky neuron pracuje s funkci dvouhodnotovou nebo
Heavisideovou. Ve vicevrstvych sitich, pracujicich se spojitymi vstupnimi a vystupnimi

daty, se velmi Casto pouziva funkce sigmoida.

Nazev Piedpis
Linearni funkce Fla)=a
—— - i
Logisticka sigmoida Fla) =
1+e®
. 7 gt _ g &
Hyperbolicka tangenta Fla)=———
e~ t+e
Heavisideova funkce _ (L a=0
FGa)= {UJ a=0
Omezena funkce Fl@=1;%vVax>0jinaka=0

Tab. 1. BéZn¢ pouzivané aktivacni funkce v neuronech

Linsarni funkce

|
s

|
(=]
[ =]
I

Obr. 3. Linearni funkce
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Logisticka sigmoida
Sla)

10

Obr. 4. Logisticka sigmoida

Hyperbolicka tangenta
lof

Obr. 5. Hyperbolicka tangenta

=
o
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Heavizideova funkce

Jia)

1.0

0.4

Obr. 6. Heavisideova funkce

Omezend funkce

Sia)

(3]

[

Obr. 7. Omezené funkce
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1.3 Pracovni faze umélé neuronové sité

Cinnost umélé neuronové sité je mozné fakticky rozdélit do dvou fazi. Prvni faze je
adaptivni. Dochdzi k samotnému uceni neuronové sité. Tento proces je dynamicky,
V neuronové siti dochazi ke zménam. Cela sit’ se adaptuje na feSeni konkrétniho problému.

Béhem procesu uceni se nastavuji a méni hodnoty vah a prah.

Druhou fézi je proces vybavovaci. Pracuje se opét se vstupnimi daty a siti, kterd prosla

adaptivni fazi, tzn. Ze je naucena spravné reagovat na tyto vstupni data.

1.3.1 Adaptivni faze

Pted zapocetim procesu uceni se ndhodné, nebo v ptipadé podobnosti s diive feSenymi
problémy, podobné nastavi vahy neuronové sité. Na vstup se ptivede mnozina dat, ktera se
nazyva trénovaci. Tato trénovaci mnoZina vytvaii odezvu na vystupu neuronové sité.
Proces uceni je ovlivnén tim, jaky typ sité, respektive druh uceni se vyuziva. Rozlisuji se

dva zplisoby uceni

e Uceni s uditelem. - V pfipad€, Ze se pouZiva uceni s ucitelem, existuje néjaké
kritérium, které urcuje, jaka reakce na vstupni data je spravna. Vahy neuronové sité
se nastavuji podle toho, jak moc se li§i vystupni reakce neuronové sit€¢ od
pozadované (skutecné) hodnoty. Toto nastavovani vah se déje ve zpétné vazbé.
Modifikace vah se provadi podle zvoleného algoritmu, pomoci kterého se sniZuje
velikost chyby mezi pozadovanou hodnotou a aktudlni vystupni hodnotou
neuronové sité. Cely tento proces porovnavani a korekce vah se cyklicky opakuje.
Po dostate¢né velkém poctu cyklii uceni je sit’ schopna spravné reagovat na data,
které¢ se na vstupu neuronové sit¢ objevi. Jako ptiklad metod uceni s ucitelem je
mozné zminit napiiklad posilené uceni, stochastické uceni nebo algoritmus

zpétného Sifeni chyby.

e Uceni bez udlitele. - Pokud se vyuziva metoda uceni bez ucitele, pak neexistuje
zadné kritérium, podle kterého by se porovnavaly odezvy neuronové sité na data na
vstupu. Neuronova sit’ v takovém piipadé vyhledava spole¢né znaky nebo vzory ve
vstupnich datech. Je tedy moZné pro takovou metodu uceni pouzit termin
samoorganizace, protoze sit’ se sama organizuje pouze na zaklad¢ vySe uvedeného

principu, tj. pouze na zéklad¢ hledani stejnych vzoru ve vstupnich datech. Jako
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priklady vyuziti metody u€eni bez ulitele je mozné uvést Hebbovské uceni nebo

kompetici.

1.3.2 Vybavovaci faze

Druhou pracovni fazi umélé neuronové sité je faze vybavovani. Jak bylo uvedeno vyse,
tento proces nasleduje po adaptivni fazi. Z podstaty celého systému umélych neuronovych
siti 1ze 1 zde nalézt podobnost funkci lidského mozku, potazmo nervové soustavy. Stejné
jako lidsky mozek vytvaii spojeni mezi obli¢eji lidi a jejich jmény nebo mezi tvary a

objekty, tak neuronové sité také napodobuji takové chovani.

Neuronové sité jsou opét rozdeleny do dvou skupin, pokud jako kritérium pro jejich déleni
vyuzijeme to, jakym zpisobem probiha vybavovaci faze. Jedna se proces autoasociativni a

proces heteroasociativni.
e Autoasociativni vybavovani. - Tento model vybavovani je zaloZzen na tom, Ze se

z ,,paméti” neuronové sit€ vybavuji rdzné vzory. U tohoto modelu vybavovani se

—

konkrétn¢ jedna o vektory Xy X, Pravé diky tomuto hraje autoasociativni
vybavovani velky vyznam pii zpracovavani nekompletnich nebo vstupnich vektort.
Jako piiklad je mozné uvést zpracovani obrazovych dat, které jsou néjakym
zpisobem zaSuména nebo jinak poSkozena. Pravé diky autoasociativnimu
vybavovani je uméla neuronova sit’ schopna pfifadit vstupu spravny vystup, jinymi
slovy — je schopna ho spravné klasifikovat. Velmi znamou umélou neuronovou siti
vyuzivajici autoasociace je Hopfieldova sit, kterd je pravé diky této vlastnosti

schopna rekonstruovat i z poskozenych vstupnich dat originaly.

e Heteroasociativni vybavovani. - U tohoto druhu vybavovani se pracuje

_} _} — —t
s dvojicemi vzoru a obrazu, tedy pary vektort (Xl‘ Yl) " {X”’Y”}, kde vektor &

pfedstavuje vzor a vektor ¥ jeho obraz. Tento proces je mozné pfiblizit
nasledujicim zplGsobem. Pokud clovék uvidi obraz motfe a vzpomene si na
dovolenou ve Spanélsku, prob&hla u n&j heteroasociace. Tento proces je tedy
mozné popsat tak, ze pii vybavovani nedochazi k pfitazovani vstupt k originalim
ale asociativnich vzort. Zastupcem umélych neuronovych siti, které pouzivaji
heteroasociativni vybavovani je napiiklad sit BAM (Bidirectional Associatove

Memory).
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1.4 Neuronova sit’ typu Perceptron

Jako prvni tento druh sité uvefejnili McCulloch a W. Pitts v roce 1943 [11]. Tento model
neuronu, potazmo jednovrstvé neuronové sité se stal zakladem pro dalsi védce, kteti diky
jeho modifikaci a vylepSovani pfichazeli s dalSimi a dalSimi typy neuronovych siti. Tento
typ sité je mozné popsat jako jednovrstvou sit’ bez skrytych vrstev. Pouze jednu vrstvu lze
tedy ucit. Tento model nastartoval vinu zdjmu o neuronové sité a jejich aplikaci v praxi.
OvSem po publikovani knihy M. Minského a S. Papperta Perceptrons, kde diky
generalizaci jejich tvrzeni o tom, Ze klasicky perceptron ma své hranice v realizaci logické
funkce XOR 1 na jiné sité, znamenal velky Utlum zdjmu a zpozdéni vyvoje. Diky
Kolmogoroveé teorému se ovSem ukazalo, Zze funkci XOR samoziejmé lze realizovat

neuronovymi sitémi. OvSem ne jednovrstvou siti typu Perceptron.

1.4.1 Klasicky McCulloch — Pittstiv Perceptron

Sit' vytvofend pomoci téchto neuronli byla jednim ze zékladnich kamenli rozvoje
neuronovych siti. Dle nazvu je jasné, Ze autory jsou McCulloch a W. Pitts. Pro tento
neuron je typicka tato stavba

Obr. 8. Model neuronu podle McCulloch - Pittse
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kde
e v je vystup neuronu, n¢kdy se také oznacuje jako aktivita neuronu
e % jej—ty vstup neuronu, téch je celkové N
e Wi jsou j —té synaptické vahy
e S je pfenosova funkce neuronu

e & piedstavuj prahovou hodnotu neuronu

Klasicky perceptron pracoval pouze s binarni reprezentaci vstupnich a vystupnich dat. Jako
ptenosova funkce se u klasického perceptronu tedy pravé diky tomu, Ze pracoval
s dvouhodnotovou reprezentaci dat, pouziva dvouhodnotova nebo Heavisideova funkce.
Pokud se pracuje s hodnotami 0 a 1, vyuziva se dvouhodnotova pienosova funkce. Ale u
nékterych jinych typu siti se pracuje s hodnotami -1 a 1 a proto se pracuje se znaménkovou

funkci.

1.4.2 Rosenblattiiv perceptron

Tato sit’ vznikla vroce 1957. Jeho autorem je F. Rosenblatt. Ten pii tvorbé tohoto
perceptronu vychazel s fyziologické stavby lidského oka. To je vlastné tvofeno matici
svétlocitlivivych €idel. Ty jsou napojeny na specidlni buiiky, které umi rozezndvat urcité
typy vzord. Builkky se nazyvaji démony. Tyto démony jsou spojeny s dalS§imi buitkami,

které reaguji jenom pokud dosahne jejich podrazdéni urcité tirovné vzruchu.

Proto Rosenblatt vytvotil sit’” kopirujici fyziologickou strukturu stavby lidského oka. Tato
sit’ je tedy tfivrstva. Prvni vrstva je vstupni a funguje jako rozvétveni. Tato vrstva mapuje
matici, tedy dvourozmérné pole Cidel a ptevadi ho na vektor hodnot. Tato vrstva je spojena
s prostfedni vrstvou, kterd plni funkci detektorti pfiznakti. Spojeni mezi detektory a vstupni
vrstvou je nahodné a vahy jsou konstantni. Ve tfeti, vystupni vrstvé jsou umistény
trénovani vahy na rozdil od piedchozich dvou vrstev vahy nastavuji. Proto se
Rosenblattova perceptronova sit’ klasifikuje jako jednovrstvad. Je mozno fict, Ze
Rosenblattv perceptron se od klasického McCulloch — Pittsova perceptronu lisi tim, Ze

kromé klasického perceptronu zahrnuje 1 ucici algoritmus [9].
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1.4.3 Minsky — Papert perceptron

Tento neuron, potazmo neuronova sit' vychdzi stejné jako Rosenblattiv perceptron
z klasického McCulloch — Pittsova neuronu. Minsky s Papertem maximalné zjednodusili
Klasicky perceptron a tim z n&j vytvofili jednovrstvou sit’. Pfednosti tohoto perceptronu je
relativni snadnost geometrické reprezentace adaptivniho procesu.

Pravé diky tomu, ze autoti kladli diraz na co nejvétsi jednoduchost, vyvstala otazka feseni
linearné neseparovatelnych problémil. Autofi se tim zabyvali ve své publikaci Perceptrons.
Diky tomu, ze jejich jednovrstva sit’ nebyla schopna feSit logickou funkci XOR, autofi
tvrdili, ze vSechny neuronové sit¢ nejsou schopny tento problém uspésné fesit. Diky tomu,
Ze Slo o0 uznavané odborniky, zacala se tato hypotéza obecné pfijimat a tim se do jisté miry

zastavil vyvoj neuronovych siti jako védniho oboru.

1.4.4 ADELINE - Adaptive Linear Neuron

I ptes Gtlum zdjmu o perceptrony a sité¢ perceptronového typu pokracoval jejich vyzkum a
vyvoj. Jednim z védcd, ktefi pokracovali ve vyzkumu, byl B. Widrow a tym lidi ze
Stanford University. Jako vétSina jejich pfedchudcid, vychazeli z formalniho modelu
perceptronu McCulloch — Pittse [11]. Stejn¢ jako v piipadé neuronové sité popsané
v predchozi kapitole 1.4.3, je odlisnost sit€¢ v tom, Ze obsahuje ucici algoritmus stejné jako

neuronova sit’ s kterou ptisli Minsky a Papert.

U klasického perceptronu je vstupem do uciciho bloku dvouhodnotovy vystup neuronu.
V ptipadé sit¢ ADELINE je vstupem uciciho bloku vnitini potencidl neuronu. Tento ucici

algoritmus je popsan podle [9] touto rovnici
wi;(E + 1) = wi; () + ne; @ () (5)
kde
e 1 jeucici koeficient
e Wij nastavované vahy neuronu
e % chyba perceptronu

Pro vypocet chyby perceptronu u sit¢ ADELINE se porovnava odchylka mezi vnitinim

staven neuronu a jeho potencialem. Toto je popsano rovnici

g; = d;(t) —s; () (6)
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kde
e % je chyba perceptronu
o d; skuteGny vnitini stav neuronu
e i vnitini potencial neuronu

Neuronova sitt ADELINE tedy vyuzivda pro adaptacni proces algoritmu, kdy se
minimalizuje Euklidova vzdalenost pozadované odezvy a vnitiniho potencidlu neuronu.

Tato minimalizace spadé to gradientnich metod.

NAAA

1.5 Neuronové sité s doprednym SiFenim

Model neuronové sité zalozeny na jednoznacné definovaném informacnim toku ve
struktute sité. Neexistuji zadnad spojeni vedouci z vys$i vrstvy neuronové sit¢ do vrstvy
niZsi. Nejsou definovana ani spojeni mezi prvky v jednotlivé vrstvé. Typicky se jedna o sit’
s jednou vstupni vrstvou, jednou skrytou vrstvou a jednou vystupni vrstvou. Toto je

minimdlni architektura sité¢ s dopfednym $itfenim.

Mezi nejznamé;jsi zastupce doprednych neuronovych siti patii neuronové sit¢ MADELINE,
vicevrstvé neuronové sité s algoritmem Back propagation ( zpétné Sifeni chyby) a také sité
typu RBF.

151 MADELINE

Tato sit’ je nejjednodussim zastupcem doptednych neuronovych siti. Jejim autorem je B.
Widrow. Sit' je vlastné zdokonalenim sit¢ ADELINE. Vlastni ndzev MADELINE je
zkratkou vytvofenou ze slov Multiple Adaptive Linear Element. Sit MADELINE je tedy
velmi podobna siti ADELINE. Rozdil je v jeji architektuie a také v principu uceni. Pracuje

pouze s binarnimi signaly.

V adaptivni fazi se vyuziva principu majority. Jestlize je vice jak polovina neuroni ve
skryté vrstvé nastavena na hodnotu +1, pak je vystupem neuronové sité€ +1. Neni — li tomu
tak, pak se na vystupu objevi hodnota -1. V pribéhu vybavovaci faze dochazi k adaptaci
vah u téch neuronti ve skryté vrstve, jejichz vnitini potencidl se nejvic blizi hodnoté 0. To
se opakuje tak dlouho, az je na vystupu poZadovana odezva. Tato neuronova sit’ si pro

vvvvvv

muze byt neuront vice.



UTB ve Zliné, Fakulta aplikované informatiky, 2010 24

1.5.2 Vicevrstva neuronova sit’ s algoritmem Back propagation

U této neuronové sité je jeji nazev odvozen od algoritmu uceni, ktery se da charakterizovat
jako zpétné Sifeni chyby v neuronové siti. Tento druh siti je v dnedni technické praxi
jednim z nejvice rozsifenych. Pravé vyvoj téchto neuronovych siti znovu nastartoval zajem

0 neuronove site.

vystupni vrstva

skryté wratvy

vatupni vstva

Obr. 9. Obecna struktura vicevrstvé dopfedné neuronové sité

Jak je patrné z obrazku (Obr. 9.) je obecné mozné tento druh neuronovych siti klasifikovat
jako vicevrstvou neuronovou sit,, ktera je slozena z McCulloch — Pitssovych neuroni jako
vykonnych prvka. U téchto neurond se pouziva jako aktivac¢ni funkce logisticka sigmoida.
To dovoluje pracoval se spojitymi hodnotami na vstupu i vystupu. Neurony jsou
V jednotlivych vrstvach kompletné propojeny. Funkcionalita sité je celkové postavena na
ucicim algoritmu Back Propagation, ktery byl ptivodné¢ objeven P. Werbosem a nasledné
znovu objeven a publikovan v knize Learning Internal Representation by Error

Propagation v roce 1986 autory Rumelhartem, Hintonem a Williamsem.
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1.5.2.1 Popis algoritmu Back propagation

Algoritmus Back propagation je itera¢ni proces. Jeho ¢innost je mozné podle [9] popsat

touto posloupnosti vykondvanych kroki

1.

2.

Inicializace sité

Predlozeni vzoru

Srovnani

Zpétné Siteni chyby a modifikace vah
Ukonceni vybéru vzoru z trénovaci mnoziny

Ukonceni adaptacni faze

V kroku 1. nazvaném inicializace se nastavuji vahy v neuronové siti na

néhodné hodnoty.

Krok 2., oznaceny jako predloZeni vzoru, je mozné chépat tak, Ze se na vstup
sit¢ pfivede vzor strénovaci mnoziny a pienese se pres vSechny vrstvy
neuronové sit¢ na vystup. To znamena, ze se prepocitaji vSechny vystupy

neurond smérem od vstupu k vystupu. Pro tento proces plati tyto vztahy:

(7)

So)=15e7e ®)

Nésleduje faze srovnavani, oznacena jako krok 3. Zde se pocita energie podle

vztahu (9) a také chyba vystupni vrstvy podle vztahu (10)

1 n
E=- ":Yi—di}z
2; (9)

82 = (di — "y’ (1—5F) (10)
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e V dalSim kroku dojde k modifikaci vah a zpétnému S§ifeni chyby. Pro vSechny

neurony ve vrstveé se vypocita:

ﬂwé.{t] =l @) + mﬂ.wﬂ-{t —-1) (11)

86};®) = 0l @Y ) + ahel; ¢ — 1) (12)

Poté podle vztahu (13) dojde ke zpétnému Siteni chyby do vrstvy lezici blize

vstupu.

ght =y (1-y1) Z Wi OR
kT1 (13)
Poslednim procesem vykonanym v kroku 4. je modifikace vah. To se déje podle

vztahii (14) a (15)

wi; ¢ +1) = w; () + dw; (@) (14)

0i(t +1) = 0;(t) + A6} ) (15)
Krok 4. se pakuje pro vSechny vrstvy sité od vystupni vrstvy(! =0 ) az po
vstupni vrstvu. Pokud se zpracovava skryta vrstva nejbliZze vstupni vrstve,
nahradise % - v rovnici (11) za odpovidajici vstupni hodnotu, tzn. za *;.

e Ukonceni vybéru vzorti ztestovaci mnoziny testuje, zda byly ptedlozeny
vSechny vzory. Pokud ne, vraci se algoritmus na krok 2. Jinak se pokracuje

krokem 6.

e Pokud byla chyba za posledni epochu mensi nez v pfedchozi, ukoncuje se cely
chod algoritmu. Pokud se vycerpal pocet epoch, opét se ukoncuje chod

algoritmu. Jinak se algoritmus vraci na krok 2.
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Obr. 10. Typicky prabéh chyby béhem uéeni pomoci Back propagation —

ptevzato z [11]

Existuje nékolik variant tohoto algoritmu, které maji za cil zlepsit jeho Cinnost a zrychlit
proces uceni. Jako zastupce modifikaci algoritmu Back propagation je mozné uvést

Quickprop, Maxprop, Fast — Learning.

1.5.3 Neuronova sit’ RBF

Tento typ neuronové sité je do jisté miry konkurentem vicevrstvych neuronovych siti
perceptronovského typu. Neuronova sit’ RBF typicky obsahuje vstupni, vystupni a jednu
skrytou vrstvu. Ve skryté vrstvé jsou obsazeny neurony typu RBF, ve vystupni vrstvé jsou
neurony perceptronovského typu. Propojeni mezi prvky v siti byva uplné. Struktura sité je
na obrazku (Obr. 11.):
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L

Vstupni vrstva Vystupni vrstva
Skryvta vrstva - funkee
radialnich bazi

Obr. 11. Struktura RBF sit&

Tento typ siti, vyuziva na rozdil od perceptronovskych u neuronii ve skryté vrstvé jako

svou aktiva¢ni funkci Gaussovu funkci. Podle [9] jsou neurnony RBF reprezentovany

¥ = I Ge; —c:)*
; (16)

y*=eo? (17)

pomoci nésledujicich vztaht:

Popis chovani RBF neuronu je rozlozen na tyto dvé rovnice. Prvni rovnice odpovida
vypoctu vnitiniho potencialu a druhd popisuje aktivacni funkci neuronu. Vnitini potencial
je reprezentovan vzdalenosti mezi vstupnim vektorem a vektorem C. Pouziva se
Euklidovska metrika, diky niZ jsou vstupni data rozloZzena pro konstantni hodnotu ¢
symetricky kolem jediného bodu. Vektor C se oznacuje jako prototyp. Reprezentuje

urc¢itou podmnozinu vstupnich dat, kterd mam tvar shluku.
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Proces uceni u siti RBF se sklada ve své podstaté ze dvou fazi. V prvni fazi se zpracovavaji

—

jen vstupni data bez ohledu na vzory. Uréi se vektor €, tedy prototyp a parametr &
urCujici strmost aktivacni funkce (Gaussova funkce). V nésledujici fazi uceni se
vypocitavaji vahy vystupnich neurontl. Jednim z pouzivanych algoritmil pro uc¢eni siti RBF

je K —meas algoritmus nebo jeho adaptivni verze.

Tyto typy siti se pouzivaji jak na klasifika¢ni tillohy, tak na ulohy aproximacniho typu.
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2 EVOLUCNI ALGORITMY

Evolu¢ni algoritmy hledaji svou inspiraci v pfirod€. Prvni evolu¢ni algoritmy Cerpaly
inspiraci z Darwinovi teorie evoluce a zakladi genetiky. Prvni evolu¢ni algoritmus, ktery
vznikl, nese nazev geneticky algoritmus. U evolu¢nich algoritm se bézné¢ pouziva
terminologie zndma z biologie, jako naptiklad chromozom, genotyp, fenotyp a podobné.
Myslenkovou podstatou evolucnich algoritmii je vlastné napodobovéani zusSlechtovani
kvality populace béhem jeho genera¢niho vyvoje. Jedinci z populace — rodice, tvoii
potomky. Zkouma se vhodnost potomka — stejné jako v redlném svéte, kde se uplatni
pouze jedinci nejlépe vybaveni pro pteziti v daném prostiedi (pfi prevedeni do svéta
evolucnich algoritmi je toto posuzovano z hlediska ohodnoceni ucelové funkce). Cely

evoluc¢ni cyklus je mozné znazornit takto:

Vygenerovani prvoini populace
- nahodné

Ohodnoceni kvality rodicl

Definovani parametr EA podle hodnoty Géelové funkce
-Ukonéovaci

-fidici

Nahrazeni staré populace |——| Viber rodict podie uréitych
novoU kriteniii

NapInéni nové populace Tvorba potomki
wybranymi nejlepsimi jedinci

N\ /

Viybér nejlepsich jedincu
- potomkil i rodiéd

Mutace potomkil

Ohodnoceni kvality potomku

Obr. 12. Cyklus evolu¢niho algoritmu

Z obrazku (Obr. 12.) je patrné, ze pro vybér jedinct, at’ jiz rodi¢l nebo potomk, hraje
zasadni roli jejich vhodnost. To znamena ohodnoceni jejich ucelové funkce. Ptikladem

muze byt aplikace evolu¢niho algoritmu na hleddni minima funkce. Tady je jasné, ze
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jedinci, jejichz hodnota ucelové funkce bude velkd, nebudou t€émi pravymi kandidaty na
tvlirce nové populace. Pii tvorbé nové populace hraje také vyznamnou roli to, v jaké miie
dochazi k mutaci potomku. Tento jev se podepisuje velmi vyrazné na kvalité celé
populace. Existuji v zasadé¢ dva rizné piistupy K tomuto aspektu. Je mozné vyuZivat
mutaci pouze v malé mife, ale s velkou pravdépodobnosti. Tim vznikaji jedinci s jenom
velmi mirn¢ odlisSnymi vlastnostmi. Druhou variantou je aplikovat mutaci méné Castéji, ale
s vétSim vlivem na zménu parametrii. Ob¢ varianty jsou ovS§em meznimi ptipady. Ve velké
mife je nutné s nastavenim miry a cetnosti mutace experimentovat. Jeho nevhodnym

nastavenim je mozné celou populaci velmi snadno znicit.

Evolu¢ni algoritmy jsou relativné nové, co se tyka jejich stafi. OvSem vznikla jich cela
fada. Jako zastupce je mozné uvést algoritmus SOMA, Diferencialni evoluce, Ant Colony
Optimalization, Scatter Search, Particle Swarm, genetické programovani a dalSi. Tyto
algoritmy nasly fadu uplatnéni. Podle [10] je jednou z alternativ uplatnéni evolu¢nich
algoritmit vytvoreni jakéhosi mostu mezi algoritmy, které jsou sobéstacné a témi, které
potiebuji pro svilij béh lidskou obsluhu. Jako nejperspektivnéjsi z evoluénich algoritmi se
jevi genetické programovani, které misto hledani feSeni regresnich funkci hledd samotné

regresni funkce a jejich parametry.

2.1 Populace

Pro oba nize popsané evolucni algoritmy je tento pojem velmi dilezity, jelikoz jejich
¢innost je na praci s populaci jedincii zalozend. Protoze je tvorba populace pro oba stejna,
je popséna samostatné v této kapitole. Populace je vlastné mnozina vSech jedinct, kterou
lze reprezentovat jako matici. Ve sloupcich jsou jedinci a fadky predstavuji argumenty
ucelové funkce. Ke kazdému jedinci je také pfidana hodnota tcelové funkce. Ta fika, jak je

jedinec vhodny pro ucast na tvorbé nové populace [10].

Diive nez se populace vytvaii, musi byt nadefinovan vzorovy jedinec — tzv. Specimen. Ten
urcuje jak budou jedinci ve vytvofené populaci vypadat. Typicky obsahuje informaci o tom,
nejvyssi hodnotu, ve které se jednotlivé parametry jedince mohou pohybovat. Ptikladem
takové definice mize byt tento symbolicky zépis {Real,{Dolni,Horni}}. Takto definovany
vzorovy jedinec bude mit parametry realného charakteru, které se budou pohybovat
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v mezich Dolni a Horni. Spravna definice hranic intervalu pfispiva k odstranéni

nevhodnych nalezenych feseni (napt. fyzikalné nerealizovatelnych).

2.2 SOMA

Samo — Organizujici se Migrac¢ni Algoritmus, SOMA existuje od roku 1999. Principidlné
je zaloZen na genetickych algoritmech. Pivodni myslenka, ktera vedla k jeho vytvofeni,
spoc¢iva v napodobeni chovani skupiny inteligentnich jedinct, ktefi spolu kooperuji pfti

feSeni spole¢ného problému, jako je napiiklad hledani zdroje potravy apod. [1].

Algoritmus SOMA je, jak bylo uvedeno vySe, zaloZzen na principech genetickych
algoritmu. Ale jelikoz je inspirovan chovanim inteligentnich jedinct, je mirné odliSny od
ostatnich evolu¢nich algoritmu. Hlavni odliSnost spociva v tom, ze novy jedinci (feSeni)
nevznikaji kiizenim rodicl, ale pomoci kooperativniho prohledani prostoru moznych
feSeni. Samoorganiza¢ni vlastnost algoritmu je dana tim, Ze se jedinci za béhu algoritmu
mohou spojovat do skupin, ty se mohou opétovné rozpadat, a tim se vlastn¢ ovliviiuji
vSichni jedinci sami navzajem. Tim se dosahuje toho, Ze si populace sama organizuje
pohyb jedincli v prostoru feSeni problému. Z toho je pravé odvozeno slovo samo —

organizujici se v nazvu algoritmu.

2.2.1 Princip algoritmu SOMA

Podle toho, co bylo uvedeno vyse, SOMA napodobuje chovani inteligentnich jedinci, ktefi
spolu dohromady tesi n¢jaky problém. Tento pfistup je mozné nazvat jako konkurencné -
kooperacni. Toto chovani je v pfirod¢ pfitomné na kazdém kroku, at’ uz jde o smecku vikii,
nebo vceli roj. Podstata je v tom, Ze spolu jedinci soutézi do té doby, nez najdou nejlepsi
feSeni — napft. nejlepsi zdroj potravy. Tyto jevy se daji popsat jako konkurencni faze a
kooperacni faze. V konkurencni fazi se kazdy jedinec snazi ziskat co nejlepsi feSeni — opét

napt. zdroj potravy, v kooperacni fazi si jedinci pfedaji informace a vyuziji poznatkl

vvvvvv
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2.2.2 Parametry algoritmu SOMA

Cely béh algoritmu je ovliviiovan pomoci jeho parametrii. Ty urcuji jak kvalitni bude jeho

béh. Je nutné mit urc¢itou znalost o vyznamu parametrti, protoZe ty se musi volit jesté pred

spusténim algoritmu. Nevhodné nastaveni vede k tomu, Ze vysledky algoritmu by mohly

zustat daleko za o¢ekavanim.

Parametr Doporuceny rozsah | Druh parametru
PartLength [1,5;5>] Ridici parametr

Step [0,11;PathLength] Ridici parametr

PRT [0;1] Ridici parametr

D Dané problémem Pocet argumentt u¢. funkce
PopSize [10;voli uZivatel] Ridici parametr

Migrace [10;voli uZivatel] Ukonéovaci parametr
MinDiv [voli uZivatel] Ukoncovaci parametr

Tab. 2. Parametry algoritmu SOMA — pievzato z [1]

PathLength - Tento parametr je dileZity pro pohyb jedince v prostoru moznych
feSeni. Parametr fika, v jaké vzdalenosti se jedinec zastavi od vedouciho jedince
v daném migraénim kole — tzv. leadera. Pokud je nastaven tento parametr na
hodnotu 1, jedinec se zastavi na pozici leadera, pfi nastaveni tohoto parametru na
hodnotu 2 dochazi k tomu, Ze se jedinec zastavi na pozici stejné vzdalené od
leadera, jakd byla jeho vzdalenosti k leaderovi v dobé startu jedince. Pokud se
parametr nastavi na ¢isla mensi nez 1, dojde k degeneraci algoritmu, protoZe bude

nalezené extrémy budou pouze lokalni. Jako dostate¢na se podle [1] jevi hodnota 3.

Step - Parametr Step uréuje, s jakou jemnosti se bude prohledavat plocha moznych
feSeni. Pfi znalosti prohledavaného prostoru, pii védomi toho, ze se jednd o
jednoduchou funkci, je mozné pro zrychleni chodu algoritmu zvolit hodnotu
multimodalni funkci s velkym po¢tem lokalnich extrému, je vhodné zvolit parametr
Step mensi, ¢imz se zabezpeci to, ze plocha feseni se bude prohledavat dikladnéji.
Je vhodné zvolit hodnotu parametru tak, aby nebyla celoCiselnym nasobkem
vzdalenosti mezi leaderem a aktualnim jedince. Pokud by tomu tak bylo, mohlo by
to ovlivnit chod algoritmu negativnim zpisobem. Mohlo by dojit k tomu, Ze jedinci
by byli vtazeni do lokalniho extrému. Proto je vzdy lepsi volit hodnoty jako
naptiklad 0.11 nez 0.1.
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PRT - Tento parametr reprezentuje tzv. pertubaci. Tedy proces, podobny mutaci u
ostatnich evoluc¢nich algoritmu. Technicky vzato se jedna o stejny princip, ale
parametru algoritmu a s jeho nastavenim stoji a pada jeho vykonnost. Nastavenim
tohoto parametru je mozné algoritmus SOMA degradovat na obycejny
deterministicky algoritmu, ktery zvladne vyhledavat pouze lokalni extrémy. Tento
jev nastane, pokud nastavime parametr PRT na hodnotu 1. To vyplyva z rovnice,

ktera plati pro vypocet pertubacniho vektoru.
F=7 +m t PRTVector (18)

Optimalni hodnota nastaveni tohoto parametru je nékde okolo 0,1. Pokud je prostor
feSeni tvofen jednoduchou funkci, je opét mozné pro zrychleni chodu algoritmu
nastavit PRT na hodnotu od 0,7 — 1,0.

D — tento parametr reprezentuje dimenzi konkrétniho problému feSeného pomoci
SOMA algoritmu. Jinymi slovy uddva pocet argumentli optimalizované ucelové
funkce. Jako parametr je ddm samou podstatou problému a jeho zména je mozna
jen tehdy, pokud by se cely problém pieformuloval a doslo by ke zméné poctu

argumentl ucelové funkce.

PopSize — parametr PopSize uréuje, kolik jedincti bude mit populace, ktera se bude
podilet na béhu SOMA algoritmu. Velikost populace by méla odpovidat dimenzi.
Pro komplikované problémy se voli hodnota parametru jako 0,2 — 0,5 nasobek
parametru D. Je mozné tento parametr nastavit pfimo na hodnotu parametru D. Pro
optimalni béh celého algoritmu by neméla hodnota tohoto parametru klesnout pod
10. Pii volbé PopSize na hodnotu 2 opét dojde k degradaci algoritmu na obycejny

deterministicky algoritmus.

Migrace - migrace vyjadiuje, kolik probéhne cykli SOMA, ve kterych dojde
K pfeorganizovani jedinci. Tento parametr je jednim zukoncovacich a je

ekvivalentem k parametru Generace z jinych evolu¢nich algoritmd.

MinDiv — DalSi z ukoncovacich parametri SOMA. Jeho hodnota udava, jakou
tolerujeme odchylku mezi nejlepSim a nejhorSim jedincem v populaci. Timto
parametrem muzeme zkratit béh celého algoritmu. OvSem jeho Spatnym

nastavenim muze dojit k destrukci celéeho algoritmu. ProtoZze pokud nastavime
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2.2.3

parametr ptili§ velky, dojde v prvnim migra¢nim kole ke splnéni podminky rozdilu
mezi hodnotou nejlepSiho a nejhorsiho jedince a cely algoritmus se zastavi, aniz by
dosSlo k nalezeni globalniho extrému. Jeho nastaveni na malou nebo zadpornou
hodnotu nehraje Zadnou zasadni roli. Dojde maximalné k tomu, Ze se vykona plny

pocet migraci.

Faze algoritmu SOMA

Algoritmus SOMA je podle [1] moZné popsat pomoci nékolika fazi, které se opakuji,

dokud nejsou naplnény ukoncovaci parametry:

1.

Nastaveni parametri. — V pocatecni fazi se nastavi vSechny parametry algoritmu,
které byly zminény v predeslé kapitole(2.2.2). Dale se také definuje Specimen, tedy
vzorovy jedinec, podle kterého se vytvoii populace. Také se definuje tcelova

funkce, pro kterou budeme hledat optimalni feSeni.

Vytvoieni nové populace. — Nova populace se vytvaii pomoci generatoru
nahodnych ¢isel. Podle Specimena se nahodné generuji hodnoty pro jednotlivé
parametry jedinci. Tyto nahodné generované hodnoty jsou vlastné parametry

ucelové funkce.

Migracéni kola. — Kazdé migra¢ni kolo za¢ina vybérem leadera — jedince s nejlepsi
hodnotou ucelové funkce. Nasledné se vSichni jedinci zacnou pohybovat smérem
k leaderovi. To, jak probiha pohyb je ovlivnéno pomoci parametri nastavenych
vbod¢ 1. Po ukonéeni pohybu se jedinci vraceji na pozici s nejlepsi hodnotou
ucelové funkce nalezenou béhem jejich pohybu k leaderovi. V této fazi se také
uplatiiuje pertubacni vektor. Ten ovliviiuj pohyb jedincu. Jedna se o tzv. pertubaci,
Tato vlastnost algoritmu zvySuje jeho robustnost diky tomu, Ze pohyb je vlastné

provadén po daleko vétsi hyperplose.

Testovani, zda byli naplnény ukoncovaci parametry. — Testuje se, jestli je
splnén parametr MinDiv, popiipadé zda bylo dosazeno hodnoty parametru

Migration. Pokud nejsou tyto pozadavky splnény, vraci se béh algoritmu na krok 3.

Ukonceni algoritmu. — V této fazi algoritmus vrati nalezené feSeni.
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Farametry SOMA FRT vektor, pro béh kazdého jedince je jiny
Step na If Rand < PRT then 1 else 0 -4 1
Mass 3 If Hand < PRT then 1 else 0 e a
PRT 0.1 If Rand < PRT then 1 else 0 - ]
AcceptedErrar 01 If Rand < PRET then 1 alse 0 - 1
Wigrations 1000 If Rand < PRT then 1 else O - a
[P 7 If Rand < PET then 1 else 0 - 1

Uelova funkce fix= Abs(Parametr 1)+ Abs(Parametr 2) +...+ Abs{Farametr &)
Aktivni jedinec Leader

Jedinec 1 Jedinec 2 Jedinec 3 Jedinec 4 Jedinec 5 Jedinec b  Jedinec ¥
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Farametr 3 A6 7a014| 51282894 | 11 347164 3 0795963 | 24 B5/6E9 | B0 241731 | 33 437248
Parametr4 || 72 48BE17) 15,080123| 2 316686 3 6713453| 5 8142407 ) 4 5385164 | 4 DAB2021

Parametr5 | 6316564| 5715574458 829537 26 510056| 12 43856| 23 91907 | 42271271
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t=10 =1 t=2 t=8 t=9 t=10
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Obr. 13. Jedno migraéni kolo algoritmu SOMA, pievzato z [1]
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2.2.4 Strategie SOMA

Pro algoritmus SOMA existuje nékolik strategii ve smyslu verzi. Jednotlivé verze jsou
podle [10] pIné porovnatelné ve vykonnosti nalezeni globalniho extrému. Tyto jednotlivé

strategie se lisi prevazné svym ptistupem k pohybu jedincti po dané hyperplose.

1. SOMA AllIToOne. — Tato strategie je vlastné popsana v predchozi kapitole.

Vsichni jedinci se v migra¢nim kole pohybuji smérem k leaderovi.

2. SOMA AlIToAll. — Strategie AlIToAll je zaloZzena na tom, Ze neexistuje Zadny
leader a vSichni jedinci se pohybuji smérem ke vSem jedincim. Vypocetné
naro¢néj$i varianta SOMA, ale s vétsi pravdépodobnosti nalezeni globalniho

extrému.

3. SOMA AllToAllAdaptive. — Podobné strategie jako SOMA AlIToAll. Rozdil je
Vtom, ze se jedinec se posunuje na nejlepsi pozici uz béhem jedné migrace

K ostatnim a ne az po skon¢eni migraci ke v§em ostatnim.

4. SOMA AllToOneRand. — Tato strategie ma podobnost ze SOMA AllToOne. Je
zde také leader. Ten se ovSem nevybira podle ohodnoceni ucelové funkce ale

nahodné.

5. SOMA Clusters. — Tato modifikace je pouzitelna se vSemi piedchozimi
strategiemi. Jeji podstata leZi vtom, ze se jedinci rozdéli do svazku(clusters) a
v téchto svazcich probiha algoritmus SOMA. Svazky se mohou rozpadat nebo

spojovat.

2.3 Diferencialni evoluce

Diferencialni evoluce ma svij ptvod v simulovaném Zihani, které vyvinul Kenneth V.
Price. Diky tomu, Ze se Kenneth V. Price rozhodl spolupracovat s Dr. Rainierem Stormem
na feSeni slozit&jSich problémui, zacalo se jeho genetické zihani ménit. Z bindrni
reprezentace presel na dekadickou a proto zaménoval logické operace za vektorové. Tim

se stal ze simulovaného Zihani nastroj vhodny pro numerickou optimalizaci.

Po aplikovani vySe uvedenych zmén Keneth Price objevil tzv. diferencialni mutace.
Diferencidlni mutace znamena pficteni diference dvou ndhodné vybranych vektori
k vektoru tfetimu. Pozdé&ji se pfidaly metody selekce z genetického Zihani a tak vznikla

prvni verze diferencialni evoluce
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2.3.1 Parametry diferencialni evoluce

Stejné¢ jako u vSech ostatnich evolu¢nich algoritmi, je kvalita diferencialni evoluce

krucialné zavisla na nastaveni parametrii algoritmu. U diferencidlni evoluce se konkrétné

jednd o velikost populace oznacované jako NP, mutacni konstantu F, prdh kiizeni CR a

pocet kol slechtéeni populace, oznaCovany jako Generations. Podrobnéjsi vysvétleni

jednotlivych parametrti a doporuceni hodnot pro jejich nastaveni je uvedeno v nasledujici

tabulce.
Parametr Doporudeny rozsah | Druh parametru
D Dané problémem Pocet argumentt u¢. funkce
NP 10D Velikost populace
F 0,3-0,9 Mutacéni konstanta
CR 0,8-0,9 Prah kiizeni
Generations Voli uZivatel Pocet kol Slechténi populace

Tab. 3. Parametry diferencialni evoluce — pievzato z [1]

Velikost populace NP. - Tento parametr udava, kolik jedincti bude obsazeno
Vv populaci. Nastaveni tohoto parametru Casteéné vychazi ze znalosti algoritmu.
Jako doporucend hodnota se uvadi 10ti nasobek dimenze problému. Nastavenim
tohoto parametru je mozné ovlivnit nejen rychlost béhu, ale zasadné i kvalitu chodu
algoritmu. Pokud zvolim nizkou hodnotu tohoto parametru, bude mensi vybér pii
tvorbé populace. Pokud bude ovSem populace velkd, zvétsi se ¢as vynaloZzeny na
tvorbu nové populace. Jak je uvedeno v tabulce (Tab. 3.), doporu¢enou hodnotou
je desetinasobek dimenze problému. Pro vysoce multimodalni funkce je vSak dobré
uvazovat o hodnoté¢ 100 D. Jak je patrné, je nastaveni tohoto parametru velmi
variabilni. Jedinou hranici je ovSem nastaveni parametru NP na hodnotu vétsi nez

4. Pokud se nastavi mensi hodnota, piestava algoritmus pracovat.

Mutaéni konstanta F. — Mutacni konstanta je fidicim parametrem algoritmu. Hraje
dalezitou roli pfi tvorbé novych jedinci, jelikoZ se uplatituje pii tvorbé

diferenciaéniho vahovaného vektoru.
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Prah k¥iZeni CR. — Préh kiizeni je dalSim fidicim parametrem. Timto parametrem
ovliviiujeme, do jaké miry probihd kifizeni mezi jedinci v populaci. Pfi nastaveni
parametru CR na hodnotu nula dochazi ktomu, Ze se mutace nedostane do
zkuSebniho jedince a diky tomu bude ¢istou kopii aktualniho rodi¢e. Z toho
vyplyvd, Ze se proces evoluce zastavil. Pokud naopak nastavime hodnotu CR na 1,
bude se zkuSebni jedinec vytvaret pouze ze tii nahodné vybranych rodi¢i, a tim se
cely algoritmus degraduje na ndhodné prohledavani. Proto je vhodné, aby parametr
téchto hodnot nikdy nenabyval. Jeho nastaveni také souvisi se separabilitou feSené
funkce. Pokud je funkce separabilni, pak by se prah kiizeni m¢l volit jako hodnota
blizka 0 a naopak, pokud jde o funkci, kterd neni separabilni, mél by uzivatel volit

hodnotu prahu ktizeni blizkou 1.

Parametr Generations. — Udava pocet evolucnich cykli, tedy pocet generaci,
béhem kterych se populace vyviji. Tento parametr slouzi jako ukoncovaci. Po

probéhnuti vSech generaci cely b¢h algoritmu skon¢i.

2.3.2 Faze algoritmu diferencialni evoluce

Cely béh algoritmu [10] je mozné brat jako posloupnost generaci, jejichz cilem je

vyslechtit co nejlepsi populaci z hlediska ti¢elové funkce.

1. Definovani parametri. — Pfred zapocetim béhu celého algoritmu se provede

nastaveni parametrii popsanych vySe. Nadefinuji se hodnoty F, CR, NP a
Generations. Nezbytné je také definovani prototypu jedince. Oznacuje se jako tzv.
Specimen, ktery udava, v jakém oboru ¢isel se budou jedinci pouziti pro béh

algoritmu pohybovat.

Vytvoieni populace. — DalSim nezbytnym krokem je také tvorba populace. Ta se
vytvaii podle prototypového jedince — Specimena. Muzeme tedy fict, Ze populaci
tvofi mnozina vektort.

Cyklus generaci. — V jedné generaci se vybira jeden jedinec za druhym aZ do

konce populace. Nasleduje proces generaci. Pro kazdého jedince se provede

evolu¢ni cyklus.

Evoluéni cyklus. — Tento cyklus sestdva z nékolika ¢innosti. Zjednodusen¢ fe¢eno

je mozné fict, Ze pro kazdého jedince probéhne mutace a kiizeni. Vysledny jedinec
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se porovnava s hodnotou tcelové funkce a do nové populace se piebiraji jen jedinci
s lepSimi vlastnostmi. Proces mutace je jako u ostatnich evolu¢nich algoritmt tim
kazdého jedince se nahodné vyberou tii rtizni jedinci z populace. Z nich se vytvoii
tzv. Sumovy vektor, ktery je mutaci kombinace vyse zminénych tii rodici. Mutace
je provedena tak, Zze se prvni dva nahodné vybrané vektory — rodice od sebe
odecCtou. Vznikne diferencéni vektor. Ten se vyndsobi muta¢ni konstantou F.
Vektor, ktery dostaneme jako vysledek piedeslé operace, se pficte ke zbyvajicimu,
tietimu rodi¢i. Po mutaci nasleduje proces kiizeni. To je na rozdil od dalSich
evolu¢nich algoritmt specifikum diferencidlni evoluce. Proces kiizeni lze tedy
popsat jako kombinace nepouzitého ctvrtého jedince a Sumového vektoru. Tim se
vytvoii novy jedinec populace. Nazyva se zkuSebni jedinec — vektor. Zde se
uplatituje prah kiiZzeni CR. Porovnavaji se odpovidajici parametry ¢tvrtého jedince
a Sumového vektoru tak, Ze pomoci srovnani nahodné generovaného cisla a

hodnoty v CR se piebira parametr bud’ z ¢tvrtého jedince, nebo z Sumového

vektoru.

5. Test na spIlnéni ukoncovacich parametra. — Po prob&hnuti celé jedné generace se
testuje, jestli se nenaplnily ukonCovaci parametry. Jelikoz je diferencialni evoluce
ukoncena na zéklad€ parametru Generations, tak se testuje, zda prob&hl uZivatelem

nastaveny pocet generaci.
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Farametr 3
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Pararnetr &
Farametr G

'

Pararnetr 1
Pararnetr 2
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Pararnetr 4
Farametr &
Pararmetr B

Obr. 14. Jeden evolu¢ni cyklus diferencialni evoluce, pievzato z [1].
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II. PRAKTICKA CAST
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3 SROVNANI KVALITY UCICIHO PROCESU NEURONOVYCH
SIiTi POMOCI KLASICKYCH METOD A EVOLUCNICH
ALGORITMU

V praktické ¢asti diplomové prace jsem se zabyval srovnanim kvality procesu uceni
neuronovych siti z hlediska klasifikace. Pro testovani jsem hledal vhodnéa data, na kterych
bych mohl provést zamyslené srovnani. VyuZil jsem souboru dat od L. Prechelta z Fakulty
Informatiky University v Karlsruhe, dostupného na této adrese: http://digbib.ubka.uni-
karlsruhe.de/volltexte/39794. Tento soubor dat obsahuje 15 rizny problémi z 12 rtiznych
oblasti. Kazdy soubor dat pro jednotlivy problém obsahuje realna data. Ta jsou pfipravena
ve formatu, ktery lze pfimo vyuZzit pro uceni neuronovych siti. Soucasti celého souboru dat
je 1 dokument obsahujici vysledky test, které byly provedeny piimo na Université
v Karlsruhe. Jsou v ném obsazeny také informace o tom, jak testovani probihalo a co se
vyhodnocovalo. Zamérem autora tohoto souboru dat bylo poskytnout zajemciim, kteti by

chtéli testovat svoje sité platformu, na které by to mohli provést.

V této praci jsem ovSem srovnavani s vysledky uvedenymi ve zminéném dokumentu
neprovedl. Vyuzil jsem toolboxu Neural Networks v programu Matematica 5.2 pro
vytvoieni vlastnich referencnich vysledkii. Ze zminénych 15 problémi jsem si zvolil 4,
a to problém pojmenovany jako Cancer, Card, Diabetes a Horse. Kazdy problém obsahuje
tf1 rizn€ permutované soubory dat pro testovani. Prvni z nich jsem pouZil pro ucici proces
a na dal$ich dvou jsem provedl testovani. Nasledné jsem vyhodnocoval chybu, s kterou

byla naucena sit’ schopna klasifikovat predlozené testovaci soubory dat.

Pro testovani vtoolboxu Neural Networks jsem zvolil Feedforward Network, tedy
vicevrstvou sit’ s ucicim algoritmem Back propagation. Pro testovani efektivity uceni
s vyuzitim evolu¢nich algoritmt, konkrétné SOMA a diferencialni evoluce, jsem pouzil sit’

s jednou skrytou vrstvou.


http://digbib.ubka.uni-karlsruhe.de/volltexte/39794�
http://digbib.ubka.uni-karlsruhe.de/volltexte/39794�
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3.1 Pouzité neuronové sité v toolboxu Neural

Pro nalezeni vysledk, které bych mohl pouzit jako referenci pro srovnani procesu uceni za
pomoci evoluénich algoritmti, jsem vyuzil v toolboxu Neural Network v prostiedi
Mathematica 5.2 sit’ Feed forward network, tedy doptfednou sit’ s jednou skrytou vrstvou.

Pocet neuront ve skryté vrstveé jsem urcil podle vztahu(19):

Nskr'}'tiz Jsttu'p * Nu}'stu*p (19)
kde
J Nsirysa  — podet neuronti ve skryté vrstvé (zaokrouhleno na celé &islo)
o Nustup — pocet neuronil ve vstupni vrstve
o Nuystup — pocet neuronil ve vystupni vrstveé

Jako aktivacni funkci ve vystupni vrstvé jsou zvolil linedrni funkci. Uceni probiha pomoci

algoritmu Back propagation. Pro jeho béh jsem zvolil 50 iteraci.

3.2 Zvolené evolucni algoritmy

Pro tuto préci jsem pouZil algoritmus SOMA a diferencialni evoluci. Pomoci nich se hleda
optimalni nastaveni vah neuronové sité. Bylo tedy nutné vytvotit ucelovou funkci ktera by

odpovidala soustavé optimalizovanych vah.

3.2.1 SOMA

Byla pouzita strategie AllIToOne algoritmu SOMA. Pro tento algoritmus byly pouzity tyto

konkrétni hodnoty parametru:

Problém
Parametr Cancer Card Diabetes Horse
PartLength 3.0 3.0 3.0 3.0
Step 0.11 0.11 0.11 0.11
PRT 0.3 0.3 0.3 0.3
D 50 542 46 809
PopSize 60 60 60 60
Migrace 10 12 12 12
MinDiv 0.1 0.1 0.1 0.1

Tab. 4. Pouzité hodnoty parametrt algoritmu SOMA pfi testovani
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3.2.2 Diferencialni evoluce

Pouzita verze diferencialni evoluce se oznacuje jako Rand1Bin. Pro testovani byly pouzity

tyto hodnoty parametrt:

Problém
Parametr Cancer Card Diabetes Horse
D 50 542 46 809
NP 60 60 60 60
F 0.8 0.8 0.8 0.8
CR 0.8 0.8 0.8 0.8
Generations 250 300 300 250

Tab. 5. Pouzité hodnoty parametri diferencialni evoluce pii testovani

3.3 Tvorba ucelové funkce

Pro korektni ¢innost evolu¢nich algoritmli bylo nutné zvah neuronové sité vytvorit
ucelovou funkci. Nasledné¢ by SOMA a diferencialni evoluce hledaly optimalni nastaveni
vah tak, aby nalezly jedince s nejlepsi hodnotou ucelové funkce. To znamena jedince
s minimalni hodnotou, protoze hodnota ucelové funkce zde predstavuje chybu sité. Pro

vytvofeni této ucelové funkce byl pouZit tento kod (Obr.15):

CostFuncticn[vahy ] :=
Module[{}, bestjedinec = vahy; w2 = vyplodvahyl [vahy, pocetvstupn, skryte, pocetvystupu] ;
neuronkavystup = DejHodnotyVystup [vstupy, w2, neurconfee];
ov = Total [Table[Total [Abs [nenrcnkavystup[[i]] - vystupy[[1]1]1]1], {1, Length [vystupy]}1]:
jedinechAbort = {cv, vahy}; pocitadlo++; If[cv < chyba, Abort[]];
Return[cv]]

Obr. 15. Konstrukce ucéelové funkce

3.4 Testované problemy

3.4.1 Soubor dat Cancer

Tento problém se zabyva testovanim diagnostikovani rakoviny prsu. Pivodné byl vytvotren
Dr. Williamem H. Wolberem z University of Wisconsin Hospital v Madisonu. Tento
testovaci soubor dat obsahuje 9 vstupt, 2 vystupy a celkové 699 vzorkl. VSechny vstupy
jsou ve spojité podobé. Na zakladé informaci mikroskopického vySetfeni bunék se testuje,

zda je ptedlozeny vzorek benigni nebo maligni.
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3.4.2 Soubor dat Card

Dalsi testovaci soubor odrazi problém piijmuti nebo odmitnuti kreditni karty bankou nebo
podobnou instituci. Vstupni hodnoty odraZi realna data z existujicich kreditnich karet.
Vystupni data vypovidaji o tom, zda banka kartu pfijme nebo ne. Jednotliva vstupni data
nejsou popsana z divodu utajeni. Cely soubor dat obsahuje 51 vstupt, 2 vystupy a celkoveé
690 vzorkt. Vstupni parametry obsahuji mix spojitych parametrti s velkou hodnotou a
malou hodnotou. Soubor je také zatizen chybéjicimi vstupnimi hodnotami u 5% vzorki.
Tyto chybéjici vzorky byly nahrazeny konstantni hodnotou pfi vytvareni testovaciho

souboru.

3.4.3 Soubor dat Diabetes

Soubor dat Diabetes je zaloZzen na vyzkumu diagnézy indianti kmene Pima. Na zékladé
jejich osobnich dat (vék, pocet téhotenstvi) a vysledkli medicinskych testli (napt. krevni
tlak, BMI, vysledek krevniho testu atd.) do$lo k rozhodnuti, zda je diagnostikovan diabetes
nebo je vysledek negativni. Testovaci soubor obsahuje 8 vstuptli, 2 vystupy a 768 vzorki.

VSechny vstupni hodnoty jsou spojité.

3.4.4 Soubor dat Horse

Tentokrat se soubor dat zabyva odhadem vyvoje zdravotniho stavu koni majicich koliku.
Odhaduje se, zda kin pieZije, umie, nebo bude muset podstoupit eutandzii. Zminény
soubor dat obsahuje 54 vstupi, 3 vystupy a celkem 364 vzorkd. Tento soubor je zatizen
velkym poctem chybéjicich hodnot. Ty byly nahrazeny implicitné pii tvorbé testovaciho

souboru.

3.5 Vysledky uéeni

Jako wvysledek ucCeni jsem uvazoval chybu, respektive UspéSnost vybavovaci faze
neuronové sité¢ pro jednotlivé tfidy, a celkovou chybu. Testovaci mnoziny piedstavovaly

permutované trénovaci mnoziny.
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3.5.1 Soubor dat Cancer

1. Testovani neuronové sité naucené v toolboxu Neural Networks v prostiedi
Mathematika 5.2

Znazornéni vyvoje stiedni kvadratické chyby na poctu iteraci:

FMEE

L L 1 1 n n n i
0 1 Z 2 3 5 & 7 3 3 10 11 1z 1z
Iferations

Obr. 16. Vyvoj RMSE bé&hem iteraci — problém Cancer

Nejlepsi dosaZené vysledky uspéSnosti neuronové sité pri klasifikaci:

Ttida 1 Ttida 2 Celkova
[%] [%] [%]
Cancer2 100 100 100
Cancer3 100 100 100

Tab. 6. Procentualni GspéSnost sité pii klasifikaci Cancer — uc¢eni pomoci toolboxu Neural

Network
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2. Testovani neuronové sité naucené pomoci diferencialni evoluce

Bylo provedeno 5 experimenti. Vybral jsem ten s nejlepSimi vysledky.

Zobrazeni vyvoje nejlepSiho (modry pribéh) a nejhorSiho (Cerveny prubéh) jedince

v zavislosti na poctu generaci pro experiment s nejlepSimi dosazenymi vysledky (Obr. 17.):

150

100
Cost Value

Output of Mathematica DE version

History of the Best Individual

=0

100 150

Number of Generations

Obr. 17. Historie nejlepSiho a nejhorsiho jedince — Cancer (DE)

Nejlepsi dosaZené vysledky neuronové sité pri klasifikaci:

Ttida 1 Ttida 2 Celkova
[%] [%] [%]
Cancer2 97.93 96.94 97.28
Cancer3 97.93 96.93 97.28

Tab. 7. Procentualni uspésnost sité pii klasifikaci Cancer — u¢eni pomoci DE
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3. Testovani neuronové sité naucené pomoci algoritmu SOMA
Bylo provedeno 5 experimenti. Vybral jsem ten s nejlepSimi vysledky.

Zobrazeni vyvoje nejlepSiho (modry pribéh) a nejhorSiho (Cerveny prubéh) jedince

v zavislosti na poctu generaci pro experiment s nejlepSimi dosazenymi vysledky (Obr. 18.):

Output of Mathematica SOMA version
History of the Best Individual
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Obr. 18. Historie nejlepsiho a nejhorsiho jedince — Cancer (SOMA)

Nejlepsi dosaZené vysledky neuronové sité pri klasifikaci:

Ttida 1 Ttida 2 Celkova
[%] [%] [%]
Cancer2 97.51 98.91 98.42
Cancer3 97.51 98.91 98.42

Tab. 8. Procentualni uspésnost sité pii klasifikaci Cancer — u¢eni pomoci SOMA
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3.5.2 Soubor dat Card

1. Testovani neuronové sité naucené v toolboxu Neural Networks v prostiedi

Mathematika 5.2

Znazornéni vyvoje stiedni kvadratické chyby na poctu iteraci:

LMEE
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Obr. 19. Vyvoj RMSE bé&hem iteraci — problém Card

Nejlepsi dosaZené vysledky neuronové sité pri klasifikaci:

Ttida 1 Ttida 2 Celkova
[%] [%] [%]
Card2 100 100 100
Card3 100 100 100

Tab. 9. Procentualni Gspésnost sité pii klasifikaci Card — uc¢eni pomoci toolboxu Neural

Network
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2. Testovani neuronové sité nauc¢ené pomoci diferencialni evoluce

Bylo provedeno 5 experimenti. Vybral jsem ten s nejlepSimi vysledky.

Zobrazeni vyvoje nejlepSiho (modry pribéh) a nejhorSiho (Cerveny prubéh) jedince

v zavislosti na poctu generaci pro experiment s nejlepSimi dosazenymi vysledky (Obr. 20.):
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Obr. 20. Historie nejlepSiho a nejhorsiho jedince — Card (DE)

Nejlepsi dosaZené vysledky neuronové sité pri klasifikaci:

Ttida 1 Ttida 2 Celkova
[%0] [%] [%]
Card?2 96.44 67.44 83.00
Card3 96.61 78.05 89.00

Tab. 10. Procentualni uspésnost sité pii klasifikaci Card — u¢eni pomoci DE
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3. Testovani neuronové sité naucené pomoci algoritmu SOMA

Bylo provedeno 5 experimentii. Vybral jsem ten s nejlepSimi vysledky.

Zobrazeni vyvoje nejlepSiho (modry pribéh) a nejhorSiho (Cerveny prubéh) jedince

v zavislosti na poctu generaci pro experiment s nejlepSimi dosazenymi vysledky (Obr. 21.):

Output of Mathematica SOMA version
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. 21. Historie nejlepsiho a nejhorsiho jedince — Card (SOMA)

Nejlepsi dosaZené vysledky neuronové sité pri klasifikaci:

Ttida 1 Ttida 2 Celkova
[%] [%] [%]
Card2 89.30 89.57 98.40
Card3 89.30 89.58 98.42

Tab. 11. Procentualni Gspésnost sité pii Klasifikaci Card — uéeni pomoci SOMA
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3.5.3 Soubor dat Diabetes

1. Testovani neuronové sité naucené v toolboxu Neural Networks v prostiedi

Mathematika 5.2

Znazornéni vyvoje stiedni kvadratické chyby na poctu iteraci:
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Obr. 22. Vyvoj RMSE béhem iteraci — problém Diabetes

Nejlepsi dosaZené vysledky neuronové sité pri klasifikaci:

Ttida 1 Ttida 2 Celkova
[%0] [%0] [%]
Diabetes2 100 100 100
Diabetes3 100 100 100

Tab. 12. Procentualni GspéSnost sité pii klasifikaci Diabetes — uceni pomoci toolboxu

Neural Network
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2. Testovani neuronové sité nauc¢ené v pomoci diferencialni evoluce

Bylo provedeno 5 experimenti. Vybral jsem ten s nejlepSimi vysledky.

Zobrazeni vyvoje nejlepSiho (modry pribéh) a nejhorSiho jedince (Cerveny pribeh)

Vv zavislosti na poctu generaci pro experiment s nejlepSimi dosazenymi vysledky (Obr. 23.):
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Obr. 23. Historie nejlepsiho a nejhorsiho jedince — Diabetes (DE)

Nejlepsi dosaZené vysledky neuronové sité pii klasifikaci:

Ttida 1 Ttida 2 Celkova
[%] [%] [%]
Diabetes? 93.60 78.73 88.41
Diabetes3 93.60 78.73 88.41
Tab. 13. Procentualni Gspésnost sité pii klasifikaci Diabetes — u¢eni pomoci DE
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3. Testovani neuronové sité nau¢ené v pomoci algoritmu SOMA
Bylo provedeno 5 experimenti. Vybral jsem ten s nejlepSimi vysledky.

Zobrazeni vyvoje nejlepSiho (modry pribéh) a nejhorSiho (Cerveny prubéh) jedince

v zavislosti na poctu generaci pro experiment s nejlepSimi dosazenymi vysledky (Obr. 24.):
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Obr. 24. Historie nejlepsiho a nejhorsiho jedince — Diabetes (SOMA)

Nejlepsi dosazené vysledky neuronové sité pri klasifikaci:

Ttida 1 Ttida 2 Celkova
[%0] [%0] [%]
Diabetes2 94.60 88.43 92.44
Diabetes3 94.60 88.43 92.44

Tab. 14. Procentualni Gspésnost sité pii klasifikaci Diabetes — u¢eni pomoci

SOMA
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3.5.4 Soubor dat Horse

1. Testovani neuronové sité naucené v toolboxu Neural Networks v prostiedi

Mathematika 5.2

Znazornéni vyvoje stiedni kvadratické chyby na poctu iteraci:

FMEE
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Obr. 25. Vyvoj RMSE béhem iteraci — problém Horse

Nejlepsi dosazené vysledky neuronové sité pri klasifikaci:

Ttida 1 Ttida 2 Ttida 3 Celkova
[%] [%0] [%0] [%0]
Horse2 76.92 88.64 96.43 91.76
Horse3 76.92 88.64 96.43 91.76

Tab. 15. Procentualni Gspésnost sité pii klasifikaci Horse — u¢eni pomoci toolboxu Neural

Network
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2. Testovani neuronové sité nauc¢ené v pomoci diferencialni evoluce

Bylo provedeno 5 experimentt. Vybral jsem ten s nejlepSimi vysledky

Zobrazeni vyvoje nejlepSiho (modry pribéh) a nejhorSiho (Cerveny prubéh) jedince

Vv zavislosti na po¢tu generaci pro experiment s nejlepSimi dosazenymi vysledky (Obr. 26.):

150|

Cost Value 100

Output of Mathematica DE version

History of the Best Individual

100

Number of Generations

Obr. 26. Historie nejlepSiho a nejhorsiho jedince — Horse (DE)

Nejlepsi dosaZené vysledky neuronové sité pri klasifikaci:

Trida 1 Ttida 2 Ttida 3 Celkova
[%] [%0] [%] [%0]
Horse2 76.92 67.05 85.71 79.45
Horse3 76.92 67.05 85.71 79.45

Tab. 16. Procentualni tispé$nost sité pii klasifikaci Horse — ueni pomoci DE
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3. Testovani neuronové sité nau¢ené v pomoci algoritmu SOMA

Bylo provedeno 5 experimentii. Vybral jsem ten s nejlepSimi vysledky

Zobrazeni vyvoje nejlepSiho (modry prubéh) a nejhorSiho (Cerveny prubéh) jedince

Vv zavislosti na poctu generaci pro experiment s nejlepSimi dosazenymi vysledky (Obr. 27.):

Cost Value 100 [

Obr

Output of Mathematica SOMA version
History of the Best Individual

150}

(=]
e

Number of Migrations

il 3 10 12

. 27 Historie nejlepsiho a nejhorsiho jedince — Horse (SOMA)

Nejlepsi dosaZené vysledky neuronové sité pii klasifikaci:

Tida | Ttida 2 Ttida 3 Celkova
[%] [%] [%] [%]
Horse2 40.38 42.05 7321 60.99
Horse3 40.38 42.05 7321 60.99

Tab. 17. Procentualni uspésnost sité pii klasifikaci Horse — u¢eni pomoci SOMA
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3.6 Diskuze vysledki

3.6.1 Problém Cancer

Testovaci soubor se klasifikoval do dvou tfid. Ttida 1 pfedstavovala benigni nalez a Ttida
2 predstavovala maligni nalez mikroskopického vySetieni bunck. Celkova uspéSnost
ptedstavuje celkovou chybu sité pro vSechny tiidy. V kapitole 3.5.1 jsou uvedeny nejlepsi
dosaZzené vysledky klasifikace pro sit’ nau¢enou klasickou metodou (Feedforward net
s Back propagation algoritmem) a pro sit naucenou pomoci diferencidlni evoluce a

algoritmu SOMA.

Vysledky dosazené pomoci doptedné sité z toolbox Neural Network Mathematica 5.2 byly
v kazdém pokusu totoZzné, tzn. 100% uspésna Kklasifikace testovanych souboru dat.
Vysledky uspésnosti klasifikace sit¢ naucené pomoci evolucnich algoritmi kolisaly v fadu
jednotek procent. Doba b&hu algoritmu pro nalezeni optimalni kombinace vah se u
diferencialni evoluce pohybovala okolo 6 hodin. U algoritmu SOMA byla doba potiebna

k nalezeni vah podobna.

3.6.2 Problém Card

Testovaci soubor se opéct klasifikoval do dvou tiid. Ttida 1 pfedstavovala odmitnuti
kreditni karty a Tiida 2 predstavovala pfijmuti kreditni karty bankou nebo podobnou
instituci. Celkova uspésnost predstavuje celkovou chybu sité pro vSechny tfidy. V kapitole
3.5.2 jsou uvedeny nejlepsi dosazené vysledky klasifikace pro sit’ naucenou klasickou
metodou (Feedforward net s Back propagation algoritmem) a pro sit’ nau¢enou pomoci

diferencialni evoluce a algoritmu SOMA.

Vysledky dosazené pomoci dopiedné sit¢ z toolbox Neural Network Mathematica 5.2 byly
stejné jako u piedchoziho testovaciho problému v kazdém pokusu totozné, tzn. 100%
uspesna klasifikace testovanych souborti dat. Vysledky tspésnosti klasifikace sit€¢ naucené
pomoci evolucnich algoritmli kolisaly v fddu jedné desitky procent. Ziejmé byl pocet
agrumentd ucelové funkce pfili§ velky na to, aby se v redlné rozumné dobé nalezlo
optimalni nastaveni vah. Proto zifejm¢ dochdzelo ke kolisani vysledkli. Doba b&hu
algoritmu pro nalezeni optimalni kombinace vah se u diferencialni evoluce pohybovala
okolo vice nez 24 hodin pro jeden béh. U algoritmu SOMA byla doba potiebna k nalezeni

vah jesté o néco delsi.
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3.6.3 Problém Diabetes

Soubor se také klasifikoval do dvou tiid. Ttida 1 predstavovala negativni diagnézu
diabetes a Ttida 2 pozitivni diagnézu diabetes u zkoumanych subjektli. Celkova GspéSnost
predstavuje celkovou chybu sité pro vSechny téidy. V kapitole 3.5.3 jsou uvedeny nejlepsi
dosaZzené vysledky klasifikace pro sit’ nau¢enou klasickou metodou (Feedforward net
s Back propagation algoritmem) a pro sit nauc¢enou pomoci diferencidlni evoluce a

algoritmu SOMA.

Vysledky dosazené pomoci dopiedné sité z toolbox Neural Network Mathematica 5.2 byly
v kazdém pokusu totoZzné, tzn. 100% uspésna Kklasifikace testovanych souboru dat.
Vysledky tspésnosti klasifikace sité naucené pomoci evoluc¢nich algoritmt lisily az o 12%
oproti nejlepsim dosazenym vysledkim. Opét je ziejmé, ze velky pocet argumenti ucelové
funkce pusobil na schopnost nalézt optimalni feSeni. Doba béhu algoritmu pro nalezeni
optimalni kombinace vah se u diferencialni evoluce pohybovala okolo 24 hodin. Stejné tak

doba béhu algoritmu SOMA byla 24 hodin pro jeden béh.

3.6.4 Problém Horse

Posledni testovaci soubor se klasifikoval do 3 tfid. Ttfida 1 piedstavovala koné, ktefi museli
byt utraceni, Ttida 2 predstavovala koné, ktefi uhynuli a Ttida 3 ptedstavovala kon¢, kteti
piezili. Celkova uspésnost piedstavuje celkovou chybu sité pro vSechny tiidy. V kapitole
3.5.4 jsou uvedeny nejlepSi dosazené vysledky klasifikace pro sit’ nau¢enou klasickou
metodou (Feedforward net s Back propagation algoritmem) a pro sit’ nau¢enou pomoci
diferencialni evoluce a algoritmu SOMA.

Vysledky uspésnosti klasifikace dosazené pomoci dopiedné sité z toolbox Neural Network
Mathematica 5.2 se liSily v pokusech maximalné¢ o 1% - 2%. Vysledky uspé&snosti
klasifikace sité naucené pomoci evolucnich algoritmti se od nejlepSiho dosazeného
vysledku liSily o vice nez 14% procent. Tedy stejné jako v piedchozich piipadech, i zde
byl pozorovatelny vliv velkého poctu argumentii celové funkce na nalezeni optimalniho
feSeni. Doba b&hu algoritmu pro nalezeni optimalni kombinace vah se u diferencialni
pohybovala okolo 48 hodin. U algoritmu SOMA byla doba potitebna k nalezeni vah velmi

podobna.
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ZAVER

Cilem této diplomové prace bylo porovnat, jaky vliv budou mit evolu¢ni algoritmy na
kvalitu u¢iciho procesu neuronovych siti. Byly provedeny simulace jak pomoci toolboxu
Neural Network (klasickd metoda uceni) v prostiedi Mathematica, tak 1 v prostredi
Mathematica 7.0 (evolu¢ni algoritmy v uéicim procesu). S pouZitymy testovacimi
problémy si Feedforward Network (vicevrstva doptfedna sit' salgoritmem Back
propagation) z toolboxu Neural Network poradila bez vétsich probléml. U soubort dat
Cancer, Card a Diabetes pracovala sit’ po nauceni se 100% uspéSnosti a u posledniho
souboru dat Horse se pohybovala celkova tspésnost kolem 91%. Naproti tomu pfi pouziti
evolucnich algoritm@ tomu tak nebylo. Algoritmus SOMA dosahoval lepSich vysledkl nez
defirencialni evoluce. Usp&snost sité naudené pomoci algoritmu SOMA se pohybovala
mezi 90 — 98% v piipadé soubort dat Cancer, Card a Diabetes. Diferencialni evoluce
dosahovala mirn¢ horSich vysledkli. Pouze u posledniho testovaciho souboru Horse si
vedla diferencialni evoluce o poznani l1épe nez SOMA. Pracovala s uspé$nosti vyssi asi o
20%.

Z uvedenych vysledki pro jednotlivé testy je videt, Zze srovnani pro evolu¢ni algoritmy
nedopadlo nejlépe. Tento pozorovany fakt jeSté ovSem nemusi znamenat, Ze evolucni
algoritmy nejsou pro tento typ problému vhodné. Navrhnutd konstrukce ucelové funkce,
kterd je pro ¢innost evolucnich algoritmli zasadni, zfejm¢ neni nejvhodnéjsi protoze pfti
soucasném tvaru se u nékterych problému dostdvam az na 800 vah pro optimalizaci u
diferencialni evoluce. To je Casové velmi naro¢né¢ a také neefektivni. Celé testovani
probihalo v prostiedi Mathematica 5.2, resp. Mathematica 7.0, coz znaéné limitovalo
provadéni testd, jelikoz se ukdzaly jako Casové velmi narocné. To se tykalo testovani
evolucnich algoritmti. Ale to byl pouze logicky disledek toho, jak byla formulovana
ucelova funkce. Naproti tomu v toolboxu Neural Network v prostiedi Mathematica 5.2
probihalo testovani velmi rychle. To je zpisobeno tim, Ze neuronova sit’ prenastavuje svoje

vahy pii kazdém pruchodu vektoru z trénovaci mnoziny.

Diplomova prace by mohla slouZit jako podklad pro dal$i zajemce o tuto problematiku,
ktefi by mohli vyzkouset rizné konstrukce ucelovych funkci. Naptiklad nalezeni né¢jakého
vhodného rozdéleni ucelové funkce na dil¢i ¢ésti, které by se zpracovéavaly samostatng.
Déle by bylo mozné experimentovat se strukturou neuronovych siti pouzitych pro

testovani.
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ZAVER V ANGLICTINE

The aim of this diploma thesis was to compare effect on quality of training process neural
networks using evolutionary algorithms. There were performed tests in Mathematica 5.2
enviroment(clasic methods of training) and in Mathematica 7.0 enviroment(training via
evolutionary algorithms).Feed forward net(multilayer feedforward net with Back
propagation algorithm) had very good results. For test problems Cancer, Card and Diabetes
the net worked with 100% efficacy after the end of training process, for the last test
problem called Horse was the total efficacy around 91%. On the other hand while | used
evolutionary algorithm the results were not so good.Algorithm SOMA was reaching better
results than differential evolution. The efficacy of neural network trained via SOMA
algorithm was between 90 - 98% for test problems Cancer, Card and Diabetes.Differential
evolution was reaching a similar but worse results. Only for the last test problem neural
network trained via differential evolution reached better efficacy than neural network
trained via SOMA. Network trained via SOMA was reaching results about near 20%

WOrser.

From results written above for test problems is clear, that comparison for evolutionary
algorithms did not go very well. But this observed fact does not mean that evolutionary
algorithms are not suitable for this type of problem. Designed construction of cost
function, which is critical for properly work of evolutionary algorithms, is probably not the
most suitable. Because with current form of cost function there is up to 800 parametres for
optimalization for Differencial evolution. This is very time consuming and very
ineffective.All the tests were performed in Mathematica 5.2, or Mathematica 7 enviroment
which was also very limiting for performing the tests, because the time needed for one test
was huge. This was mainly the question of testing nets trained via evolutionary algorithms.
But that was only the logical conclusion of formulation of cost function. Testing performed
in toolbox Neural Network was very quick because weights of neural networks were

changed for every pass of vector from training set through the network.

This diploma thesis could be used as a base for other people who are interest in this
problematic who could try to find some different construction of cost function. Possibly by
splitting cost function for smaller instances on which could evolutionary algoriths run

separately. Or they could do some experiments with architecture of used neural networks.
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SEZNAM POUZITYCH SYMBOLU A ZKRATEK
SOMA Samo — Organizujici se Migra¢ni Algoritmus
DE Diferencialni evoluce

Back propagation Algoritmus zpétného Sifeni chyby

RMSE Sttedni kvadraticka chyba(Root Mean Square Error)
RBF Funkce radialnich bazi(Radial basis function)

XOR Vyhradni soucet(exclusive OR)

CD Zéaznamové médium CR — ROM

EA Evolu¢ni algoritmus
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SEZNAM PRILOH
Pl Adresatova struktura ptilozeného CD

Pl Zdrojové kédy (umisténo na CD)

P II1  Diplomova prace v elektronické podobé (umisténo na CD)



PRILOHA P I: ADRESAROVA STRUKTURA PRILOZENEHO CD
\diplomova prace
e Obsahuje diplomovou praci v el. podobé.
\zdrojeve kody
\Cancer

0 Obsahuje testovaci soubory Cancerl.txt, Cancer2.txt, Cancer3.txt a
notebooky s uéenim pomoci klasické metody v toolboxu Neural Network a

také pomoci SOMA a diferencialni evoluce.
\Card

0 Obsahuje testovaci soubory Cardl.txt, Card2.txt, Card3.txt a notebooky
sucenim pomoci klasické metody v toolboxu Neural Network a také

pomoci SOMA a diferencialni evoluce.
\Diabetes

0 Obsahuje testovaci soubory Diabetesl.txt, Diabetes2.txt, Diabetes3.txt a
notebooky s uéenim pomoci klasické metody v toolboxu Neural Network a

také pomoci SOMA a diferencialni evoluce.
\Horse

0 Obsahuje testovaci soubory Horsel.txt, Horse2.txt, Horse3.txt a notebooky
sucenim pomoci klasické metody v toolboxu Neural Network a také

pomoci SOMA a diferencialni evoluce.
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